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Introduction  

Awareness of the important moisture points is crucial for irrigation studies on the farm, but 

measuring this information in a direct way is very costly and time consuming. Therefore, several 

models and relationships have been developed as Pedotransfer functions which indirectly predict the 

hydrological properties of the soil using readily available soil data with the aid of a series of proper 

mathematical relationships (Nguyen et al., 2015). Since the measurement of important moisture 

points is a time consuming, costly and difficult work, many attempts have been made in order to use 

simpler soil properties such as texture, the amount of organic matter, and bulk density. Pedotransfer 

functions are indeed predictive functions which establish relationship between the soil’s readily 

available and latency data (e.g., the percentage of sand, silt and clay, bulk density and organic matter) 

including the parameters of the moisture curve (field capacity and permanent wilting point) (Botulla 

et al., 2013). Moreover, the functions that can be successfully implemented in an area may not have 

suitable adaptations in another area with real values. There are several methods for obtaining 

Pedotransfer functions, among them  are linear regression (LR), artificial neural networks, fuzzy 

adaptive-neural inference, and support regression vector. 

 Various researchers have studied the development of Pedotransfer functions and evaluated the 

predictive models in the water and soil sciences. As a sample, Shop and Lajj (1998) estimated the 

soil moisture curve using the neural network. They found that the artificial neural network was better 

than some of the regression Pedotransfer functions provided by other researchers, and if more readily 

available properties were used as inputs, the prediction accuracy increased. However, there was 

always a significant difference between the predicted and measured moisture values. Zhang et al. 

(2007) estimated the soil moisture curve for 110  non-calcareous soil samples with different tissue 

classes through the artificial neural networks and regression models. They showed that the neural 

network predicts the moisture curve better than the regression method with higher correlation 

coefficient in most tissue classes. Lin et al. (2009) argued that the SVM method was much faster 

trained than the artificial neural network. SVM was also found to have a more accurate prediction 

than the artificial neural network. Chen et al. (2010) used support vector machines to model daily 

rainfall and compared the results with that of the multivariate analysis method. It was found that the 

results of predictions from SVM were more accurate. In turn, Kaihua et al. (2014) used support 
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vector machines to predict cationic capacity on different horizons of the soil in Qingdao, China. They 

performed their studies at 208 points on two horizons of the soil, and concluded that the SVM model 

improved predictions.  

Considering the significance of knowing the important points of soil moisture in Shahrood area 

for agricultural projects and irrigation schedules, developing appropriate Pedotransfer functions and 

evaluating models is necessary so as to obtain moisture of the field capacity and permanent wilting 

point. This research, thus, evaluates the performance of three models of support vector regression, 

artificial neural networks, and linear regression in the development of soil Pedotransfer functions and 

the effect of number and type of input variables on the performance of the models.  

  

Methodology 

In this research, early and late found data included field capacity and permanent wilting point 

related to soil studies in Shahrood area available at the Agricultural Research and Education Center 

of Semnan province. Data were collected from 100 profiles of a total area of 120 hectares and from 

different areas of Shahrood. To this end, disturbed and intact soil samples were collected from the 

surface depth (0-15 centimeters) and transferred to the laboratory for the measurement of physical, 

chemical, and hydraulic properties of soil. Field capacity and permanent wilting point were obtained 

by measuring the soil moisture in suctions 0.33 and 15 bar using a pressure plate. The first step for 

the development of Pedotransfer functions was to provide the empirical relationships between the 

basic properties of soil and the factors to be predicted. This can be achieved by various mathematical 

methods (such as support vector regression and artificial neural networks). 

 

Evaluation of data-based methods 
In the present study, the data were divided into two categories of training data and test data. The 

training of the model was carried out with 80% of the data and the performance of the methods was 

evaluated using 20% of the remaining data. In order to compare the measured values with the 

predicted values, the normalized root-mean-square deviation or error or NRMSE, the coefficient of 

determination and/or Root Mean Square Error (MSD) deviation were calculated. The more the values 

of the coefficient of determination and the efficiency of the Nash are closer to the number one, the 

higher will be the performance and accuracy of the model. The NRMSE value is between zero and 

one, which can be expressed as a percentage, so the lower the value, the better the estimate will be.  

Generally, the values less than 10 percent have an ideal estimation accuracy in modeling. Values 

between 10% to 20% and 20% to 30%, are good and average, respectively, and over 30% lack 

validation in modeling (Jafari Gilandeh et al., 2017). 

 

Results and Discussion 

To obtain more accurate models and to normalize the data, the zero and one method was used. 

Based on the correlation analysis of sand percentage, Clay percentage, Silt percentage, Bulk Density 

Special crime, and Organic Carbon percentage (OC), five different variables for input variables were 

selected to estimate the important moisture points. The results showed that the support regression 

method had a better performance than the other two. The values of coefficient of determination, the 

deviation of error root mean square, and the average root mean squared error normalized in the best 

model of support regression vector were 0.85, 3.21 and 12.89 for the field capacity, 0.83, 1.58, 14.84 

for the permanent wilting point, respectively. For neural networks for which results were far better 

than the linear regression’s, the values of 0.72, 3.48 and 14.36 for field capacity and 0,75, 1.90 and 

17.91 for permanent wilting point were achieved, respectively. According to the  results, it can be 

stated that the regression models of the support vector with linear kernel function of the radial base 

can predict the soil moisture points with low error and high coefficient of determination. Thus, they 

can also be a great alternative to traditional methods such as neural networks and linear regression. In 
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the data-based methods, the increase in inputs resulted in an increase in the coefficient of 

determination and reduction of errors, which is recommended using more early accessible variables. 

This research was intended to evaluate the performance of traditional linear regression and 

artificial neural network methods with the new method of support vector machine in estimating the 

critical points of moisture. Besides, using the Pedotransfer functions method, the readily available 

data as input and the field capacity and permanent wilting point as latency data or the output data 

were used. In summary, the results can be summarized as follows: Regression models of support 

vector with radial root linear kernel function can predict soil moisture points with low error and high 

coefficient of determination. In addition, these models at the training stage had better results with 

higher coefficients which could be a good alternative for traditional methods such as neural networks 

and linear regressions requiring data with high data numbers. In the data-based methods, the increase 

in input increased the coefficient of determination and reduced the errors. Accordingly, the use of 

readily available variable is much more recommended. However, there is a probability that in the 

regression method of the support vector or artificial neural network MLP the over-training 

phenomenon happens in relation to the training data. More studies and the use of other input 

parameters are, thus, required. Several researchers have suggested that other optimization methods be 

used to select the predictive variables and be referred to as SVM or ANN inputs. According to the 

efficiency of the support vector machine model, proven by numerous research in various 

applications, it is recommended to use this method to create soil Pedotransfer functions in different 

regions. Besides, it is suggested that a vaster database, and high initial correlation be used for better 

training of the models. 
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 در تخمين نقاط مهم رطوبتي در منطقه شاهرود مبناهاي داده ررسي عملکرد روشب
 

 3و محبوبه کریمی سورند 2 محمدجواد خلفی خطبسرا، *1امید نوروزی انگنایی
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 29/9/1396پذیرش:   25/9/1396 بازنگری:  13/4/1396 دریافت:

 هچکيد
قیم به روش مست تاین اطلاعاگیری باشد اما اندازهآبیاری در مزرعه بسیار ضروری می های، برای مطالعهرطوبتینقاط مهم آگاهی از 

ق حاضر به روش مناسبی برای تخمین این پارامترها باشد. تحقیتوانند می بناهای داده مگیر است. روشبسیار پرهزینه و وقت

صبی، عسه روش شبکه وسیله پارامترهای زودیافت با م بهنقطه پژمردگی دای ل ظرفیت زراعی وبرآورد نقاط مهم رطوبتی شام

د نظر های مورداده سازینرمالپس از پرداخته است. منطقه شاهرود در و رگرسیون بردار پشتیبان رگرسیون خطی چندمتغیره 

ورودی و  داری همبستگی متغیرهایمعنیهای مورد نظر تشکیل شد و احتمالی با خروجی ورودیهمبستگی متغیرهای جدول ضریب 

 ج نشان دادنتایانجام و نتایج مورد ارزیابی قرار گرفت.  های مذکورروشسازی با ، مدلسپسگردید. خروجی از نظر آماری بررسی

ین مربعات میانگانحراف جذر مقادیر ضریب تعیین، دارد.   دو روش دیگرکارایی بهتری نسبت به  روش رگرسیون بردار پشتیبانکه 

برای  89/12و  12/3،  85/0ترتیب برابر به، رگرسیون بردار پشتیبان در بهترین مدلشده و ریشه میانگین مربعات خطا نرمال خطا

 یبرا 36/41و  48/3،  72/0 های عصبی مقادیرو برای شبکه مبرای نقطه پژمردگی دای  84/14و 58/1،  83/0ظرفیت زراعی و 

 حقیق، تگرفته در این های صورتبا توجه به بررسی دست آمد.هی بنقطه پژمردگ یبرا 91/17و  90/1،  75/0و  یزراع یتظرف

ریب پایین و ض یبا خطا  طی پایه شعاعی قادر خواهند بودپشتیبان با تابع کرنل خ های رگرسیون بردارمدلتوان بیان نمود که می

چون هم های سنتیین بسیار خوبی برای روشتوانند جایگزبینی کنند و همچنین میتعیین بالا  نقاط مهم رطوبتی خاک را پیش

  های عصبی و رگرسیون خطی باشند.شبکه
 

 م.یظرفیت زراعی، نقطه پژمردگی دارگرسیون بردار پشتیبان، های عصبی مصنوعی، رگرسیون خطی، شبکه ها:کلید واژه

 

 مقدمه
بر برا در رطوبت تغییرات بیانگر که خاک آب مشخصه منحنی

 در خاک آب حرکت به مربوط مسائل در است، خاک آب مکش

 در اکخفیزیکی  رفتار شناسایی و دارد فراوان کاربرد غیراشباع

ل شام نقاط مهم رطوبتی .کندمی ترآسان را مختلف هایرطوبت
م م از عوامل مهم در رسظرفیت زراعی و نقطه پژمردگی دای

 در بتینقاط مهم رطو گیریاندازه منحنی مشخصه رطوبتی هستند.

 روابطی و هامدل بنابراین، است، پرهزینه و گیروقت آزمایشگاه

 توسعه( Pedotransfer functions) الیتوابع انتق تحت عنوان

 تقیم باطور غیر مسبه را خاک هیدورلیکی خصوصیات که اندیافته

 بطروا سرییک کمک با و خاک زودیافت هایداده از استفاده

  (.Nguyen et al., 2015)کنند می بینیپیش مناسب ریاضی

 مسائل در شد و پیشنهاد Boma توسط بار اولین انتقالی توابع

 Minasny andشد ) گرفته کاربه خاک فیزیک به مربوط

Mcbratney., 2002)نقاط مهم  گیریاندازه جا که. از آن
 هایکوشش باشد،می دشوار و گیر، پرهزینهوقت کاری ،رطوبتی

 با استفاده از را نقاط این بتوان است که آمده عملبه زیادی

 چگالی و آلی ماده مقدار بافت، خاک مانند ترساده هایویژگی

 آورد. توابع انتقالی خاک در واقع توابع  دستبه ظاهری

های زودیافت خاک باشند که ارتباط بین دادهکننده میبینیپیش
آلی( ظاهری و مواد)مانند درصد شن، سیلت و رس، جرم مخصوص

های دیریافت خاک مانند پارامترهای منحنی رطوبتی ) را با داده
 Botula) سازدم( برقرار مییی پژمردگی دازراعی و نقطهظرفیت

et al., 2013.) طوربه منطقه یک توانند درمی که توابعی البته 

 سازگاری جدید در منطقه است ممکن روند، کارآمیزی به موفقیت

 های مختلفی برای باشند. روش نداشته واقعی مقادیر با مناسبی

توان به دست آوردن توابع انتقالی وجود دارد که از جمله میبه
 (، Linear Regression (LR)) رگرسیون خطیهای مدل

 Artificial Neural Networksهای عصبی مصنوعی )شبکه

(ANN)عصبی فازی )-(، استنتاج تطبیقیAdaptive Neuro 

Fuzzy Inference System (ANFIS) ) و رگرسیون بردار
 اشاره نمود. (Support Vector Regression (SVM))پشتیبان 

-های پیشو بررسی مدل توسعه توابع انتقالیمحققین مختلفی به 

عندوان مادال  اندد. بدهخداک پرداختده در علدوم آب و بینی کنندده
Schaap  وLeji (1998)  منحندی عصدبی شبکه از استفاده با 

 شدبکه عصدبی کده دریافتندد هاآن زدند. تخمین را رطوبتی خاک



34 

 DOI: 10.22055/jise.2017.22685.1617                  ..در مبنا داده هایروش عملکرد بررسیو همکاران :   انگنایی نوروزی
 

 

 ارائه رگرسیونیانتقالی  توابع از تعدادی از بهتر رفته کاربه مصنوعی

 زودیافدت خصوصیات اگر معمولاً و بوده محققان سایر توسط شده

 افدزایش هدابینیپیش صحت، رود کاربه عنوان ورودیبه بیشتری

 مقدادیر رطوبدت بدین تدوجهی قابدل اختلاف همیشه ولی یابدمی

 .دارد وجود شده گیریاندازه و شده بینیپیش
Vali et al. (2009) های بردار پشتیبان بیان نمودند که ماشین

باشد، همچنین مدلی می گوپاسخ خوبیهایی با ابعاد بالا بهبرای داده
کند که بین میزان خطای تجربی و تقریب یک حالت را انتخاب می

 بهینه را انتخاب کند.

Koekkoek  وBooltink (1999) از استفاده که دادند نشان 

 هایرطوبتی خاک منحنی برای تخمین مصنوعی عصبی هایشبکه

 می هیارا انتقالی توابع از بهتری نتایج غیرآهکی و بالا آلی مواد با

عنوان نمودند که اشتاق  Nemes et al. (2003)دهد. همچنین 
 از استفاده از بهتر مناسب ولی کم هایتوابع انتقالی با استفاده از داده

 .باشدمی نامناسب و عمومی ولی بزرگتر هایداده پایگاه
Ungaro et al. (2005)  با توجه به این  بیان نمودند که

-خاک را در تنوع زیادی ایمنطقه و جغرافیایی مطلب که خصوصیات

 با قوی بسیار ایانتقالی رابطه توابع بودن آورد، اعتمادپذیرمی پدید ها

لذا رود. کار میها بهواسنجی آن برای که دارد هاییداده مجموعه
 بررسی شود،استفاده می عصبی هایشبکه از که هنگامی در خصوصاً

 برای موجود، عظیم داده هایپایگاه با شدهداده آموزش شبکه کارآیی

 ممکن حتی کهطوریباشد. بهمی بسیار مهم خاک محلی هاینمونه

طرفی  آید. از دستبه عصبی هایشبکه اجرای از نتایج ضعیفی است
 برای زیادی هایداده نیازمند تعداد عصبی هایشبکه اینکهعلتبه

 مزرعه سطح و کوچک هایمقیاس ها درآن کاربرد باشند،می آموزش

 باشد.می سوال مورد موجود هایاز داده استفاده با صرفاً
Zhang (2007) 110  تعداد را برای خاک رطوبتی منحنی 

 شبکه روش به بافتی مختلف هایکلاس با غیرآهکی خاک نمونه

 شبکه دادند نشان و زدند تخمین و رگرسیونی مصنوعی عصبی

بهتر از روش  بافتی هایکلاس در بیشتر را رطوبتی منحنی عصبی
 زند.رگرسیونی و با ضریب همبستگی بالاتری تخمین می

Noori et al. (2013) مدل به ورودی متغیرهای کاهش برای 
 شهر دری دیتولی هازباله زانیمی نیبشیپ در ماشین بردار پشتیبان

 Principal Componentی )اصلی هامولفه لیتحل از مشهد

Analysis )ی بیترک مدل یسهیمقا با و نمودند استفادهPCA – 

SVM مدل با SVM مدلی برتر PCA – SVM گرفتند جهینت را. 
Lin et al. (2009) تیواقع نیای ایگو جینتا که نمودند انیب 

ی مصنوعی عصب شبکه از ترعیسری لیخ SVM روش که است
 به نسبت رای ترقیدقی نیبشیپ SVM نیهمچن. ندیبیم آموزش

 . است داده نشانی مصنوعی عصب شبکه
Chen et al. (2010) مدلی برا بانیپشت برداری هانیماش از 

 روش از حاصل جینتا با را جینتا و کردند استفاده روزانه بارش کردن
ی هاینیبشیپ جینتا دادند نشان و نمودند سهیمقا رهیمتغ چند زیآنال

 .است ترقیدق SVM از حاصله

Kakaeilafdani et al. (2013)  با استفاده از روش رگرسیون
منظور تخمین بار رسوبی رودخانه بردار پشتیبان و شبکه عصبی به

 دوراج پرداختند. آنها کارایی بالای هر دو روش را گزارش نمودند.
Kaihua et al. (2014) برداری هانیماش از استفاده با 

 در خاک مختلفی هاافق دری ونیکات تیظرفی نیبشیپ به بان،یپشت
 نقطه 208 در را خودی هایبررس هاآن. نگدائو چین پرداختندیچ شهر

 SVM مدل که نمودند انیب انیپا در و دادند انجام خاک افق دو در و

 . بخشدیم بهبود را هاینیبشیپ
در منطقه  ت آگاهی از نقاط مهم رطوبتی خاکبا توجه به اهمی
های آبیاری و ریزیهای کشاورزی و برنامهشاهرود برای طرح

ها، توسعه توابع انتقالی مناسب و یا گیری مستقیم آندشواری اندازه
دست آوردن رطوبت ظرفیت زراعی و نقطه ها در بهارزیابی مدل
باشد. بنابراین در این تحقیق، لازم میم در این منطقه یپژمردگی دا

با  های عصبی مصنوعی و رگرسیون خطیشبکه مدل دوعملکرد 
توسعه توابع انتقالی خاک و روش نوین رگرسیون بردار پشتیبان، در 

 های مورد استفاده،اثر تعداد و نوع متغیرهای ورودی بر عملکرد مدل
استفاده از روش  ذکر استلازم به. رفتگمورد ارزیابی قرار می

رگرسیون بردار پشتیبان در توسعه توابع انتقالی خاک در منابع داخلی 
 گزارش نشده است.

 

 مواد و روش ها
دیریافت شامل ظرفیت  یافت وهای زوددر این تحقیق از داده

، مربوط به مطالعات خاکشناسی یمپژمردگی دازراعی و نقطه
و آموزش کشاورزی شهرستان شاهرود موجود در مرکز تحقیقات 

 نمونه پروفیل از 100ها از است. داده استان سمنان استفاده شده
مناطق مختلف شهرستان شاهرود  هکتار و از 120 مساحتی بالع بر

  0-15منظور از عمق سطحی )بدینجمع آوری شده است. 
آوری نخورده خاک جمعخورده و دستهای دستمتر( نمونهسانتی

و شیمیایی و هیدرولیکی  گیری خصوصیات فیزیکو برای اندازه هشد
خاک به آزمایشگاه منتقل گردید. ظرفیت زراعی و نقطه پژمردگی 

 15و  33/0ترتیب های بهم با اندازه گیری رطوبت خاک در مکشیدا
آمد. خصوصیات دست بار با استفاده از دستگاه صفحات فشاری به

و رس(، جرم  زودیافت خاک شامل بافت خاک )درصد سیلت، شن
 های هیدرومتریترتیب به روشخاک بهآلیو موادظاهریمخصوص

(Gee and Bauder, 1986،) ( استوانه با حجم مشخصBlake 

and Hartge, 1986گیری شدند.( اندازه 
 میان تجربی روابط هیارااولین گام برای توسعه توابع انتقالی، 

 این شوند. بینیپیش باید که است عواملی و خاک پایه خصوصیات

بردار رگرسیون  )مانند ریاضی مختلف هایروش وسیلهبه تواندمی امر
در ادامه توضیح  های عصبی مصنوعی( محقق شود.و شبکه پشتیبان

 گردد ه مییمختصری در مورد روش مورد استفاده در این پژوهش ارا
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 Multivariate linear) متغيره رگرسيون خطي چند

regression) 

(، مقادیر متغیر MLRرگرسیون خطی چند متغیره )روش  در
-پیش گیریتصمیم خطوط و ورودی هایاساس داده بر خروجی

 هایداده از ایمجموعه رگرسیون، روشواقع  در .شوندمی بینی

 برازش هاداده آن به را فرمولی و نموده دریافت را آزمایشی

 نیز و بندیکلاس مسائل برای حل تواندمی نماید. رگرسیونمی

 خطی، رگرسیون بگیرد. روش قرار استفاده مورد گوییبرای پیش

 یک تغییرات آن وسیلهبه که است نظارتی یادگیری تکنیک یک

 مستقل متغیر چند یا یک از خطی ترکیب وسیلهبه وابسته متغیر

صورت به معادله مدل رگرسیون خطی کلی گردد. حالتمی مدل
  گردد بیان می (1)رابطه 
 

(1) 𝑌 =  𝛽0 + 𝛽1𝑋1 + ⋯ + 𝛽𝑖𝑋𝑖  
  

ها iBها متغیرهای مستقل و iXکه در این رابطه، 

 ,.Asadi et alباشند )متغیر وابسته می Y ضرایب ثابت و

2014). 

 

 هاي عصبي مصنوعيبر پایه شبکه سازي مدل
 ریاضی ابزار (ANNمصنوعی ) عصبی هایشبکه

 عصبی سیستم از ساده تقلید با که هستند قدرتمندی

 پذیریتصحیح و انعطاف قدرت اند وشده بیولوژیک ساخته

 موضوع ترینمهم. موجود دارند هایداده با انطباق در بالایی

 برای مدل به مناسب هایورودی انتخاب ها،مدل این در

 ساختار آن بر علاوه .باشدمی نظر مد هایخروجی به رسیدن

 بین ارتباط انتخاب نحوه و مصنوعی عصبی هایشبکه

 از داد خواهد اختصاص خود به نرون هر که وزنی و هانرون 

 عصبی شبکه یک ساختار .است برخوردار بالایی اهمیت

 نحوه لایه، هر در هانرون تعداد ها،لایه تعداد از متشکل

 توزیع نحوه و شبکه آموزش روش هم، با هالایه ارتباط

 عصبی شبکه یک ساده ساختار (1باشد. شکل)می پارامترها

ی هر نرون توسط لایه .دهدمی نشان را سه لایه پرسپترون

های لایه بعد متصل است ولی با اش به نرونخروجی

 ,Schaap and Leijی خودش ارتباط ندارد )های لایهنرون

1998). 

رو با تعداد لایه در این تحقیق از شبکه عصبی پیش

شده( و یک یوی تعریفورودی مختلف )بسته به سنار

م( استفاده یخروجی )ظرفیت زراعی یا نقطه پژمردگی دا

 و هاوزن ها،ورودی با خطا بررسی ارتباط شده است. برای

 شیب، گرادیان روش از جمله متفاوتی هایروش ها،خروجی

 و متقابل روش آنتروپی حرکت، اندازه روش نیوتن، روش

در این تحقیق تابع دارد که  وجود مارکواد -لونبرگ روش

 مارکواد -لونبرگموزش از نوع الگوریتم آاستفاده جهت  مورد

 نرخ ترینسریع مارکواد -الگوریتم لونبرگبوده است. 

 دارد. الگوریتم و مهندسی فنی مسائل در را همگرایی

 میزان تغییر در شبکه که دارد را حسن این مارکواد -لونبرگ

 مارکواد -روش لونبرگ است. تطبیقی صورتبه یادگیری نرخ

 مشتق بر ها علاوه فراسنج اصلاح برای آن در که است روشی

 به سوممو(نیز  دوم هایمشتق ژاکوبین( از اول )ماتریس

 MahdaviMeymandشود ) می استفاده  )هسین ماتریس

and Ahadian, 2015). 
 

 هاي بردار پشتيبانبر پایه ماشين سازيمدل

( توسط SVM) بردار پشتیبانهای ماشینساختار مدل 

ه شد. یبود، ارا 1960وپنیک که یک ریاضیدان روسی در دهه 

 قرار احتمال آموزشی تئوری که بر پایه SVMهای مدل

 منظوربه هستندکه هاییمدل از جدید کلاس یک دارند،

 شوندمی استفاده مختلف علوم در بینیپیش و بندیطبقه

(Vapnik and Cortes, 1995.) ًیک در هامدل این اخیرا 

 قرار استفاده مورد هیدرولوژیکی مسائل از وسیع گستره

  SVMهایمدل آماری، و ریاضی مدل هر با مشابه .اندگرفته

 ورودی متغیر زیاد تعداد وجود. هستند معایبی دارای نیز

 زیاد تعداد .هاستمدل این توسعه در مشکل تریناصلی

 توسط بهینه مدل یافتن مانع است ممکن ورودی متغیرهای

SVM متغیرهای تعداد کاهش برای متعددی هایراه. شود 

 روش به توانمی جمله آن از که است شده پیشنهاد ورودی

 ویژگی (.Zhang, 2007) نمود اشاره اصلی یهامؤلفه لیتحل

 هایالگوریتم برخلاف که است این پشتیبانبردار ماشین مهم

که به وسیله حداقل کردن  خطی هایرگرسیون و کلاسیک
کنند، ریسک عملیاتی را قدرمطلق خطا یا توان دوم خطا عمل می

های عصبی با کنند. ماشین بردار پشتیبان برخلاف شبکهحداقل می
باشد های محل تابع خطا مواجه نمیمشکل گیر افتادن در حداقل

(Hong, 2011  وYin and Log, 2011 .)( ساختار 2شکل )
  دهد.بردار پشتیبان را نشان میماشین 

عمده، مدل  گروه دو به پشتیبان بردار هایماشین هایمدل
بندی ماشین بردار پشتیبان و مدل رگرسیون ماشین بردار طبقه

بندی ماشین بردار شود. از مدل طبقهبندی میپشتیبان تقسیم
های هایی که در کلاسبندی دادهپشتیبان جهت حل مسائل طبقه

گردد و مدل رگرسیون ماشین گیرند استفاده میمختلف قرار می
گونه که بینی کاربرد دارد. همانبردار پشتیبان در حل مسائل پیش

کردن ساختاری  حداقلبیان شد، ماشین بردار پشتیبان مبتنی بر 
باشد که از تئوری آموزش آماری گرفته شده است. ریسک می
Vapnik و Cortes (1995 ) های بردار کاربرد ماشینبرای

پشتیبان در مسائل رگرسیون از تابع خطایی استفاده کرد که 
به نام فاصله معین از مقادیر  Insensitive- εدر یک  خطاهایی که
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( 2گیرد. این تابع به صورت رابطه )باشند، را نادیده میواقعی می
 شود.تعریف می

 

(2) 
𝐿(𝑦, 𝑓(𝑋, 𝛼)) =  |𝑦 − 𝑓(𝑋, 𝛼)|𝜀

= {
0            𝑖𝑓 |𝑦 − 𝑓(𝑋, 𝛼)|  ≤  𝜀  

|𝑦 − 𝑓(𝑋, 𝛼)| − 𝜀         𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒  
 } 

 

گیرد. را در نظر نمی εاین تابع خطا، مقادیر خطای کمتر از 
  گیردمی  نظر در را زیر هایداده از مجموعه یک تقریب مسأله

 

(3) 𝐷 = {(𝑥1, 𝑦1), … (𝑥𝑖, 𝑦𝑙} , (𝑥𝜖𝑅𝑛 , 𝑦𝜖𝑅) 

 

 شود.وسیله تابع زیر تخمین زده میرگرسیون بهتابع 
 

(4) 𝐷 = {(𝑥1, 𝑦1), … (𝑥𝑖 , 𝑦𝑙} , (𝑥𝜖𝑅𝑛, 𝑦𝜖𝑅) 

 

 باشد. تابعضرب داخلی می <> ،(5)و  (2)در روابط  که

 .گرددمی بیان زیر تابع حداقل وسیلهرگرسیون به بهینه
 

(5) 

ϕ(ω, Ƈ) =
1

2
‖ω‖2 + ∁ ∑ = 1(

l

i

Ƈi
− + Ƈi

+)

Subject to {

yi − (〈ω, xi〉 + b) ≤ ε + Ƈi

(〈ω, xi〉 + b) − b ≤ ε + Ƈi
∗

Ƈi,Ƈi
∗ ≥ 0

}

 

 
Ƈ𝑖یک مقدار از پیش تعیین شده بود،  Cکه 

Ƈ𝑖و  +
−  ،

هستند که قیود بالا و پایین خروجی  دست آمدهبهمتغیرهای 
ها به صورت خطی مجزا از هم کنند. اگر دادهسیستم را تعیین می

ها را بدون خطا و با حداکار فاصله باشند، یک سطح بهینه که داده
موزشی )بردارهای پشتیبان( آترین نقاط نزدیکمیان صفحه و 

دهد. اگر نقاط آموزشی به صورت موزش میآنماید، تفکیک می
(𝑥𝑖 , 𝑦𝑖) و بردار ورودیϵ 𝑅𝑛  𝑥𝑖  که ، در حالتیشودتعریف 

ها به صورت خطی قابل تفکیک باشند، معادله به صورت زیر داده
 است 

(6)  𝑦 = 𝑓(𝑥) = sign [∑ 𝑦𝑖𝛼𝑖〈𝑥𝑖 , 𝑥〉 + 𝑏
𝑁

𝑖=1
] 

 

ارزش طبقه نمونه آزمایشی  𝑦𝑖خروجی معادله و  yکه در آن 
𝑥𝑖 باشد. بردار )می𝑥1، 𝑥2، … ،𝑥𝑛) 𝑥 دهنده یک داده نشان =

بردارهای پشتیبان هستند.  𝑥𝑖و  i=1,2,…,Nورودی و بردارهای 
توان با اعمال ها به صورت خطی قابل تفکیک نباشند، میاگر داده

ها را به فضای بالاتر برد. در این حالت رابطه نمونهپردازش، پیش
 یابد  ( تغییر می7( به رابطه )6)

 

(7) 𝑦 = 𝑓(𝑥) = sign [∑  𝑦𝑖𝛼𝑖𝐾〈𝑥, 𝑥𝑖〉  + 𝑏
𝑁

𝑖=1
] 

 

,𝐾〈𝑥تابع  𝑥𝑖〉 تابع کرنلی (Kernel Function)  است که
هایی با انواع مختلفی از سطوح غیرخطی در ماشینبرای ایجاد 
کند. برای مدل های داخلی تولید میها، ضربفضای داده

شود که های مختلفی استفاده میپشتیبان از کرنل رگرسیون بردار
ای. معمولا تابع عبارتند از خطی، درجه دوم، گوسی و چند جمله

بینی عملکرد بهتری دارد که در کرنل گوسی شعاعی برای پیش
تابع کرنل (، 8این تحقیق از این تابع استفاده شده است.. معادله )

 (.Shukri et al., 2013دهد )شعاعی را نشان می

(8) k(x, y) = exp (−
‖xi−yi‖

2

2σ2 ) 

 مبناهاي دادهارزیابي روش

های دسته داده های موجود به دودر تحقیق حاضر، داده
 80وسیله های آزمون تقسیم شدند. آموزش مدل بهو دادهآموزش 

درصد  20با استفاده از ها ها، انجام شد و عملکرد روشدرصد داده
گیری برای مقایسه مقادیر اندازهمانده ارزیابی گردید. های باقیداده

های کمی ریشه میانگین بینی شده از شاخصشده با مقادیر پیش
 Normalized Root Mean Squareشده )مربعات خطا نرمال

Error (NRMSE))  ضریب تعیین یا   (،9)رابطه
2R  ( 10)رابطه

( استفاده 11)رابطه  MSDیا  انحراف جذر میانگین مربعات خطاو 
هرچه به عدد یک نزدیکتر باشد،  گردید. مقادیر ضریب تعیین

بین  NRMSEعملکرد و صحت مدل بالاتر خواهد بود. مقدار 
توان آن را به صورت درصد نیز بیان نمود صفر و یک است که می

 و هر چه مقدار آن کمتر باشد صحت تخمین بهتر خواهد بود. 
آل در طور کلی مقادیر کمتر از ده درصد، صحت تخمین ایدهبه

ترتیب درصد به 30تا  20و  20سازی دارند. مقادیر بین ده تا مدل
 قددرصد فا 30صحت تخمین خوب و متوسط و مقادیر بالای 

 و Shirani,. 2011سازی را داراست )اعتبار لازم در مدل

JafariGilandeh et al. 2017.) 

 

(9) 
𝑁𝑅𝑀𝑆𝐸 = (√(

1

𝑁
∑ (𝐸𝑖 − 𝑀𝑖)

2𝑁
𝑖=1 ) ×

( 
100

�̅�
) 

  

(10)     
   

2

i 12

2 2

i 1 i 1
.



 

 


 



 

n

n n

Oi O Pi P
R

Oi O Pi P 
  

(11) MSD =  √
∑ (𝑃𝑖 − 𝑂)𝑖

2𝑛
1

𝑛
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Fig. 1- Schematic of a multi-layer neural network model (input layer, middle layer and output layer) 

(يخروج یهولا يانيم یهلا ي،ورود یه)لا یهچند لا يمدل شبکه عصب یک يکشمات  -1شکل   

 

 
        Fig. 2- Backup vector machine structure (Yoon et al.. 2011) 

  ساختار ماشين بردار پشتيبان -2شکل  

 

ترتیب مقادیر مشاهداتی و به Piو  Oiدر روابط فوق 

 Pو  Oها و تعداد نمونه nام،  iدر نمونه شده بینیپیش

 شده هستند. بینیمیانگین مقادیر مشاهداتی و پیش
 

 نتایج و بحث

ه یارا (1ول شماره )های مورد استفاده در جدآماری داده تحلیل
و  های با صحت بیشتریابی به مدلمنظور دستبهشده است. 

 اده شداستف یک و از روش صفرها سازی دادهبرای نرمالهمچنین 
 .اشاره شده است( به آن 12که در رابطه )

 

(12) 𝑋𝑛𝑜𝑟𝑚 =  
𝑋 − 𝑋𝑚𝑖𝑛

𝑋𝑚𝑎𝑥 − 𝑋𝑚𝑖𝑛

 

  

مقددار  Xشدده، مقادیر نرمال 𝑋𝑛𝑜𝑟𝑚در این فرمول  که 

و  حدداکررر بده ترتیدب مقددا  𝑋𝑚𝑖𝑛و  𝑋𝑚𝑎𝑥، هشددمشاهده

 .  شده استمشاهده حداقل

 رصددر ادامه براساس تحلیل همبستگی از بین متغیرهای د
(، چگالی Silt(، درصد سیلت )Clay(، درصد رس )Sand)شن 

 (، پنج ترکیبOC( و درصد کربن آلی خاک )bdظاهری خاک )
تی متفاوت برای متغیرهای ورودی جهت تخمین نقاط مهم رطوب

 ه شده است.ی( ارا2انتخاب شد که در جدول )
 

 متغيرهسازي رگرسيون چندنتایج مدل

 SPSSافزار استفاده از نرممدل رگرسیون خطی چندمتغیره با 

ی رطوبتی مورد نظر شده در دو نقطههای ذکربه هرکدام از مدل
دست آمده برای هر مدل با ی رگرسیونی بهزش داده شد. رابطهبرا

های آزمون مورد ارزیابی قرار گرفت و معیارهای استفاده از داده
از ارزیابی  دست آمدهبهارزیابی برای آن محاسبه گردید. نتایج 

ه شده ی( ارا3متغیره در جدول شماره )روش رگرسیون خطی چند
 است.
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 هاي مورد استفاده براي ظرفيت زراعي و نقطه پژمردگي دائمداده -1جدول

Table 1- Data used for crop capacity and permanent wilting point

 

 سناریوهاي تعریف شده -2جدول 

Table 2- Defined Scenarios 
Sand- Silt- Clay- bd- OC Scenario 1 

Sand- Silt- Clay- bd Scenario 2 

Sand- Silt- Clay Scenario 3 

Sand- Silt Scenario 4 

Silt Scenario 5 

 
 وسيله رگرسيون خطي چندمتغيرههسازي بنتایج آزمون مدل -3جدول 

Table 3- Modeling test results by multivariate linear regression 
FC PWP  

2R NRMSE MSD 2R NRMSE MSD Scenario 

0.50 18.67 4.53 0.45 25.63 2.73 1 

0.49 19.72 4.78 0.27 28.25 3.01 2 

0.43 20.57 4.99 0.18 29.55 3.15 3 

0.28 22.67 5.50 0.16 32.00 3.41 4 

0.11 24.89 6.03 0.20 29.52 3.14 5 

 

(13) FC=(2.68)+((9.63× sand)+(13.85× clay)+(16.09× silt)+(-0.83× bd)+(3.41× oc) 

  

(14) PWP=(5.48)+((0.83× sand)+(6.05× clay)+(1.94× silt)+(1.49× bd)+(-0.95× oc) 

 

شود مدل رگرسیون در ( مشاهده می3توجه به نتایج جدول )با 
سناریو اول بهترین عملکرد را از نظر بالا بودن ضریب تعیین و 

،  50/0ترتیب با مقادیر به NRMSEپایین بودن میزان خطا و 
 63/25و  73/2،  45/0برای ظرفیت زراعی و  67/18و  53/4

طور کلی از نظر معیار م داراست. بهبرای نقطه پژمردگی دای
NRMSE یا متوسط و ها برای ظرفیت زراعی خوب تمام مدل

 اند. م در سطح متوسط و ضعیف قرار گرفتهبرای نقطه پژمردگی دای
(، برای محاسبه ظرفیت زراعی و نقطه 14( و )13چنین رابطه )هم

دست آمده هها بپژمردگی دائم در حالت استفاده از تمام ورودی
 است.

 

 نتایج شبکه عصبي

منظور دسترسی به بهترین معماری مدل شبکه عصبی به
، توابع محرک و نقاط مهم رطوبتیبینی مصنوعی در پیش

 2های متفاوت )بین های آموزش مختلف در تعداد نورونالگوریتم
دو لایه نهایتا از  در این تحقیق، مورد بررسی قرار گرفتند.( 10تا 

 استفادهجهت آموزش شبکه مارکواد  -الگوریتم لونبرگپنهان و 
بهترین معماری مدل شبکه عصبی پرسپترون چند  چنینشد، هم

های ورودی لایه طی فرآیند سعی و خطا برای هر کدام از ترکیب
دست آمده برای نتایج بهدست آمد. ی رطوبتی بهدر هر دو نقطه

 ه شده است.( ارای5و4دل شبکه عصبی در جداول )م

کده همانندد روش  شدودی( مشداهده مد5و4جدداول )با توجه بده 
 یبهتر یجاستفاده شود نتا یشتریب هاییهرچه از ورود یونیرگرس

 یین،تع یبضر یرحالت مقاد یندر بهتر چنین،شده است، همحاصل 
مربعدات خطدا  یانگینم یشهو ر انحراف جذر میانگین مربعات خطا

 یدتظرف یبدرا 36/14و  48/3،  72/0برابر با  یبترتشده بهنرمال
 ارتقدا یانگرب ی،نقطه پژمردگ یبرا 91/17و  90/1،  75/0و  یزراع
در  یمصدنوع یعصدب هدایروش شدبکه یبدالا توانایی و هامدل

N=100   

Sand Clay Silt bd OC FC PWP Parameter 

89 34 58 1.79 2.06 33.02 21.17 MAX 

18 4 7 1.39 0.13 6.54 5.89 Mean 

43 18 37 1.54 0.72 23.07 10.11 Average 

16.93 5.83 14.34 0.08 0.44 5.54 2.64 
Standard 

deviation 

-0.20 0.30 -0.85 -0.84 0.99 0.36 4.49 kurtosis 

0.59 0.18 -0.49 0.17 1.04 -0.47 1.78 Skewness 

36 16 54 1.51 0.36 20.12 8.77 Mode 
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 بدرای هدااست. عدلاوه بدرآن، مددل ینقاط مهم رطوبت ینیبیشپ
نقطده  یاز سطح متوسدط بده سدطح خدوب و بدرا یزراع یتظرف

متوسط  یامتوسط به سطح خوب  یا یفسطح ضع زم ایدا یپژمردگ
در  یعملکرد مددل شدبکه عصدب یقتحق این در. اندکرده یداپ ارتقا
 یارهدایبدا توجده بده مع یآمدار یونرگرسد یبا روش سنت یسهمقا
 یجبدا نتدا یجدهنت یدنذکر شده، به مراتب بهتر بوده است. ا یابیارز

 و Schaap and Leji (1998 ،)Zhang (2007) هایپژوهش
Baker   وEllison (2008کدده از برتددر )در  یشددبکه عصددب ی

 .گزارش داده بودند، مطابقت دارد یخط یونبا رگرس یسهمقا
 

 (SVRيبان )بردار پشت يونرگرس يسازمدل  نتایج

کار رفته، های بهیافتن به بهترین عملکرد روشبرای دست
ها، بهترین مدل از هر نوع با توجه به برای هر کدام از مدل

آمده انتخاب شد. جهت دستشده و نتایج بهارزیابی ذکرمعیارهای 
انجام عملیات یادگیری و استفاده از رگرسیون بردار پشتیبان در 

استفاده شد  LibSVMبرآورد نقاط مهم رطوبتی از نرم افزار 
(Nikbakht Shahbazi et al. 2013 این نرم افزار دو حالت .)

-epsilonو  nu-SVRکلی برای حل مسئله رگرسیونی دارد )

SVR که تفاوت آنها در چگونگی بیان مسأله به صورت یک ،)
چنین پارامتر مورد تنظیم است. در این سازی و هممسئله بهینه

پژوهش یک روش برای توابع کرنل خطی، یعنی تابع شعاعی 
(RBF.مورد بررسی قرار گرفت ) 

با  نقاط مهم رطوبتی سازیمدل یدست آمده برابه نتایج
ه شده یارا (7و ) (6در جداول )  یبانبردار پشت یونروش رگرس

 است.

 

 هاي مختلفنتایج شبکه عصبي براي ظرفيت زراعي در مدل  -4جدول 

Table 4- Neural network results for crop capacity in different models 

 Validation Train Test 

Scenario NRMSE 2R NRMSE 2R MSD NRMSE 2R Neuron 

1 7.17 0.82 5.11 0.83 3.48 14.36 0.72 8 
2 7.74 0.80 5.80 0.79 3.79 15.64 0.71 3 
3 9.05 0.68 7.00 0.71 3.96 16.32 0.67 5 
4 9.16 0.66 7.86 0.66 4.27 17.61 0.63 2 
5 9.43 0.63 8.63 0.60 4.51 18..62 0.60 9 

 

 هاي مختلفنتایج شبکه عصبي براي نقطه پژمردگي دائم در مدل  -5جدول 

Table 5- Neural network results for permanent wilting point in different models 
 Validation Train Test 

Scenario NRMSE 2R NRMSE 2R MSD NRMSE 2R Neuron 
1 9.12 0.86 11.84 0.78 1.90 17.91 0.75 8 
2 13.36 0.81 12.54 0.75 1.99 18.69 0.74 5 
3 16.52 0.72 14.75 0.71 2.37 22.26 0.57 6 
4 18.22 0.70 15.08 0.69 2.86 26.99 0.47 8 
5 23.21 0.46 17.70 0.59 3.00 28.05 0.26 2 

 

 در برآورد ظرفيت زراعي  SVRنتایج  -6جدول 

Table 6- SVR results in crop capacity estimation 
 Model parameters Test Train 

Scenario kernel ε C MSD NRMSE 2R MSD 2R 
1 RBF 0.00 3.26 3.12 12.89 0.85 2.12 0.89 

2 RBF 0.01 12.26 3.27 13.49 0.83 2.18 0.89 
3 RBF 0.02 7.82 3.33 13.72 0.83 2.51 0.85 
4 RBF 0.02 6.51 3.71 15.30 0.79 2.97 0.84 

5 RBF 0.02 6.62 3.94 16.21 0.72 3.08 0.81 
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 در برآورد نقطه پژمردگي دائم SVRنتایج  -7جدول 

Table 7- SVR results in estimation of permanent wilting point 

 Model parameters Test Train 

Scenario kernel ε C MSD NRMSE 2R MSD 2R 

1 RBF 0.00 0.42 1.58 14.84 0.83 0.97 0.92 

2 RBF 0.01 4 1.70 16.01 0.78 1.12 0.90 

3 RBF 0.02 5.65 1.78 16.74 0.74 1.42 0.86 

4 RBF 0.01 1.18 1.80 16.95 0.74 1.63 0.86 

5 RBF 0.01 13.45 2.20 20.63 0.72 1.97 0.80 

 
ت مقادیر شود که در بهترین حال( مشاهده می6با توجه به جدول )

گین یانضریب تعیین، انحراف جذر میانگین مربعات خطا و ریشه م
 89/12و  12/3،  85/0مربعات خطا نرمال شده به ترتیب برابر با 

بی رزیاطبق تعاریف معیار ا برای ظرفیت زراعی بدست آمده است.
NRMSE سطح تمام سناریوهای حاصله از رگرسیون ،

 شود. بردارپشتیبان برای ظرفیت زراعی خوب توصیف می
الت حشود، در بهترین ( مشاهده می7طور که در جدول )همان

یشده مقادیر ضریب تعیین، انحراف جذر میانگین مربعات خطدا و ر
و 58/1،  83/0ترتیدب برابدر میانگین مربعات خطا نرمال شدده بده

-لدست آمده است. سطح مددهم، بیبرای نقطه پژمرگی دا 84/14
 باشد.، متوسط میپنج، خوب و سناریوی چهارتا  یکهای 

های حاصله از روش شبکه عصبی بدا در مقایسه عملکرد مدل
روش رگرسیون بردار پشتیبان، مشهود است کده روش رگرسدیون 

. مقدادیر بدالاتر ضدریب بردار پشتیبان عملکرد بهتری داشته است
تعیین در سناریوهای حاصله از این روش، نشان از صحت و کارایی 

چنین بالاتر این مدل در برآورد نقاط مهم رطوبتی داشته است. هم
توان بیان نمود که روش رگرسیون بردار پشتیبان در مقایسه بدا می

چون شبکه عصبی و روش رگرسیون آماری، نتدایج هایی همروش
( بیان داشدتند، 2009) .Lin et alدهد. همانگونه که بهبود میرا 

هدای عصدبی مصدنوعی، نتدایج در مقایسه با شدبکه SVRروش 
بهتری در مرحله آموزش برای هر دو نقطه رطوبتی حاصل داشدت 

های مرحلده آزمدون نیدز کننده در برآوردکه این مهم، عامل تعیین
ترتیدب م بدهیددگدی دابرای ظرفیت زراعی و نقطده پژمرباشد، می

برای  78/0و  83/0در مقایسه با  SVMبرای  92/0و  89/0مقادیر 
ANN هدای این نتیجه با گزارشتواند گویای این مطلب باشد. می

 Noori et al. (2011 ،)Kisi andحاصله از محققانی همچون 

Cimen (2011 ،)Kakaeilafdani et al. (2013 و )
Kaihua et al. (2014 )کند.برابری می 

 

 داده مبناهاي مقایسه نمودارهاي برازش روش

 شده باریگیهای اندازه(، نمودارهای برازش داده5( تا )3شکل )
 هایبکهششده در مرحله آزمون، برای سه روش رگرسیونی، بینیپیش

ا رها عصبی مصنوعی و رگرسیون بردارپشتیبان در بهترین سناریو
 دهد.نشان می

(، مشاهده 5( تا )3دست آمده در شکل )به نمودارهای بهبا توجه 
هدای ش نقاط اطراف خدط یدک بده یدک در مددلشود که پراکنمی

هدای عصدبی و  هدای شدبکهرگرسیون بردار پشتیبان نسبت به مددل
ایدن امدر بیددانگر  باشدد.میتر متغیدره فشدردهرگرسدیون خطدی چندد

است. مهمترین عامل  ایبینی با مشاهدههمبستگی بالاتر مقادیر پیش
هدای پایین بودن همبستگی و در نتیجه ضدریب تعیدین بدرای مددل

های عصبی مصنوعی و رگرسیون چندد متغیدره ایدن حاصله از شبکه
باشدند، در های با تعداد بالا میها نیازمند دادهاست که این گونه مدل

های کدم و بدا صورتی که مدل رگرسیون بردار پشتیبان با تعداد داده
 .Ungaro et alتواندد آمدوزش خدوبی داشدته باشدد )کیفیدت، مدی

(2005 ،)Lin et al. (2009).) 
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Fig. 3- Diagram fitting the data measured with predictions for crop capacity (a) and permanent 

wilting point (b) in a multivariate linear regression model 

(، در bم )ی( و نقطه پژمردگي داaبيني شده براي ظرفيت زراعي)گيري شده  با پيشهاي اندازهنمودار برازش داده -3 شکل

 مدل رگرسيون خطي چند متغيره

 

 
 

Fig. 4- Diagram fitting the predicted data for crop capacity (a) and permanent wilting point (b) in 

the ANN model 

(، در bم )ی( و نقطه پژمردگي داaبيني شده براي ظرفيت زراعي)گيري شده  با پيشهاي اندازهنمودار برازش داده -4شکل 

 هاي عصبي مصنوعيمدل شبکه

 

  
Fig. 5- Diagram of data fitted with predicted crop capacity (a) and permanent wilting point (b), in 

support vector regression model 

، در (b)م ی( و نقطه پژمردگي داaبيني شده براي ظرفيت زراعي)گيري شده  با پيشهاي اندازهنمودار برازش داده -5شکل 

 مدل رگرسيون بردارپشتيبان

R² = 0.4555

8

9

10

11

12

13

14

6 11 16 21

b

R² = 0.5063

10

15

20

25

30

7 17 27 37

a

R² = 0.7523

7

9

11

13

15

17

19

6 11 16 21

b

R² = 0.7216

10

15

20

25

30

35

7 17 27

a

R² = 0.8292

7

9

11

13

15

17

19

6 11 16 21

b

R² = 0.8538

10

15

20

25

30

35

7 17 27

a



42 

 DOI: 10.22055/jise.2017.22685.1617                  ..در مبنا داده هایروش عملکرد بررسیو همکاران :   انگنایی نوروزی
 

 

 گيري نتيجه
های سنتی آن شد تا عملکرد روش سعی بر در این تحقیق

 داررگرسیون خطی و شبکه عصبی مصنوعی با روش نوین ماشین بر

مهیرد، ر گپشتیبان در براورد نقاط مهم رطوبتی، مورد ارزیابی قرا
عنوان  فت بهدیاهای زوچنین با استفاده از روش توابع انتقالی، از داده

 هایهداد گی دائم به عنوانمرداز ظرفیت زراعی و نقطه پژورودی و 
  نتایج نشان داداستفاده شد.  یا خروجی دیریافت

پشتیبان با تابع کرنل خطی پایه  های رگرسیون بردارمدل
ی پایین و ضریب تعیین بالا  شعاعی قادر خواهند بود که  با خطا

ها در این مدل چنینهم بینی کنند،نقاط مهم رطوبتی خاک را پیش
 دارای نتایج بهتر با ضریب تعیین بالاتری بودند کهمرحله آموزش، 

چون های سنتی همین بسیار خوبی برای روشتوانند جایگزمی
های با تعداد بالا که نیازمند داده های عصبی و رگرسیون خطیشبکه

 افزایش ورودی رفته،کاربه مبنا های دادهدر روش باشند. هستند،
هش خطا شد که استفاده از باعث بالا رفتن ضریب تعیین و کا

اینکه در احتمالالبته،  گردد.متغیرهای زودیافت بیشتر پیشنهاد می
 MLPهای عصبی مصنوعی پشتیبان یا شبکه روش رگرسیون بردار

های آموزشی اتفاق در مورد داده (Overfitting) آموزشیپدیده بیش
استفاده از نیاز به تحقیق بیشتر و  بیفتد، وجود دارد. این مسئله 

پارامترهای ورودی دیگر دارد و در این موارد پژوهشگران پیشنهاد 
سازی برای انتخاب متغیرهای های بهینهاند که از سایر روشکرده

 ANNیا  SVMبینی کننده استفاده شود و به عنوان ورودی پیش

 (. Nikbakht Shahbazi et al., 2013قرار گیرد )
ر دبردار پشتیبان  ماشیناینکه کارایی مدل با توجه به 

ست، ه اکاربردهای مختلفی توسط پژوهشگران متعدد به اثبات رسید
لف ق مختناطماستفاده از این روش برای ایجاد توابع انتقالی خاک در 

 هادلتر مگردد برای آموزش بهشود، در ادامه پیشنهاد میتوصیه می
 یه بالادارای همبستگی اول چنینهمو  تریاز پایگاه داده وسیع

کز ز مرهای مورد استفاده ااستفاده شود. در تحقیق حاضر، داده
 در د،ت شنان و با تعداد محدودی دریافتحقیقات کشاورزی استان سم

 جه بهیافته چنین مطالعاتی با تودر کشورهای توسعهصورتی که 
 نندهایی ماهای فراوان و موجود در پایگاه دادهداشتن داده
UNSPDA و  های ایالات متحده آمریکا(های خاک)پایگاه داده
HYPRES داده گیرد وهای اروپا( صورت میهای خاک)پایگاه داده-

خشک های مربوط به خصوصیات خاک برای مناطق خشک و نیمه
 باشد.مانند ایران لازم و ضروری می
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