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Abstract 
Accurate prediction of actual evapotranspiration in response to water resource management problems and 

increasing the productivity of agricultural products under dry and semi-arid climatic conditions is considered 
essential. Sunflower, as an economic crop with relative resistance to water deficiency, is a suitable option 
for cultivation in areas with water limitations. In this study, Support Vector Regression (SVR) and Random 
Forest (RF) models optimized with the Genetic Algorithm (GA) were used to predict actual 
evapotranspiration. For this purpose, data from weighing lysimeters in Bushland, Texas, USA, during the 
2011–2012 growing season were extracted. A total of 230 data points were selected as model inputs in the 
form of eight scenarios with different combinations of climatic parameters. The results of this study showed 
that, in the SVR-GA model, the best performance was obtained for the combination of inputs including daily 
soil temperature inside and outside the lysimeter at a depth of 1.6 m, relative water storage at midnight, daily 
average relative water storage, soil temperature at different depths, air temperature, soil heat flux in the rows 
and the distance between rows, relative humidity, and wind speed, such that the Root Mean Square Error 
(RMSE) was 1.017 mm/day, the correlation coefficient (R) was 0.95, and the Nash Sutcliffe Efficiently (NS) 
was 0.908. Also, in the RF-GA model, the best results were obtained with input variables including all the 
above-mentioned variables except wind speed, with an RMSE of 1.516 mm/day, an R value of 0.90, and an  
NS value of 0.796. Comparison of the results showed that the use of the Genetic Algorithm in optimizing 
the models increased prediction accuracy, such that based on the RMSE criterion, the hybrid SVR-GA and 
RF-GA models experienced reductions of 59.91% and 35.8%, respectively, compared with their 
corresponding standalone models. Finally, the hybrid models can be used as efficient tools for estimating 
actual evapotranspiration under conditions where direct measurement using traditional methods is costly or 
limited. 

 
 

Introduction 
 Evapotranspiration is a fundamental component of the hydrological cycle and plays a vital role 

in water resource management, irrigation design and assessing plant water requirements (Chiew et 
al., 1995).  Since lysimeters provide relatively accurate measurements of evapotranspiration, their 
application is often limited due to high costs and the need for specialized expertise, particularly in 
developing regions (Feng & Tian, 2021). Therefore, developing alternative predictive models has 
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become essential. This study focuses on employing machine learning models, including random 
forest and support vector regression, optimized by genetic algorithms to estimate 
evapotranspiration. Despite prior research on reference evapotranspiration prediction, limited 
attention has been focused to hybrid models, especially for actual evapotranspiration forecasting 
due to data limitations. This research introduces a hybrid model aimed at improving prediction 
accuracy, applied in the Bushland region of Texas, with sunflower as a strategic crop. The model’s 
performance is assessed through various evaluation metrics to demonstrate its efficacy compared 
to existing single-model approaches. 
 
Methodology 

 This dataset comprised one year of lysimeter weight measurements for sunflowers collected at 
the USDA-ARS Conservation and Production Laboratory (CPRL), Soil and Water Management 
Research Unit (SWMRU) in Bushland, Texas, during the 2011–2012 crop year (Evett et al., 2000). 
The parameters measured  include wind speed, air temperature, relative humidity, soil temperature, 
soil heat flux, daily evapotranspiration, daily averages and relative water storage at specific 
lysimeter depths. Sensitivity analysis using Pearson’s correlation Figure (1) revealed that daily 
mean soil temperature at 1.6 m depth showed the strongest correlation (r = 0.70), while wind speed 
exhibited the weakest (r = −0.32). All variables were measured daily over the full crop year (Evett 
et al., 2018; 2022). In this study, data from two lysimeters located in the northeast and southeast of 
agricultural fields in Potter City were used as inputs for SVR, RF, RF-GA, and SVR-GA models 
to predict actual daily evapotranspiration. 
 

 
 Fig. 1 – Bar chart of correlation coefficient of input parameters 

 
Random Forest (RF)  

  The Random Forest (RF) model was first introduced by Breiman (2001) as a decision tree-
based machine learning method. This algorithm has attracted the attention of researchers in recent 
years due to its various capabilities, including classification and regression. In Random Forest, a 
set of decision trees is built based on different parts of the training data.  

 
Support Vector Regression (SVR) 

  Support Vector Regression is a support vector machine (SVM)-based method used in 
classification and regression analysis problems. It operates on the basis of binary classification in 
the desired feature space and is widely used in forecasting problems (Yoon et al. 2011; Jha & 
Hayashi 2014). 

 
Genetic Algorithm (GA) 

  The basic concept of a genetic algorithm was first introduced by Holland (1992). This algorithm 
is an optimization method inspired by the principles of natural selection and genetic theory. In this 
method, each member of a population, called a chromosome, is considered as a possible answer to 
the problem.  
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Results and Discussion 

  Table (1) presents the evaluation results of the models during the test period based on R, RMSE, 
NRMSE, NS and WI criteria. Among the SVR scenarios, the seventh scenario showed the best 
performance with the lowest error and highest correlation, due to the inclusion of HFR1 and HFR2 
variables. The SVR-GA model further improved accuracy, reducing RMSE by 1.44% compared to 
the best SVR scenario. These results are consistent with Sharafi et al. (2024), who applied a 
combined SVR-FOA model for evapotranspiration prediction in Ahvaz with similar 
improvements. In the RF-GA model, the seventh scenario achieved the highest accuracy, with R = 
0.90, RMSE = 1.516 mm/day, NS = 0.796, NRMSE = 0.122, and WI = 0.98. Comparison of RF 
and RF-GA models indicates that genetic algorithm optimization significantly enhances model 
performance. This finding aligns with Monavvar Sabegh et al. (2023), who demonstrated improved 
evapotranspiration estimates at East Azerbaijan stations using a GA-optimized RF model, reporting 
Wilmot indices of 0.982 and 0.992 in different scenarios for Tabriz station. 
 

Table 1 – Performance of the models during the testing period 

Model R 
RMSE 

(mm/day) 
NRMSE NS WI 

SVR-1 0.69 2.537 0.204 0.43 0.74 

SVR-2 0.80 2.044 0.164 0.63 0.89 

SVR-3 0.80 2.077 0.167 0.62 0.89 

SVR-4 0.84 1.932 0.155 0.67 0.92 

SVR-5 0.84 1.837 0.148 0.701 0.93 

SVR-6 0.84 1.841 0.148 0.70 0.93 

SVR-7 0.86 1.820 0.147 0.706 0.93 

SVR-8 0.84 1.835 0.148 0.702 0.93 

SVR-GA-1 0.76 2.199 0.176 0.572 0.92 

SVR-GA-2 0.87 1.670 0.135 0.753 0.97 

SVR-GA-3 0.88 1.610 0.130 0.77 0.98 

SVR-GA-4 0.89 1.533 0.124 0.792 0.98 

SVR-GA-5 0.92 1.301 0.105 0.85 0.99 

SVR-GA-6 0.94 1.151 0.093 0.883 0.99 

SVR-GA-7 0.94 1.168 0.094 0.879 0.99 

SVR-GA-8 0.95 1.017 0.082 0.908 0.99 

RF-1 0.72 2.360 0.190 0.504 0.89 

RF-2 0.84 1.810 0.146 0.71 0.96 

RF-3 0.84 1.821 0.147 0.706 0.96 

RF-4 0.86 1.712 0.138 0.74 0.97 

RF-5 0.88 1.602 0.129 0.773 0.98 

RF-6 0.88 1.627 0.131 0.765 0.97 

RF-7 0.88 1.620 0.130 0.768 0.98 

RF-8 0.89 1.618 0.130 0.768 0.98 

RF-GA-1 0.76 2.178 0.176 0.580 0.92 

RF-GA-2 0.84 1.805 0.146 0.711 0.96 

RF-GA-3 0.86 1.755 0.142 0.727 0.96 

RF-GA-4 0.87 1.672 0.135 0.752 0.97 

RF-GA-5 0.88 1.603 0.129 0.773 0.98 

RF-GA-6 0.89 1.551 0.125 0.787 0.98 

RF-GA-7 0.90 1.516 0.122 0.796 0.98 
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Model R 
RMSE 

(mm/day) 
NRMSE NS WI 

RF-GA-8 0.90 1.539 0.124 0.790 0.98 

Conclusion 
  This study aims to develop an accurate model for predicting actual evapotranspiration. Hybrid models 

can serve as efficient tools for estimating actual evapotranspiration, especially in situations where direct 
measurement using traditional methods is costly or limited.  In this regard, the SVR, SVR-GA, RF, and RF-
GA models were evaluated using available data from two lysimeters in Bushland, Texas, for the years 2011-
2012. The results of the evaluations showed that the models optimized with the genetic algorithm had the 
highest accuracy in predicting actual evapotranspiration and presented the lowest root mean square error 
(1.516 and 1.017). Also, Future studies should utilize advanced validation methods like cross-validation to 
ensure robust model evaluation, especially with small datasets such as lysimeter data. 
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  چكيده
وري محصولات كشاورزي در شرايط  تعرق واقعي در پاسخ به مشكلات مديريت منابع آبي و افزايش بهره-ربيني دقيق تبخيپيش

عنوان محصول اقتصادي با دارا بودن مقاومت نسبي  شود. محصول آفتابگردان بهخشك امري ضروري تلقي مياقليمي خشك و نيمه
كم گزينهبه  مدلآبي،  از  پژوهش،  اين  آبي است. در  محدوديت  با  مناطق  براي كشت در  مناسب  پشتيبان  اي  بردار  هاي رگرسيون 

(SVR)    و جنگل تصادفي(RF)    بهينه شده با الگوريتم ژنتيك(GA)  است. براي  تعرق واقعي استفاده شده-بيني تبخير براي پيش 

استخراج شد. تعداد    ٢٠١١- ٢٠١٢هاي لايسيمترهاي وزني در منطقه بوشلند، تگزاس، ايالات متحده طي سال زراعي  منظور دادهاين  
تايج اين تحقيق  عنوان ورودي مدل انتخاب شدند. ن هايي از پارامترهاي اقليمي مختلف، بهدر قالب هشت سناريو با تركيب  داده  ٢٣٠

داخل و خارج لايسيمتر   هايي بود كه شامل دماي روزانه خاك، بهترين عملكرد مربوط به تركيب وروديSVR-GAمدلنشان داد در  
نيمه  ٦/١در عمق   در عمقمتري، ذخيره نسبي آب در  ذخيره نسبي، دماي خاك  ميانگين روزانه  هوا، شار  شب،  هاي مختلف، دماي 

رديف در  خاك  بينحرارتي  فاصله  و  رط رديفها  بودندها،  باد  سرعت  و  نسبي  خطاطوريبه  ،وبت  مربعات  ميانگين  جذر  مقدار   كه 

(RMSE)   متر بر روز، ضريب همبستگيميلي  ٠١٧/١برابر با (R)   ساتكليف-و ضريب نش  ٩٥/٠معادل (NS)   حاصل    ٩٠٨/٠برابر با
 RMSE دست آمد وز سرعت باد بهج، بهترين نتايج با متغيرهاي ورودي شامل همه موارد فوق بهRF-GA شد. همچنين در مدل

بود. مقايسه نتايج نشان داد كه استفاده از الگوريتم ژنتيك در   ٠/ ٧٩٦برابر با  NS و ٠/ ٩٠معادل  Rمتر در روز، ميلي ٥١٦/١برابر با 
و  SVR-GA هاي هيبريدي، مدلRMSEمعيار   اساس كه برطوريبه، بيني شده است ها باعث افزايش دقت پيشسازي مدلبهينه

RF-GA   هاي هيبريدي  . در نهايت، مدلنددرصدي را تجربه كرد  ٨/٣٥و    ٩١/٥٩  كاهش  ترتيبببه  مستقل خود  هاينسبت به مدل
پرهزينه يا   هاي سنتيگيري مستقيم با روشدر شرايطي كه اندازه تعرق واقعي-عنوان ابزاري كارآمد براي تخمين تبخيرتوانند بهمي

  .استفاده قرار گيرندمحدود است، مورد 
  

 رگرسيون بردار پشتيبان. ،  جنگل تصادفي،  نياز آبي، يادگيري ماشين: هاكليد واژه

  
 مقدمه 

هيدرولوژيكي -تبخير چرخه  اساسي  فرآيندهاي  از  يكي  تعرق 
مي به اين  شمار  دقيق  برآورد  و  بيلان  آيد  ارزيابي  براي  پارامتر، 

هاي آبياري، تعيين نياز آبي گياهان و هيدرولوژيكي، طراحي سيستم
 .(Chiew et al., 1995)  اي داردمديريت منابع آب، اهميت ويژه

آفتابگردان به  ويژگيگياه  نظير دوره رشد كوتاه،  دليل  هاي كليدي 
خشكسالي و تحمل  نياز آبي نسبتاً پايين، توانايي سازگاري در مقابل  

كوتاه تنش آبي  به هاي  زراعي  مدت،  محصولات  از  يكي  عنوان 
نيمه و  خشك  مناطق  در  كشت  براي  شناخته  استراتژيك  خشك 

 ,Lamm et al., 2011; Tolk and Howell)  شودمي

اندازه روش ).2012 براي  متعددي  تبخيرهاي  وجود -گيري  تعرق 
روش   كه  دارد اين  جمله  مياز  اها  به  از  توان  ستفاده 

بوون  ر  Hansen   (2023) و    Dongلايسيمترها نسبت  وش 

بخارمبتني جرم  و  انرژي  تعادل  و    Xiong et al   (2022)بر 
كرد.    اشاره    Choudhury   (1999)هاي تبخيرهمچنين تشتك 

اندازه  براي  ابزار مؤثري  تعرق هستند كه  -گيري تبخيرلايسيمترها 
هاي دقيقي از اين فرآيند ارائه دهند. نتايج داده طور نسبي  توانند بهمي

روش ساير  ارزيابي  و  بهبود  در  لايسيمترها  از  مورد  حاصل  نيز  ها 
دليل نياز  گيرد. با اين حال، استفاده از لايسيمتر بهاستفاده قرار مي 

برخي   در  ابزار  اين  به  دسترسي  محدوديت  و  متخصص  نيروي  به 
 شوده امور تحقيقاتي محدود مي كشورهاي در حال توسعه، عمدتاً ب

(Feng & Tian, 2021)  . هاي در چنين شرايطي، توسعه مدل
بيني دقيق روابط پيچيده ميان پارامترهاي  رياضي كه قادر به پيش 

پيدا مي  اهميت زيادي  و خروجي هستند،  اين مدل ورودي  ها  كند. 
  ي قديمبر  هاي پرهزينه و زمان توانند جايگزيني مؤثر براي روش مي

اي پيدا  تعرق كاربرد گسترده -مربوط به تبخير  هايمطالعه باشند و در  
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 يبر هوش مصنوعهاي مبتنيروش.  (Wu et al., 2019)  اندكرده 
(Artificial Intelligence) مانند استفاده  ي هايبا داشتن قابليت

ها حتي در  از تعداد زيادي متغير در مدل و توانايي شناسايي پارامتر 
هاي سنتي برتري  هاي ناقص، در مقايسه با روش د داده شرايط وجو

ها با  اين روش  .(Hashemian et al., 2019) توجهي دارندقابل 
پيش  در  تبخيرداشتن دقت و سرعت بالاتر  اهميت -بيني  از  تعرق 

 . جنگل تصادفي (Bayat et al., 2009)  باشندويژه برخوردار مي 

 (Random forest)    يادگيري الگوريتم  كه  يك  است  ماشيني 
قوي  به عملكرد  گسترده دليل  طيف  داده در  مجموعه  از  در    ،هااي 

گرفتهتحقيقا قرار  استفاده  مورد  زيادي    ت اس  ت 
 .(Jing et al., 2015 and Da Silva Junior et al., 

2019 .(  
تعرق  -بيني تبخيربه پيش   Wang et al  (2019)اي  در مطالعه      

و مقايسه آن با روش   تصادفي  هاي جنگل مرجع با استفاده از مدل 
ژن  برنامه  در    (gene-expression programming)ريزي 

از اين مطالعه نشان داد كه   غربي چين پرداختند. نتايج حاصلجنوب  
تصادفي جنگل  داشتن   مدل  كاراييبا    ساتكليف نش   ضريب 

 (Nash Sutcliffe coefficient of efficiency)    ٩٨٦/٠بين  
خطا  ،٦٢٦/٠  - مربع  ميانگين   Root mean square)  ريشه 

error(  با    متريلي م  ١٠٧/٠  -٥٦٣/٠  بين خوبي  عملكرد  درصد 
ورودي برنامه تركيب  مدل  با  مقايسه  در  مختلف  ژن هاي  ريزي 

 در تحقيقي عملكرد دو مدل   .Feng et al (2017)است.داشته 
جنگل  جمله  از  ماشين  شبكهيادگيري  رگرسيون  و  هاي  تصادفي 

در    (Generalized regression neural networks)عصبي  
مرجع روزانه را در جنوب غربي چين ارزيابي   تعرق-تخمين تبخير

دو مدل براي   كه عملكرد هر  اين مطالعه نشان داد  نتايج  كردند  
تبخير ام-تخمين  بوده،  مناسب  روزانه  مدل جنگل  تعرق  عملكرد  ا 

) بهتر از  ٠٦١/٠-٠٧٥/٠تر (پايين  RMSEعلت داشتن  تصادفي به 
 Shiriبوده است. در پژوهشي   هاي عصبيروش رگرسيون شبكه 

et al    )2021  (ارز تخم  يابيبه  با  -ريتبخ  ني دقت  مرجع  تعرق 
مرطوب كشور با استفاده   ستگاهيا  در سه يمياقل يهااستفاده از داده 

  ن يا  جينتا.  پرداختند  يتجرب  يهامدل  ريو سا  ياز مدل جنگل تصادف
 يتجرب  يهانسبت به مدل  ينشان داد كه مدل جنگل تصادف  قيتحق

هوا    يمانند دما  ييهاريتغم   يكه دارا  نشدهي و واسنج  شدهيواسنج
خطا برابر    قدر مطلق   نيانگيبا داشتن م  باشدي م  يديو تابش خورش

پراكندگي  ميلي  ٤/٠ شاخص  داشتن  و  روز  بر  دقت    ٠٠٨/٠متر 
رگرسيون  بيش است.  داده  ارائه  تخمين  در  را  پشتيبان   بردار تري 

(Support vector regression)   سال به   هاي در  عنوان  اخير 
در پيش  تبخيريك رويكرد قوي و دقيق  تعرق شناخته شده  -بيني 

در تحقيقي به ارزيابي قدرت چند   Mokari et al (2022)است. .
افراطي   ماشين  يادگيري  جمله  از   Extreme learning)مدل 

machine) برنامه   (Genetic programming)ژنتيك   ريزي، 
تعرق پرداختند. براي انجام اين  -بيني تبخيربراي پيش (SVR) و 

) در منطقه  ١٣٨٧-١٣٩٧هاي هواشناسي بازه ده ساله (تحقيق از داده 

بردار  نيوم رگرسيون  مدل  كه  داد  نشان  نتايج  شد.  استفاده  كزيكو 
آن   در  كه  آزمون  مرحله  در  پايداري  بالاترين  داشتن  با  پشتيبان 

درصد داشت عملكرد بهتري نسبت به ١٠ميزان كمتر از  كاهشي به 
مدل  داد.  ساير  نشان  در    Citakoglu  (2023)و     Zouzouها 

هاي يادگيري  استفاده از مدل تعرق با  -بيني تبخيراي به پيش مطالعه 
و رگرسيون  تصادفيپشتيبان، جنگل بردار  ماشين ازجمله رگرسيون  

گاوسي   تركيه    (Gaussian process regression)فرايند  در 
موجب    SVRپرداختند نتايج حاصل از اين مطالعه نشان داد كه مدل  
هاي يادگيري  كاهش ريشه ميانگين مربعات خطا نسبت به ساير مدل 

هاي در پژوهشي روش   Singh  (2022)و    Kumarماشين گرديد.  
هيدرولوژيكي را در    هايفرآيندسازي سري زماني  محور در مدلداده 

هند مقايسه كردند. نتايج اين تحقيق نشان   Ranichauriمنطقه  
  ٥٤٢/٠-٦٨٩/٠بين مقادير    RMSEبا داشتن    SVRداد كه مدل  

قبولي نسبت    ، دقت قابل ٠/ ٩٥٣-٩٧٤/٠بين مقادير    NSEو ضريب  
هاي هيبريدي موجب  ستفاده از مدلها داشته است. ابه ساير مدل 

هاي  هاي رياضي در مقايسه با مدل افزايش دقت و سرعت در مدل 
مورد و  است  شده  گرفته    منفرد  قرار  زيادي  محققان  توجه 

در   .);Saravi et al., 2022  Talukdar et al., 2022(  است
پيش Khosravi et al.   (2019)  تحقيقي تبخيربه  تعرق -بيني 

-Adaptive neuro) هايمرجع در موصل عراق با استفاده از مدل 

fuzzy inference system)  و مدل هيبريدي   ANFIS-GA  
-ANFIS مدل هيبريديكه  نشان داد  اين مطالعه نتايج . پرداختند

GA   مقادير داشتن  )  =٨١/٣٢RMSE  mm  و =R² ٩٧/٠(  با 
تعرق نسبت -بيني تبخيرايستگاه بغداد در پيش   هترين عملكرد را در ب

مدل  ساير  داشتهبه  تحقيقي  .است  ها  و   Sharafi  در 
Samadianfard  )2024  ( پيش تبخيربه  در  -بيني  روزانه  تعرق 

مدل  چهار از  استفاده  با  ساحلي  هيبريديهاايستگاه  -SVR) ي 

FFA) و مدل يادگيري SVR  نتايج اين تحقيق نشان  .  پرداختند
متر ميلي   ١٣/١خطاي   داشتن با SVR-FFA داد كه مدل هيبريدي

ز  متر بر روز، اميلي   ٢٥/١با خطاي    SVRبر روز در مقايسه با مدل  
 Monavar  در تحقيقي  .بوده است عملكرد و دقت بالايي برخوردار  

Sabegh et al. )2023 (  به ارزيابي عملكرد مدل جنگل تصادفي
ژنتيك  الگوريتم  با  تصادفي  جنگل  شده  بهينه  مدل    و 

 (Genetic algorithm) معاد   ي برا  يتجرب  هايله دركنار 
-٢٠٠٠  طي دوره   يشرق  جانيآذربا  استان ر  دتعرق  -ريتبخ  ينيبش يپ

اكثر  حداقل و حد   هاي حداقل و حداكثر دما،با استفاده از پارامتر   ٢٠٢٠
پرداختند باد  سرعت  و  آفتابي  ساعات  نسبي،  اين  نتايج  .  رطوبت 

بهينه شده با كاهش شاخص    كه الگوريتم ژنتيك  نشان دادبررسي  
  عملكرد مناسبي داشت. پراكندگي 

  ي ريادگي  هايمدل   عملكرد  سهيمقا  و   يابيارز  با  قيتحق  نيا
تصادف SVR بانيپشت  بردار  ونيرگرس  نيماش جنگل    RFيو 

ژنتيك  بهينه الگوريتم  با  پ  (GA)شده  تعرق -ريتبخ  ينيبش ي به 
بوشلند  واقع در  لايسيمتري  اطلاعات  از  استفاده  با  آفتابگردان  ي 

 كيژنت  تميالگور  ق يطر  از  ها مدل   ن يا  يسازنه يبه  .  پردازدي م  تگزاس
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پ  شودي انجام م حداكثر خطا   افتهي  شيافزا  ينيبش ي تا دقت    ي هاو 
است    يپژوهش ارائه مدل  ن يبه حداقل برسد. هدف از ا  يمحاسبات

 يتعرق واقع-ريتبخ  ينيبش ي در پ  ييو كارا  نانياطم  تيكه از نظر قابل
قابل ا  يتوجه  عملكرد  باشد.  بهره  نيداشته  با   كياز    يريگمدل 

ه م  يديبريروش  پتا    كنديتلاش  به   ينيبشيدقت  نسبت  را 
ي  اعتماد  و قابل  ق يدق  يها ن يدهد و تخم  ش يمنفرد افزا  يهامدل

  ن يشيپ  هايه جامع مطالع  يارائه دهد. بررس  يتعرق واقع-رياز تبخ  را
 يديبريه  يهامدل   نهيدر زم  ي محدود  هايق يكه تحق  دهدينشان م

  اغلبحال،  . بااين است  شده  انجام تعرق مرجع  -بيني تبخيربراي پيش 
  اند و متمركز بوده  تعرق مرجع-بيني تبخيرتحقيقات پيشين بر پيش 

واقعي-تبخير است.  )aET (تعرق  گرفته  قرار  توجه  مورد  كمتر 
به  داده همچنين،  به  دسترسي  محدوديت  دقيق    هايدليل 

تاكنون محدود    aEt  سازيها در مدل ، استفاده از اين داده يلايسيمتر
  عملكرد   و   دقت  ،يديبريه  مدل   كي   ارائهبا    حاضر   قيتحق  بوده است.

نطقه  م .بخشديم  بهبود منفرد  يهامدل  ريسا به  نسبت را ينيبش يپ
متحده    تگزاس،،  بوشلند به  ايالات  دسترسي  و  خشك  اقليم  با 

مدلداده  دقت  ارتقاي  هدف  با  لايسيمتري،  دقيق  و هاي  سازي 
قطعيت عدم  به كاهش  مطالعه   منطقهعنوان  ها  شد.   مورد    انتخاب 

نقش    ،يآببه كم   يمقاومت نسببا  محصول    كيعنوان  آفتابگردان به 
  ي نيبش يپ و  كندي م  فايمناطق خشك ا  يدر كشاورز قابل توجهي را

واقع-ريتبخ  قيدق ا  يتعرق  و   ياريآب  نهيبه  تيريبه مد  اهيگ  نيدر 
م  يوربهره  شيافزا  يمتريسيلا  يهاداده همچنين،    .كندي كمك 
 يبرا  يمعتبر  ي، مبناتعرق-تبخير  يريگدقت بالا در اندازه   ليدلبه

  SVR  هايمدلاز سوي ديگر،  هستند.    ينيبش يپ  يهاتوسعه مدل 
توانايي در شناسايي روابط غيرخطي، عملكرد مؤثر  واسطه  به RF و 

هاي پيچيده و قابليت تلفيق با الگوريتم ژنتيك، براي  در تحليل داده 
  عملكرد   بهبود  برعلاوه   قيتحق   ن يا  ج ينتا  .اين پژوهش انتخاب شدند

  به   كمك  موجبواقعي  تعرق  -ريتبخ  ينيبش يپ  در  دقت  و 
  فشار   كاهش  ،يكشاورز  داريپا  توسعه   و   آب  مصرف  در  ييجوصرفه 

  و   خشك  مناطق  در  محصول  نيا  يوربهره   شيافزا  و   يآب  منابع  بر
  .شودي م خشكمهين

  
 هاروش و  مواد

  مطالعه مورد منطقه 
ي وزن  ساله لايسيمتراطلاعات يك   شامل   مجموعه   ني اهاي  داده 

 USDA-ARSد يحفاظت و تول  شگاهيدر آزماآفتابگردان    ي گياهبرا

(Conservation and Production Laboratory)  واحد  ،
 Soil and Water) خاكو    آب  تيريمد  قاتيتحق

Management Research Unit)  ند، تگزاس (عرض  لدر بوش
  متر   ١١٧٠ ارتفاع ،-٠٩٤/١٠٢  يياجغرافي  طول  ،١٨٦/٣٥  ييايجغراف

  باشد مي  ٢٠١١- ٢٠١٢  زراعي  سال   در )  ايسطح در  ميانگين   از   تربالا
)Evett et al., 2000.(    در مطالعه  منطقه مورد  مكاني  موقعيت 

 ) آورده شده است. گياه١شكل    لايسيمتر دو    يرو آفتابگردان بر    ) 
  شكل ي مربع  زمين   كي  اطرافدر    يكهر  ، توزين زيادبزرگ و با دقت  
مساحت   شد  ٤٤/٤به  كشت  استهكتار  پارامترهاي    .ه 

ميانگين  ،  )2U(  متري   دو شده شامل سرعت باد در ارتفاع  گيرياندازه 
ارتفاعروزانه   همان  در  هوا  نسبي (T)  دماي  رطوبت   ،  (RH) ،  

عمق    روزانه  دماي ميانگين   در  لايسيمتر   ٦/١خاك  داخل    متري 
)1.6(CST  ،  متري خارج    ٦/١خاك در عمق    روزانه   دماي ميانگين

يك  خاك در عمق    روزانه  دمايميانگين    ،FST)1.6(  از لايسيمتر
لايسيمتر داخل  در    روزانه  دماي ميانگين  ،  CST)1(  متري  خاك 

شار حرارتي  مجموع    ،FST)1(  لايسيمتر  متري خارج از  يكعمق  
شار حرارتي  مجموع  ،  HFIR)1(  هافاصله بين رديف اولين  خاك در  
حرارتي  شار   ، مجموع HFIR)2(  هابين رديف   دومين فاصله خاك در  
شار حرارتي  ،  HFR)1(  اولين رديف از لبه جنوبي لايسيمتر  خاك در 

 تعرق-تبخير ،HFR)2(لايسيمتر  جنوبي  از لبه  خاك در رديف دوم
لايسيمتر   نگين روزانه ذخيره نسبي آب درميا ،a(ET( روزانه واقعي

)ave(RWS   متر در حسب ميليربلايسيمتر  ذخيره نسبي آب در    و
است. مشخصات كامل اين پارامترها در جدول   M(RWS (شبنيمه

) آناليز حساسيت پارامترهاي  ٢همچنين شكل (   .ارائه شده است)  ١(
ورودي بر پارامتر هدف را با استفاده ضريب همبستگي پيرسون نشان 

ميمي نشان  حساسيت  آناليز  نتايج  مقايسه  كه  دهد.    ن ي انگيمدهد 
ضريب همبستگي   با داشتن  ي متر  ٦/١روزانه خاك در عمق    ي دما
ترين كم   -٣٢/٠و پارامتر سرعت باد با مقدار    ريتأثترين  بيش   ٧/٠
 اند.را بر روي پارامتر هدف داشته  ريتأث

پارامتر   زراعي  تمامي  در طول يك سال  روزانه  در مقياس  ها 
 ,.and Evett et al., 2022  Evett et alشدند (  يريگاندازه 

هاي پرت و ، نظير حذف داده پردازشهاي ). همچنين، روش 2018
ها براي كاهش خطاهاي محاسباتي  آوري داده پس از جمع ناقص،  

 Marek et al(  كار گرفته شدتعرق لايسيمتر به-مرتبط با تبخير

ا2014 در  دو  دستبه   يپارامترها  ق،يتحق  ني).  از   لايسيمترآمده 
) Southeastو جنوب شرق (  (Northeast)واقع در شمال شرق  

 عنوان وروديبه  (Potter County) شهر پاتر  ي كشاورز  يدر اراض
ورد استفاده قرار  م  SVR-GAو     SVR،RF  ،RF-GA  ي هامدل

  .شود ينيبش يروزانه پ يواقعتعرق -تبخير ريمقادگرفتند تا 
  



127 

  11٩-142. ص 14٠٥سال  2شماره  4٩دوره                                                                             علوم و مهندسي آبياري  

 

 
 

Fig. 1 – Location of the Study Area in Bushland, Texas  
 طقه مورد مطالعه در بوشلند، تگزاسمن تيموقع -١شكل 

 

مورد استفاده يمشخصات پارامترها -١جدول 
 Table 1 - Specifications of Parameters Used 

Parameter 
Name 

Description 

CST1.6 
Daily average soil temperature at 1.6 m depth inside the lysimeter, 

measured about 1 meter from the lysimeter wall using a thermocouple. 

FST1.6 
Daily average soil temperature at 1.6 m depth outside the lysimeter, 

measured about 1 meter from the lysimeter chamber wall using a thermocouple. 

CST1 
Daily average soil temperature at 1 m depth inside the lysimeter, measured 

about 1 meter from the lysimeter wall using a thermocouple. 

FST1 
Daily average soil temperature at 1 m depth outside the lysimeter, 

measured about 1 meter from the lysimeter chamber wall using a thermocouple. 
T Daily average air temperature measured at 2 meters above the soil surface. 

ETa 
Daily actual evapotranspiration calculated based on lysimeter mass 

change, precipitation, irrigation, and other factors. 

RH 
Daily average relative humidity (%) measured by a Vaisala sensor at 2 

meters above the soil surface inside the lysimeter. 

HFIR2 
Daily total soil heat flux (MJ/m²) measured at 50 mm depth in the second 

inter-row spacing inside the lysimeter using a heat flux plate, corrected 
thermometrically to the surface. 

HFR1 
Daily total soil heat flux (MJ/m²) measured at 50 mm depth in the first row 

from the southern edge of the lysimeter using a heat flux plate, corrected 
thermometrically to the surface. 

HFR2 
Daily total soil heat flux (MJ/m²) measured at 50 mm depth in the second 

row from the southern edge of the lysimeter using a heat flux plate, corrected 
thermometrically to the surface. 

HFIR1 
Daily total soil heat flux (MJ/m²) measured at 50 mm depth in the first 

inter-row spacing inside the lysimeter using a heat flux plate, corrected 
thermometrically to the surface. 

RWSave 
Daily average relative water storage (mm) in the lysimeter based on 

calibration of lysimeter scale at water depth, related to an initial arbitrary storage 
value at water depth. 

RWSM 
Relative water storage (mm) in the lysimeter at midnight based on 

calibration of lysimeter scale at water depth, related to an initial arbitrary storage 
value at water depth. 

U2 
Daily average wind speed measured by an anemometer at 2 meters above 

the soil surface inside the lysimeter. 
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Fig. 2 – Bar chart of correlation coefficient of input parameters 
 يورود يپارامترها يهمبستگ بيضر يالهينمودار م -٢ شكل

  
  (RF)مدل جنگل تصادفي 

تصادفي  مدل توسط  (RF)  جنگل  بار   نخستين 

 (2001) Breiman   بر عنوان يك روش يادگيري ماشين مبتنيبه
شناخته تصميم  بد.  ش   درخت  الگوريتم  داشتن  اين    هاي قابليتا 

توجه  هاي اخير مورد  در سال   بندي و رگرسيون،از جمله طبقه مختلف  
شده واقع  ابتدااست.    محققان  مدل  اين  ورودي ويژگي  در  هاي 

ها  شوند، سپس داده منتخب استخراج و پارامترهاي مدل تنظيم مي 
نگل  مدل جتوسط  هاي آموزش و آزمون تقسيم شده و  به مجموعه 

هاي واقعي  خروجي مدل با داده درآخر    .شودتصادفي آموزش داده مي 
استفاده از شاخص  با  ارزيابي ميمقايسه شده و    گردد هاي عملكرد 

هاي تصميم بر اي از درخت جنگل تصادفي، مجموعه ). در  ٣(شكل  
شوند. يكي هاي آموزشي ساخته ميهاي مختلف داده اساس بخش 

الگوريتم، توانايي آن در ارزيابي    رد اينهاي منحصر به فاز ويژگي
همچنين در    هاي ورودي است.متغير هر يك از    بينيپيش اهميت  

مدل   مي  ييمتغيرها  از مجموعه اين  مي استفاده  كه  به شود  توانند 
پيش  كنندبينيبهبود دقت  در    (Tyralis et al., 2019).  كمك 

روش، به   اين  درخت  اساسهر  بر  مستقل  از  زيرمجموعه   طور  اي 
مي   ،هاداده  بآموزش  و  مدليندبيند  براي  ترتيب  مختلفي  هاي 

ميپيش  ايجاد  درختبيني  تنوع  طريق  شود.  از   توليدها 
يابد كه اين  هاي آموزشي كاهش ميهاي مختلف از داده زيرمجموعه 

به كاهش    روششود. اين  شناخته مي   بنديطبقه  فرايند تحت عنوان
علاوه، در اين  كند. به كمك ميمدل  زايش دقت  پراكندگي مدل و اف

كار  ها به بار در مدل ها بيش از يك فرايند ممكن است برخي از داده 
شود. اين  پايداري مدل مي   گرفته شوند كه در نهايت موجب افزايش 

ها  مدل در برابر تغييرات كوچك در داده كه  شود  ويژگي باعث مي
در    .ر قابل توجهي افزايش يابدطوبيني بهتر باشد و دقت پيش مقاوم

بر  گيري مبتنيبا استفاده از يك روش تصميم   اين الگوريتم نهايت،  

پيش رأي كلاسه گيري،  انتخاب  طريق  از  را  نهايي  كه  بيني  اي 
 .دهدترين تعداد رأي را كسب كرده است، انجام مي بيش

  

 (SVR) رگرسيون بردار پشتيبان
پشتيبان   بردار  مبتنيرگرسيون  روش  بردار  يك  ماشين  بر 

بندي  در دسته است كه     (Support vector machine)  پشتيبان
تحليل رگرسيون  و  دارد.    يمسائل  براساس  كاربرد  روش  اين 

طور به  هاي مطلوب عمل كرده و دوگانه در فضاي ويژگيبندي  طبقه
پيش   گسترده مسائل  قرابيني  در  استفاده  مي مورد   گيردر 

 (Yoon et al. 2011; Jha & Hayashi 2014)  . SVR   از
اي تحمل خطا  بر (insensitive loss function) تلفاتيك تابع  
داده  آموزشدر  مي   يهاي  به.  كنداستفاده  تابع  اجازه   SVR   اين 

مشخص مي محدوده  يك  در  را  خطاها  تا  بگيرد،   دهد    و ناديده 
در فرآيند يادگيري در  ،  روندخطاهايي كه از اين محدوده فراتر مي 

نشان صورت زير  به را  SVR  تابع)  ١(   معادله  .شوندمي نظر گرفته
 دهد.مي

 
)١(                                               𝐹(𝑥) = W்𝑋 + 𝑏 
 

وزن  Wكه،   مقدار    𝑏  ترانهاده،  Tه،  ابرصفحبر    عمود  بردار 
 است. خروجي  بردار 𝐹(𝑥) و  بردار ورودي 𝑋 ، باياس

  𝐶 > صورت دقيق  يك هايپرپارامتر تنظيم است كه بايد به 0
به  بهانتخاب شود،  پارامتر  اين  ارزيابي  علاوه  براي  عنوان شاخصي 

فاصله ميان مقادير واقعي و   𝐶شود. خطاي آزمون درنظر گرفته مي 
محدوده مقادي در  متناظر  𝜀ر  − 𝑇𝑢𝑏𝑒   مي تعريف  بارا  كه     كند 

ξ୧
 SVR سازي دربراي حل مسائل بهينهشود.  مشخص مي  ξ௝ و ∗

متغيرهاي   مي از  استفاده  انعطاف لاگرانژي  امكان  كه  پذيري شود 
كند. در معادله  فراهم ميسازي  در حين حل مسئله بهينه مرزها را  
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بردار ورودي و     𝑥௜است كه در آن  ) قيود اين تابع تعريف شده  ٢(
𝑦௜   دهد.بردار خروجي را نشان مي 
  

)٣(  

⎩
⎨

⎧
𝐹(𝑥) − 𝑦௜ ≤  𝜀 + 𝜉௜

∗

y୧ − F(x) ≤  ε + ξ୧

i = 1, 2, 3, … , N
ξ୧

∗, ξ௝ ≥ 0

 

 
) تابع زير بر ٢تحت قيود معادله ()  ١(  معادلهسازي  براي كمينه

مطالعه  و  Gun   )1998هاي  اساس   (Cimen   )2008  استخراج  (
  شده است. 

  

)٣(                  𝐹(𝑥) = ∑ (𝑎௜
∗ே

௜ୀଵ − 𝑎௜)𝐾(𝑥, 𝑥௜) + 𝑏   
  

,𝐾(𝑥 )،٣( در معادله 𝑥௜)  ت،  عنوان تابع كرنل تعريف شده اسبه
 𝑎௜ , 𝑎௜

∗ ≥ بيانگر جمله    b  دهند و مي ضرايب لاگرانژي را نشان   0

است براي حل مسائل     SVRتابع كرنل در  طور كلي  به   .باياس 
ميبهينه قرار  استفاده  مورد   Smola and)گيردسازي 

Schölkopf, 2004.( .  
  

𝐾(𝑥, 𝑥௜) = 𝑒𝑥𝑝(𝛾 ‖𝑥 −𝑥௜‖
ଶ)   )٤(                                 

  
γ    اين است  به   معادله در  كرنل  تابع  عرض  نقش  معناي  كه 

كرنل تابع  رفتار  تنظيم  در  ( .  دارد  كليدي  مدل  ٤شكل  فلوچارت   (
فرآيند اجراي مدل  دهد. در اين رگرسيون بردار پشتيبان را  ارائه مي 

پيش  داده با  مي پردازش  آغاز  ويژگيها  تا  بهشود  مناسبي  ها  شكل 
هاي  براي تحليل آماده شوند. سپس، تابع كرنل متناسب با ويژگي

. پس از آن، مدل با  شود  بهينهها  ويژگي  شود تا فضا انتخاب مي داده  
هاي آموزشي اعتبارسنجي شده و عملكرد آن ارزيابي  استفاده از داده 

سازي دقت مدل  با هدف بهينه پارامترهاهايپرگردد. در نهايت،  مي
 .شودتنظيم شده و فرايند آموزش تكميل مي 

  

 
Fig. 3 – Flowchart of the Random Forest (Achite, et al., 2023) 

  )Achite, et al., 2023تصادفي( چارت جنگلفلو -٣ شكل
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Fig. 4 – Flowchart of Support Vector Regression (Achite, et al., 2024) 

)Achite, et al., 2024فلوچارت رگرسيون بردار پشتيبان ( -٤ شكل

  
  (GA) الگوريتم ژنتيك

الگوريتم  اوليه  بار   مفهوم  نخستين  براي    توسطژنتيك 
Holland   (1992)  شد اين  معرفي    روش  يك  الگوريتم . 

كه از اصول انتخاب طبيعي و نظريه ژنتيك الهام  است    سازيبهينه
نام كروموزوم،  در اين روش، هر عضو يك جمعيت به ست.  ا  گرفته

شودبه مي  گرفته  نظر  در  مسئله  به  احتمالي  پاسخ  يك   .عنوان 
تص  توليد  با  الگوريتم  اين  در  شروع   ادفي  جستجو  اوليه  جمعيت 

  هاي انتخاب، عملگرهاي بعدي اين جمعيت توسط  شود و نسل مي
در ادامه، به تشريح مراحل اصلي  . يابندو جهش گسترش مي تقاطع

    ت.شده اسالگوريتم ژنتيك پرداخته 
تصادفي يك جمعيت   توليدالگوريتم با   :توليد جمعيت اوليه  -١

حل بالقوه  . هر كروموزوم يك راه شودها شروع مياوليه از كروموزوم 
 .سازي استبراي مسئله بهينه 

هايي  براساس اصل بقا، كروموزوم (Selection): ابانتخ  -٢
براي    ايينه هاي بههستند (راه حل   تريشايستگي بيش كه داراي  

 .شوندمسئله ارائه مي دهند) براي توليد نسل بعدي انتخاب مي 

كروموزوم  (Crossover): تقاطع  -٣ مرحله،  اين  هاي در 
هاي جديدي ايجاد  شوند تا كروموزومانتخاب شده باهم تركيب مي 

 شوند.

برخي  (Mutation): جهش  -٤ مرحله،  اين  ژندر  هاي  از 
شود اين عمل باعث مي ، كنندميطور تصادفي تغيير ها به كروموزوم

بهينه  در  افتادن  گير  از  الگوريتم  و  كه  كند  جلوگيري  محلي  هاي 
 . دي باشدهاي جديحل دنبال راه به

دوباره ارزيابي مي شود تا مشخص    ،نسل جديد جمعيت   :ارزيابي  -٥
كه  ها برازش بهتري دارند. اين روند تا زمانيشود كه كدام كروموزوم 

بهين حل  راه  همگرا  ه  يك  معيار  شودو  پيدا  مسئله  تكرار  ،  براي 
   .شودمي

فلوچارت    ،)٥(  شكل  تر ارائه شد،بر اساس توضيحاتي كه پيش 
  الگوريتم   در اين فلوچارت، فرآينددهد.  الگوريتم ژنتيك را نمايش مي 

سپس، هر عضو جمعيت بر  شده و  آغاز   با ايجاد جمعيت اوليه  ژنتيك
مسئله   معيارهاي  مي اساس  قرار  ارزيابي  كمورد  تا  آن    اراييگيرد 

انتخاب   مشخص  فرآيند  بعد،  مرحله  انجام  Selection(  شود. در   (
شود تا بهترين اعضا براي توليد نسل بعدي برگزيده شوند. پس  مي

ت عمليات  آن،  ويژگيبه   )Crossover(قاطع از  تركيب  هاي منظور 
اجرا مي  جديد  فرزندان  توليد  و  منتخب  عمل    .گرددافراد  ادامه،  در 

از    براي (Mutation) جهش جلوگيري  و  ژنتيكي  تنوع  افزايش 
شود تا نسل  شود. اين چرخه تكرار مي همگرايي زودهنگام اعمال مي 

 . نهايي تشكيل شده و الگوريتم به مرحله خاتمه برسد

  
  
  
  

Start

Processing

Selection kernel function

Model validation

Selecting predefined parameters

end
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Fig. 5 – Flowchart of the Genetic Algorithm (Achite, et al., 2023) 

 (Achite, et al., 2023)ژنتيك  فلوچارت الگوريتم -٥شكل
  

  هاتوسعه مدل
مدل    نيا  در دو  از  جنگل    نيماش  يريادگيپژوهش،  شامل 
رگرس  يتصادف پشت  ونيو  تعرق -ريتبخ  ينيبشيپ  يبرا   بانيبردار 

دقت ممكن،    نيبه بالاتر  ياب ياستفاده شده است. به منظور دست  يواقع
الگور از  استفاده  با  مدل  دو  اند. شده   يسازنهيبه  كيژنت   تميهر 

مختلف    يهاب ياز ترك  هياول  تيجمع  كي  جاديا  با  كيژنت  تميالگور
م  پرپارامترهايها اعمال عملگرها  شودي آغاز  با  انتخاب،    ي و سپس 

. در  كندي م ييرا شناسا  نهي به  يهابيترك  جيتقاطع و جهش، به تدر
تصادف جنگل  مدل  تعداد    يمهم  يپرپارامترهايها  ،يمورد  مانند 

  ي ابر  ازيمورد ن  يهادرختان، حداكثر عمق درختان و حداقل نمونه
 زين  SVRمدل   ياند. براقرار گرفته  ي سازنهيها مورد بهگره  ميتقس

ضر  يديكل  يپارامترها و   م،يتنظ  بيشامل  هسته  تابع  نوع 
  ي سازنهيبه  ندياند. فرآشده   ميمربوط به آن با دقت تنظ  يپارامترها
 برازش،ش ي از ب  يريشده است كه همزمان با جلوگ  يطراح  يابه گونه

پ  نيالاترب تضم  ينيبشيدقت  ا  كيژنت  تميالگور  كند.  نيرا    ن يدر 
نسل اجرا شده    ١٠٠  يكروموزوم و ط  ٥٠  هياول  تيپژوهش با جمع

مع خطا   يابيارز  ارياست.  كروموزوم،  م  يهر    ي رو   ن يانگيمربعات 
احتمال    ياعتبارسنج  يهاداده  با  تقاطع  عملگر  است.  بوده  متقابل 

  ر اند تا تنوع لازم داعمال شده   ١/٠و عملگر جهش با احتمال    ٨/٠
تكم  تيجمع از  پس  شود.    ن يبهتر  ،يسازنهيبه  نديفرآ  ل يحفظ 
شده   ي برا  پرپارامتريها  يهابيترك انتخاب  مدل  اين    اند.هر  در 

تنظيم شدند. براي   ها با دقت انتخاب و پارامترهاي مدل هايپرتحقيق،  
درختان تعداد  تصادفي،  جنگل  منظور  به (n_estimators) مدل 

عمق   حداكثر  محاسباتي،  پيچيدگي  و  دقت  بين  تعادل 

بيش   (max_depth)درخت از  جلوگيري  حداقل  براي  برازش، 
نياز براي تقسيم گرهنمونه  (min_samples_split) هاي مورد 

درخت   منظوربه رشد  ويژگيكنترل  تعداد  و  گرفته  ها،  در نظر  هاي 
تقسيم   در هر  بين    (max_features)شده  در  تنوع  ايجاد  براي 

پارامتر  درخت  پشتيبان،  بردار  ماشين  مدل  در  گرديدند.  تنظيم  ها 
براي ايجاد تعادل بين دقت مدل و سادگي آن، نوع تابع   (C) تنظيم
روابط براي مدل  (kernel) هسته غيرخطي، ضريب هسته   سازي 

(gamma)    مقدار و  آموزشي،  نمونه  هر  تأثير  ميزان  تعيين  براي 
پيش   (epsilon)اپسيلون   در  خطا  تحمل  حد  تعيين  ها بينيبراي 

اوليهبهينه جمعيت  اندازه  نيز  ژنتيك  الگوريتم  در  شدند.   سازي 
(population_size) نسل تعداد  احتمال  (generations)ها  ،   ،

تق عملگر  احتمال     (crossover_probability)   اطعوقوع  و 
جهش ايجاد  به  (mutation_probability) وقوع  براي  ترتيب 

ها، تعيين مدت زمان اجراي الگوريتم، تركيب مناسب  تنوع در جواب 
مقادير  جواب  گرديدند.  تنظيم  زودرس  همگرايي  از  جلوگيري  و  ها 

آزمايش  اساس  بر  پارامترها  اين  رنهايي  و  متعدد  هاي  وش هاي 
سازي استاندارد تعيين شدند تا بهترين عملكرد ممكن حاصل  بهينه
م  جينتا  .شود ا  دهدينشان  بهبود   يديبريروش ه  نيكه  به  منجر 

بهدر عملكرد مدل   يقابل توجه است،    ي هاكه مدل يطورها شده 
بالاترتوانسته  شدهنهيبه دقت  با  را   يواقع  تعرق-ريتبخ  ي اند 
ا  ينيبش يپ مع  نيكنند.  در  تنها  نه  عملكرد    ي ابيارز  ي ارهايبهبود 

توانا  ،يعدد در  برا  ييبلكه  داده   ميتعم  يمدل   زين  ديجد  يهابه 
است. بوده  انتخاب  مشهود  نهايي  از  مقادير  يك  هر  براي  شده 

  . ارائه شده است  )٢(در جدول  SVR و  GA پارامترهاي

Start 

Creating the initial population

Population assessment

 Selection

Crossover

Mutation

final generation

End
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تر  تعرق واقعي، سيزده پارام-در اين تحقيق، براي برآورد تبخير
،  FST  ،1.6FST  ،M RWS،ave RWS  ،1CST 1مختلف كه شامل  

1.6CST،T   ،2HFIR،1 HFIR ،RH   ،1HFR  ،2 HFR  ،2U   در
عنوان ورودي مدل درنظر گرفته شد (جدول به قالب هشت سناريو، 

). ترتيب سناريوها براساس ضريب همبستگي پيرسون تنظيم شده  ٣
به  بيش طورياست،  اول  سناريوي  و سناريوي  ترين  كه  همبستگي 
  تعرق واقعي) دارد.  -ترين همبستگي را با پارامتر هدف (تبخيرآخر كم 

  SVR-GAو     SVR،RF ،RF-GAهاي  عملكرد الگوريتم 
نرم با  شد.  ارزيابي  سناريوها  اين   Rapid Minerافزار  برروي 

Studio  ،براي مرحله آموزش و  درصد  داده  ٦٧ آماري     ٣٣هاي 
هاي ها درنظر گرفته شد. دقت مدلون مدلدرصد براي مرحله آزم

شاخص  براساس  مرحله،  دو  اين  در  استفاده  كه  مورد  آماري  هاي 
همبستگيشامل   مقادير كه    ،(R)ضريب  بين  همبستگي  ميزان 

اي بين در بازه  R مقدار،  دهدرا نشان مي  مشاهداتيشده و  بينيپيش 
دهنده نشان   يككه مقدار نزديك به  طوريبه،  كندتغيير مي   ١تا    -١

قوي خطي  به،  همبستگي  نزديك  رابطه  دهنده  نشان  -١  مقدار 
هاست. دهنده نبود رابطه خطي ميان داده و مقدار صفر نشانمعكوس  

استفاده از اين شاخص براي سنجش توانايي مدل در پيروي از روند 
داده  مشاهداتيكلي  است  (واقعي)   هاي  ميانگين    ريشه  .ضروري 

بيني مدل در پيش ي كه بيانگر ميزان خطا (RMSE) مربعات خطا 

گيري ميزان اختلاف هاي متداول براي اندازه يكي از شاخص ،  است
مقادير   شدهپيش بين  به    بيني  شاخص  اين  است.  واقعي  مقادير  و 

بزرگ نشان  خطاهاي  آن  كمتر  مقدار  و  بوده  دقت  حساس  دهنده 
كه    در اينجا واحد متغير مورد نظردر    RMSE   .بالاتر مدل است

تبخير ميلي-همان  برحسب  است،  واقعي  روز  تعرق  بر  بيان  متر 
  سازي شبيه توانايي مدل در    (NS)  ساتكليف- ضريب نش.  شودمي

بين منفي  آن مقدار،  كندشده را ارزيابي ميتغييرات مقادير مشاهده 
ق كامل  دهنده انطبانشان  NS=١. مقداراستتغيير  م  يكنهايت تا  بي

داده  با  درحاليمدل  است،  مشاهداتي  صفر  هاي  از  كمتر  مقدار  كه 
مدل كه  است  آن  داده   بيانگر  ميانگين  ضعيف از  عملكرد  تري ها 

پيش   است.داشته  در  مدل  دقت  ميزان  بيانگر  شاخص  بيني  اين 
داده  زماني  است نوسانات  واقعي   مقدار ،(NRMSE)  .هاي 

RMSE     ميانگين به  نسبت  تنظيم ميداده را  واقعي  تا  هاي  كند 
. مقدار آن بين صفر و يك بين سناريوها فراهم شود يبهتر مقايسه

تر باشد، دقت مدل بالاتر  باشد. هرچه اين مقدار به صفر نزديك مي
عنوان يك  به   (Willmott Index)  شاخص توافق ويلموتاست.  

را با    هداتيمشاها به مقادير  بينيمعيار تركيبي، ميزان نزديكي پيش 
پراكندگي آن  اندازه درنظر گرفتن  مقدار آن بين    ،نمايدگيري مي ها 

هباشدمي   يكتا    صفر به  ر.  مقدار  اين  باشد،  نزديك   يكچه  تر 
    .است  عملكرد مدل بهتر بوده

 

 هاي مورد مطالعهاي مدلمقادير هايپر پارامترهاي مورد استفاده بر -٢جدول 
Table 2 – Input variables used in each scenario  

Model Hyperparameter Optimal value Description 

RF 

n_estimators 150 Number of decision trees in the forest 
max_depth 12 Maximum depth of each tree 

min_samples_split 5 Minimum samples required to split a node 
max_features 'sqrt' Number of features to consider for best split 

SVR 

C (Regularization) 10 
Trade-off between model simplicity and 

training accuracy 
kernel 'rbf' Kernel type (Radial Basis Function) 
gamma 0.01 Kernel coefficient for 'rbf' 
epsilon 0.1 Margin of tolerance where no penalty is given 

GA 
(Optimization) 

population_size 50 Number of individuals in each generation 
generations 100 Number of iterations for evolution 

crossover_probability 0.8 Probability of combining parents' features 
mutation_probability 0.1 Probability of random hyperparameter changes 

 
Table 3 – Input variables used in each scenario  

متغيرهاي مورد استفاده در هر سناريو -٣جدول   

Scenario Input Variables output 

1 M, RWS1.6, FST1FST aET 
2 ave, RWSM, RWS1.6, FST1FST aET 
3 1.6, CST1, CSTave, RWSM, RWS1.6, FST1FST aET 
4 , T1.6, CST1, CSTave, RWSM, RWS1.6, FST1FST aET 
5 1, HFIR2, T, HFIR1.6, CST1, CSTave, RWSM, RWS1.6, FST1FST aET 
6 , RH1, HFIR2, T, HFIR1.6, CST1, CSTave, RWSM, RWS1.6, FST1FST aET 
7 2, HFR1, RH, HFR1, HFIR2, T, HFIR1.6, CST1, CSTave, RWSM, RWS1.6, FST1FST aET 
8 2, U2, HFR1, RH, HFR1, HFIR2, T, HFIR1.6, CST1, CSTave, RWSM, RWS1.6, FST1FST aET 
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    معيارهاي ارزيابي
- بيني تبخيرهاي مورد مطالعه در پيش براي ارزيابي دقت روش 
شاخص  از  واقعي،  خطا  تعرق  مربعات  ميانگين  ريشه  هاي 

(RMSE)  ،ضريب همبستگي  (R)،  خطاي جذر ميانگين مربعات  
،  (Normalized Root Mean Square Error)  شده نرمال

ويلموت   و    (Willmott’s Index of Agreement)ضريب 
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روابط   اين  تبخير  𝑂௜در  واقعي  در  -مقادير  گياه  واقعي  تعرق 
بيني شده  تعرق پيش -تبخير  𝑃௜ها،  تعداد داده   Nمنطقه مورد مطالعه،  

تعرق  -واقعي تبخيرر  ميانگين مقادي  𝑂ത  هاي مورد مطالعه و با روش 
هاي مشاهداتي استفاده  عنوان يك شاخص كلي از داده است كه به 

خطاي جذر ميانگين   هرچه ريشه ميانگين مربعات خطا و   .شودمي
باشد.  تر بودن روش مي كمتر باشد نمايانگر دقيق شدهمربعات نرمال 

، ضريب ويلموت و شاخص  همبستگي  ضريبهمچنين هرچه ميزان  
ساتكليف به عدد يك نزديكتر باشد، دقت روش بالاتر خواهد  نش
  بود.

 
 نتايج و بحث 

نتايج حاصل از جدول (  مقايسه  )، سناريو  ٤براساس بررسي و 
مدل   مربعات    SVRاول  ريشه  داشتن  به  با  خطا  ميانگين 

بيش ٥٣٧/٢   (mm/day)ميزان ساير  ،  به  نسبت  را  خطا  ترين 
ترتيب با سناريوهاي اين مدل داشته است. در سناريو دوم و سوم به 

كاهش    RMSEدرصدي، مقدار    ٦١/١و    ٤٣/١٩كاهش و افزايش  
، عملكرد مدل بهبود نسبي داشته Rمحسوسي داشته و با افزايش  

مق چهارم  سناريو  در    ٩٣٢/١  (mm/day)به    RMSEدار  است. 
دهد افزودن پارامتر دما در اين سناريو  كاهش يافته است كه نشان مي 

درصد    ٩٨/٦ميزان  بهبود خطا به مثبت همراه بوده و منجربه    تأثيربا  
است و شده  بوده  ناچيز  تغييرات  ششم  و  پنجم  درسناريوهاي   .

ويلموت  شاخص  شاخص  و  همبستگي  ضريب  مانند  ارزيابي  هاي 
مانده  باقي  با كاهش مقدارثابت  در سناريو هفتم  به     RMSEاند. 

درصد در مقايسه با سناريو قبل، دقت مدل افزايش پيدا    ١٤/١ميزان  
هشتم علي  است. در سناريو  باد،  كرده  پارامتر سرعت  افزودن  رغم 

دهد اين متغير تأثير كه نشان مي افزايش يافته است    RMSEمقدار  
بر كاهشقابل  نداشتهيزان  م  توجهي  با در نظر گرفتن    خطا  است. 

ترين دليل داشتن كم به    (SVR-7) سناريو هفتممعيارهاي ارزيابي،  
سناريو در ميان تمام  عنوان بهترين  بهترين همبستگي،  خطا و بيش 

 و  1HFR متغيرهاي  شد. افزودنشناخته    SVRسناريوهاي مدل  
 2HFR  نقش مؤثري در افزايش دقت مدل داشته    سناريو  در اين

نتايج    است. با نشان مي  SVR-GAارزيابي  اول  كه سناريو  دهد 
ترين عملكرد  ضعيف   ١٩٩/٢   (mm/day)به مقدار  RMSEداشتن  

است. سناريوهاي دوم   را نسبت به ساير سناريوهاي اين مدل داشته 
  ٥٩/٣و    ٠٥/٢٤ترتيب به ميزان  به   RMSEو سوم با بهبود شاخص  

داشته  خود  قبل  سناريو  به  نسبت  بهتري  عملكرد  در  درصدي،  اند. 
مقدار   به درصدي نسبت    ٧٨/٤با كاهش    RMSEسناريو چهارم 

سناريو سوم، دقت مدل را افزايش داد. در سناريو پنجم نيز با افزوده 
ميزان خطا نسبت به سناريو    2HFIR  و      1HFIRشدن پارامتر  

در سناريوهاي ششم و    .يافته استدرصد بهبود    ١٣/١٥قبلي حدود  
هاي ارزيابي صورت نگرفته  هفتم تغيير محسوسي در مقدار شاخص 

متغيراست.   افزودن  با  هشتم،  سناريو  مقدار 2U  در   ، RMSE 

(mm/day)    و نسب به سناريو قبل بهبود    كاهش يافت ٠١٧/١به
اين متغير تأثير چشمگيري درصدي را تجربه كرد. افزودن    ٩٢/١٢

بهبود دقت پيش  شدر كاه  و  كلي،  به.  است  داشته  بينيخطا  طور 
  متغيرهاي مختلف باعث بهبود دقت مدل شد، با اين حال،   افزودن
اندكي  1.6CSTو   1CST متغيرها مانند  از   برخي  افزودن بر    تأثير 

ارزيابي   درحاليمعيارهاي  مانند  كه داشتند،   ،2U متغيرهايي 
1HFIR    2   وHFIR   پيش بهبود چشمگير در دقت  ها  بينيباعث 

مي.  شدند نشان  نتايج  كهتحليل  طي    SVR-GA  مدل  دهد  در 
مختلف   چشمگيري  سناريوهاي  است. پيشرفت  كرده  تجربه  را 

مقادير    ميزان  ترينبيش در  كاهش  Rبهبود  در    RMSE  و 
به   مدل  پنجم،  سناريو  از  و پس  مشاهده شده  ابتدايي  سناريوهاي 
در   تغييرات  بعد،  به  ششم  سناريو  از  است.  رسيده  نسبي  پايداري 

نشان   عملكرد و  بوده  اندك  است  بهبوددهنده  مدل  مدل  . نسبي 
 در حداكثر مقدار خود و مقدار  R مقداردرنهايت در سناريو هشتم،  

RMSE   رد و اين سناريو بهترين  ن قرار داترين مقدار ممك در كم
دهد كه  نشان مي  عملكرد را ارائه داده است. مقايسه نتايج دو مدل

شده    SVRباعث بهبود عملكرد مدل   استفاده از الگوريتم ژنتيك
قابل به و    است دقت  ميزان  و  داده  كاهش  را  مدل  خطاي  توجهي 
ريوي در بهترين سنا RMSE . مقداراده استبيني را افزايش دپيش 
ي كاهش   SVRنسبت به بهترين سناريوي مدل     SVR-GAمدل  

دهنده قدرت  اين كاهش نشان .  داشته استدرصد    ١٢/٤٤  به ميزان
دقت بهينه  در  GAبالاي   افزايش  و  مدل  پارامترهاي  سازي 

ميپيش  نتايج  باشدبيني  با  تحقيق  اين  نتايج   .Sharafi et al.  
-بيني تبخيربراي پيش  SVR-FOA) كه از مدل تركيبي 2024(
ها نشان دادند كه  خواني دارد. آنهم   عرق در اهواز استفاده كردند،ت
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سازي موجب بهبود دقت  با يك الگوريتم بهينه  SVRتركيب مدل  
مدل مستقل ميپيش  با  مقايسه  در  مقايسه سناريوهاي    شود.بيني 

ريشه مربعات ميانگين  ذر  ج   دهد كهنشان مي  RFاول و دوم مدل  
درصد كاهش يافته و ساير معيارهاي ارزيابي نيز   ٣٠/٢٣خطا حدود 

قابل به يافتهصورت  بهبود  با  توجهي  چهارم  و  سوم  سناريو  دو  اند. 
مقدار   افزايش    ٩٨/٥معادل    RMSEكاهش  و  همراه    Rدرصد 

اند. اند و عملكرد بهتري نسبت به سناريوهاي اول و دوم داشته بوده
پارامترهاي  ا ميزان    2HFIR  ،1HFIRفزودن  پنجم  سناريو  در 

درصد كاهش   ٤٢/٦ميزان   ريشه مربعات ميانگين را به خطاي جذر  
دهد كه مدل  داده است. مقايسه سناريوهاي ششم و هفتم نشان مي

صورت تقريباً ثابتي  توجهي نداشته و معيارهاي ارزيابي به تغيير قابل 
(سناريو هشتم) اين مدل با كاهش جزئي مانده است. سناريو اخرباقي

بين    ١٢/٠(  RMSEمقدار   همبستگي  ضريب  افزايش  و  درصد) 
 RFبيني شده نسبت به ساير سناريوهاي مدل  مقادير واقعي و پيش

تري داشته است. مقايسه نتايج دو سناريو اول مدل  عملكرد مناسب 
RF-GA  دهد كه سناريو دوم سبب بهبود شاخص نشان مي R   و
RMSE  درصد نسبت به سناريو    ١٢/١٧و    ٥/١٠ ترتيب به ميزانبه

ميانگين   جذر  معيار  چهارم  و  سوم  سناريوهاي  در  است.  شده  اول 
حدود   خطا  معيارهاي    ٧٣/٤مربعات  ساير  و  يافته  كاهش  درصد 

به  يافته ارزيابي  بهبود  جزئي  و  صورت  پنجم  سناريوهاي  براي  اند. 
مقدار   ساير  درصد    ٢٤/٣حدود    RMSE ششم  و  يافته  كاهش 

نداشته محسوسي  تغيير  ارزيابي  سناريوهاي  معيارهاي  بررسي  اند. 

مي  نشان  هشتم  و  پارامترهاي  هفتم  افزودن  كه  1HFR ,دهد 

2HFR    مقدار كاهش  موجب  هفتم  سناريو  بهبود   RMSEدر  و 
درصدي شده ولي در سناريو هشتم افزودن پارامتر سرعت باد    ٢٥/٢

كاهش   و  آن  افزايش  مقايسه  موجب  است.  شده  مدل  دقت 
مدل   داشتن    RF-GAسناريوهاي  با  هفتم  سناريو  كه  داد  نشان 

  (mm/day)، جذر ميانگين مربعات خطا  ٩٠/٠ضريب همبستگي  
، جذر ميانگين مربعات خطا  ٧٩٦/٠ساتكليف  -، ضريب نش٥١٦/١

دقت بالاتري را نسبت    ٩٨/٠و شاخص ويلموت    ١٢٢/٠شده  نرمال
داش ساير سناريوها  مدل  به  دو  ارزيابي  است.   RF-GAو    RFته 

سازي مدل  دهد كه استفاده از الگوريتم ژنتيك براي بهينهنشان مي
جنگل تصادفي موجب بهبود دقت مدل شده است. اين مدل در اكثر  

شاخص   RMSEسناريوها   و  داشته  مانند  كمتري  ارزيابي  هاي 
، پس  با اين حالاند.  ضريب همبستگي و ضريب ويلموت بهبود يافته

بهينه نزديك    تر شده و مدل به نقطه، تغييرات جزئي پنجاز سناريو  
 Monavar Sabegh etت. نتايج تحقيق حاضر با نتايج شده اس

al.  )2023(تعرق مرجع روزانه در سه ايستگاه  -، كه به برآورد تبخير
از روش جنگل تصادفي بهينه شده با   با استفاده  آذربايجان شرقي 

پ ژنتيك  مدل  الگوريتم  كه  دادند  نشان  و  با     RF-GAرداختند 
ترتيب در سناريو دوم و چهارم  به   ٩٩٢/٠و    ٩٨٢/٠شاخص ويلموت  

براي ايستگاه تبريز عملكرد بهتري از خود نشان داده است، مطابقت 
 دارد. 

 
  ها در دوره آزمونزيابي مدلنتايج حاصل از ار -٤جدول 

Table 4– Performance of the models during the testing period 

Model R RMSE(mm/day) NRMSE NS WI 

SVR-1 0.69 2.537 0.204 0.43 0.74 

SVR-2 0.80 2.044 0.164 0.63 0.89 

SVR-3 0.80 2.077 0.167 0.62 0.89 

SVR-4 0.84 1.932 0.155 0.67 0.92 

SVR-5 0.84 1.837 0.148 0.701 0.93 

SVR-6 0.84 1.841 0.148 0.70 0.93 

SVR-7 0.86 1.820 0.147 0.706 0.93 

SVR-8 0.84 1.835 0.148 0.702 0.93 

SVR-GA-1 0.76 2.199 0.176 0.572 0.92 

SVR-GA-2 0.87 1.670 0.135 0.753 0.97 

SVR-GA-3 0.88 1.610 0.130 0.77 0.98 

SVR-GA-4 0.89 1.533 0.124 0.792 0.98 

SVR-GA-5 0.92 1.301 0.105 0.85 0.99 

SVR-G A-6 0.94 1.151 0.093 0.883 0.99 

SVR-GA-7 0.94 1.168 0.094 0.879 0.99 

SVR-GA-8 0.95 1.017 0.082 0.908 0.99 

RF-1 0.72 2.360 0.190 0.504 0.89 

RF-2 0.84 1.810 0.146 0.71 0.96 

RF-3 0.84 1.821 0.147 0.706 0.96 

RF-4 0.86 1.712 0.138 0.74 0.97 
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Model R RMSE(mm/day) NRMSE NS WI 

RF-5 0.88 1.602 0.129 0.773 0.98 

RF-6 0.88 1.627 0.131 0.765 0.97 

RF-7 0.88 1.620 0.130 0.768 0.98 

RF-8 0.89 1.618 0.130 0.768 0.98 

RF-GA-1 0.76 2.178 0.176 0.580 0.92 

RF-GA-2 0.84 1.805 0.146 0.711 0.96 

RF-GA-3 0.86 1.755 0.142 0.727 0.96 

RF-GA-4 0.87 1.672 0.135 0.752 0.97 

RF-GA-5 0.88 1.603 0.129 0.773 0.98 

RF-GA-6 0.89 1.551 0.125 0.787 0.98 

RF-GA-7 0.90 1.516 0.122 0.796 0.98 

RF-GA-8 0.90 1.539 0.124 0.790 0.98 

  

  
Fig. 6- Scatter plots of observed and predicted evapotranspiration for the best scenario 

 تعرق براي بهترين سناريو-بيني شده تبخيرنمودارهاي پراكنش مقادير مشاهداتي و پيش – ٦ شكل
  

)  ٦تعرق واقعي روزانه در شكل (-نمودار پراكنش مقادير تبخير
-SVR-7, SVR-GA-8, RF)كه براي بهترين سناريو هرمدل 

8, RF-GA-7)  بين دو مدل مي مقايسه  باشد، رسم شده است. 
SVR-7   و SVR-GA-8  دهد كه در مدل  نشان ميSVR-GA-

بيني شده، همبستگي بيشتري نسبت  هاي مشاهداتي و پيش داده   8
شده با الگوريتم ژنتيك  به يكديگر داشته و ضريب تعيين مدل بهينه

(SVR-GA-8)  تر از مدل مستقل  بيش(SVR-7)  .بوده است 

مدل  هم  دو  مقايسه  مي  RF-GA-7و    RF-8چنين  دهد، نشان 
داده  بين  پيشهمبستگي  و  مشاهداتي  مدل  بيني  هاي  براي  شده 

RF-GA-7  تر از مدل  بيشRF-8    بوده و مدل عملكرد بهتري را
  از خود نشان داده است.

تبخير مقادير  براي  -نمودار تغييرات زماني  روزانه  واقعي  تعرق 
باشد. تحليل  ) قابل ملاحظه مي ٧بهترين سناريو هر مدل در شكل (

-SVR-GAدهد كه مدل تركيبي نمودار تغييرات زماني نشان مي

پيش تقارب بيشتري ميان داده   8 و  بيني نسبت به  هاي مشاهداتي 
دارد و اين تقارب نمايانگر دقت بالاي مدل    SVR-7مدل منفرد  
 باشد.  تركيبي مي
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-RFو    RF-8چنين مقايسه نمودار سري زماني دو مدل  هم 

GA-7  مي با  نشان  شده  بهينه  تصادفي  جنگل  مدل   كه  دهد 
ن توانسته  ژنتيك  داده الگوريتم  بين  تطابق  در  بهتري  هاي  تايج 

هاي واقعي نسبت به مدل مستقل خود ارائه دهد و مشاهداتي و داده 
  بيني عملكرد بهتري داشته باشد. در پيش 

) با استفاده از نمودارهاي جعبه ) عملكرد مدل ٨شكل  اي  ها را 
مي  مدل  نشان  شكل،  مطابق  دقت    RF-GA-7و    RF-8دهد. 

اند. مقايسه  تعرق واقعي روزانه داشته -تبخير  بينيبالاتري را در پيش 
تعرق واقعي مشاهداتي -خط ميانه اين دو سناريو با خط ميانه تبخير

دهد كه اين خطوط در يك راستا قرار دارند. علاوه براين،  نشان مي 
نشان  كه  بوده  يكسان  طول  داراي  مدل  دو  چاركي  بين  محدوده 

باشد و اين موضوع بيانگر  ميها  دهنده پراكنش تقريبا مشابه بين داده 
ها را  آن است كه حداقل و حداكثر مقاديري كه محدوده توزيع داده 

مي  پيش تعيين  و  شده  مشاهده  مدل  براي  تقريبا كنند،  شده  بيني 
مي  ميمشابه  بنابراين  سناريو باشند.  دو  اين  كه  كرد  تفسير  توان 

نمودار مربوط  اند. در  عملكرد بهتري را نسبت به ساير سناريوها داشته 
-SVRو    SVR-7به مدل رگرسيون بردار پشتيبان نيز دو سناريو  

GA-8  تبخير از  خوبي  داده -تخمين  ارائه  واقعي  طول تعرق  اند. 
- طور تقريبي مشابه با مقادير تبخيربازوي چاركي اين دو سناريو به 

سو باخط  علاوه خط ميانه اين دو سناريو هم تعرق مشاهداتي است. به 
توان نتيجه گرفت كه اين  باشد. لذا مي ادير مشاهداتي مي ميانه مق

  اند.دو سناريو دقت بالاتري را نسبت به ساير سناريوها داشته 
  

Fig. 7- Actual evapotranpiration time series diagram for the best scenario 
 تعرق واقعي براي بهترين سناريو-نمودار سري زماني تبخير -٧شكل
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Fig. 8- Box plot predicted values and observed values  

 بيني شده و مقادير مشاهداتياي مقادير پيشنمودار جعبه -٨شكل 
  

) دياگرام ٩شكل  مدل )  تيلور  منفرد  هاي  را  هاي  هيبريدي  و 
هاي تيلور مربوط  مقايسه دياگرام )،  ٩دهد. مطابق شكل ( نشان مي 
مدل تصادفيبه  جنگل  آنبهينه  مدلو   هاي  الگوريتم  شده  با  ها 
سازي پارامترهاي مدل  دهد كه بهينهنشان مي  (RF-GA)  ژنتيك

توجه عملكرد مدل  با استفاده از الگوريتم ژنتيك منجربه بهبود قابل 
است.   مرجع  RF-GA هايمدل كه،  طوريبه شده  نقطه    به 

)Reference(   بالاتر،  نزديك همبستگي  داراي ضريب  و  بوده  تر 
اين موارد    ند.ابوده RF هاي اوليهبه مدل انحراف معيار كمتر نسبت

  . شده استهاي بهينهمدل  بالا و عملكرد مطلوبدهنده دقت  نشان

دياگرام مقايسه  و  بررسي  ديگر،  سوي  مدل از  تيلور  هاي  هاي 
پشتيبان بردار  آن بهينه مدل  و   رگرسيون  نيز   (SVR-GA) شده 

  ، سازي استها پس از بهينه دهنده بهبود چشمگير عملكرد مدل نشان
تر بوده، به نقطه مرجع نزديك  SVR-GA هايدل اي كه مگونهبه

  مدل ي در مقايسه با  ضريب همبستگي بالاتر، انحراف معيار كمتر
مرجع و ضريب همبستگي   خط تر به  بيش   همگرايي.  منفرد خود دارد
دهد كه الگوريتم ژنتيك توانسته پارامترهاي مدل را  بالاتر نشان مي 

بسازد.  يادترهاي قابل اعتم خوبي بهينه كند و مدل به
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Fig. 9– Taylor diagram of scenarios for observed and predicted values  

 بيني شده و مقادير مشاهداتيدياگرام تيلور سناريوها براي مقادير پيش -٩شكل 

 
  گيريجه نتي

كاهش منابع آب و ضرورت مديريت بهينه در بخش كشاورزي،  
تعرق واقعي را افزايش داده است. يكي از  -گيري تبخيراهميت اندازه 

اندازه  تبخيرابزارهاي  اما  -گيري  است،  لايسيمتر  واقعي  تعرق 
و كمبود داده  ايجاد چالش  هاي  محدوديت دسترسي به آن موجب 

aET     توسعه به  پژوهش  اين  است.  براي  شده  دقيق  مدل  يك 
تواند جايگزين ابزاري  پردازد كه مي تعرق واقعي مي -بيني تبخيرپيش 

،  SVR  ،SVR-GAمانند لايسيمتر شود. در اين راستا مدل هاي  
RF     وRF-GA   هاي در دسترس دو لايسيمتر با استفاده از داده

هاي مختلف خاك، شار حرارتي  در بوشلند تگزاس نظير دماي عمق 
باشد كه در  نسبي آب، رطوبت نسبي و سرعت باد مي   خاك، ذخيره

سال   براي  و  سناريو  نتايج   ٢٠١١-٢٠١٢هشت  شدند.  ارزيابي 
مدل ارزيابي  كه  داد  نشان  بهينهها  ژنتيك  هاي  الگوريتم  با  شده 

ترين تعرق واقعي داشته و كم -بيني تبخيربالاترين دقت را در پيش 
) را ارائه داده است.  ٠١٧/١و  ٥١٦/١مقدار ميانگين جذر مربعات خطا ( 

ر اين پژوهش، تأثير پارامترهاي ورودي مختلف بر دقت  چنين د. هم 
تبخيرپيش  بهره-بيني  با  واقعي  از مدل تعرق  هاي رگرسيون  گيري 

پشتيبان تصادفي (SVR)بردار  جنگل   ، (RF)   هاي مدلو  
به طور  )SVR-GA  ،RF-GA( ها با الگوريتم ژنتيكشده آنبهينه

ارزيابي قرار گرفت. نتايج نشان داد كه پارامترهاي پايه    جامع مورد
هاي مختلف داخل و خارج  شامل ميانگين دماي روزانه خاك در عمق 

شب، ميانگين ذخيره  لايسيمتر، ذخيره نسبي آب در لايسيمتر در نيمه 
سازي دارند، اما  بي، اگرچه نقش مهمي در مدلنسبي و رطوبت نس

افزودن  .  به تنهايي براي دستيابي به دقت قابل قبول كافي نيستند
گيري در كاهش خطا و بهبود ضريب پارامتر دماي هوا تأثير چشم 

در  هم   .همبستگي داشت پارامترهاي شار حرارتي خاك، چه  چنين 
، نقش  HFR)1,2و  1,2HFIR( هاها و چه در فاصله بين رديف رديف 

پيش  بهبود دقت  در  عنوان  مؤثري  به  باد  كردند. سرعت  ايفا  بيني 
مدل  در  متغير،  تأثير  با  بهينهپارامتري  الگوريتم  هاي  توسط  شده 

هاي مستقل اثر قابل  ژنتيك موجب افزايش دقت شد، اما در مدل
.  توجهي نداشت و در برخي موارد حتي موجب افزايش خطا گرديد

ن بين  مدل مقايسه  مي تايج  نشان  مدل ها  كه  تركيبي  دهد  هاي 
چنين با تنظيم  هاي مستقل دارند.هم عملكرد بهتري نسبت به مدل

- بيني دقيق تبخيرها براي پيش توان از اين مدل بهينه پارامترها مي 
هاي در دسترس بهره برد و وابستگي تعرق واقعي با استفاده از داده 

 تواني م  ،آتي  يهادر پژوهش  هاي پرهزينه را كاهش داد.به روش 
  ي متقاطع برا  يمانند اعتبارسنج  ياعتبارسنج  ترشرفته يپ  يهااز روش 

  ي در موارد ژهيو ها به روش  نيها استفاده كرد. امدل  دارتريپا يابيارز
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  توانند ي)، ميمتريسيلا  يها ها محدود است (مانند داده كه حجم داده 
ها خاص داده   يبندميبه تقس  جينتا  ياز عدم وابستگ  يشتريب  نانياطم

همچن  جاديا تقس  ن،يكنند.  از  (سه   يبندمياستفاده  -Trainگانه 

Validation-Testم به  تواندي)   ترق يدق  يسازنهيبه 
ارز  پرپارامترهايها بمدل  ترطرفانهي ب  يابيو  انجامديها  افزودن    ن ي. 

گزاروش كنار  در  مستقل    ي هاداده   يرو   ياب يارز  ي ارهاي مع  رش ها 
  دهد.  شيپژوهش را افزا ياعتبار علم تواندي آزمون، م

  
  تضاد منافع نويسندگان

دارند كه هيچ گونه تضاد منافعي  نويسندگان اين مقاله اعلام مي
  در خصوص نگارش و انتشار مطالب و نتايج اين پژوهش ندارند.    

  
 منابع مالي

حقيق، تاليف و انتشار  نويسندگان هيچ گونه حمايت مالي براي ت 
 اين مقاله دريافت نكردند.  

  
 ها دسترسي به داده

شده در طول مطالعه    ليتحل  اي  شده و   ديتول  يهامجموعه داده 
مسئول در دسترس   سندهيحاضر، در صورت درخواست معقول، از نو

   هستند.
  

  از اصول اخلاق پژوهش  يرو يپ
اخلاق  سندگانينو ا  ياصول  انتشار  و  انجام  در  پژوهش    نيرا 

  . همه آنهاست دييموضوع مورد تأ  نينموده اند و ا تيرعا يعلم

  
 يهايمولد و فناور  يهوش مصنوع  هياعلام

 نگارش  نديدر فرا يبر هوش مصنوع يمبتن
  يهايمولد و فناور  يدر مقاله خود از هوش مصنوع  سندگانينو

   .استفاده نكرده اند   يهوش مصنوع يكمك
  

  مشاركت نويسندگان 
  ، نگارش مقاله.سعيده محمدزاده نويسنده اول:
بررسي محتواي مقاله ،  وحيد رضاوردي نژاد  نويسنده دوم:

  .و اصلاحات
سوم: بهمنش،    نويسنده  و  جواد  مقاله  محتواي  بررسي 

  .اصلاحات
چهارم: شرفي،    نويسنده  و ميلاد  نتايج  بررسي 

ها، بررسي محتواي مقاله و اصلاحات علمي وتحليل دادهتجزيه 
  . و نگارشي

  
 تشكر و قدرداني 

آزمايشگاه حفاظت  وسيلهبدين ،  USDA-ARSتوليد و    از 
  دليل فراهم واحد تحقيقات مديريت آب و خاك در بوشلند، تگزاس به 

ساله لايسيمتر وزني گياه آفتابگردان براي اين  هاي يك سازي داده 
  .شودپژوهش، قدرداني مي 
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