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 هچکید
، همچنان یک  و تغییرات زمانی جریاندلیل پیچیدگی روابط غیرخطی  های هیدرولوژیکی، بهبینی دقیق جریان رودخانه در سامانهپیش

طور گسترده برای  سازی روابط غیرخطی، بهدلیل توانایی در مدلهای یادگیری ماشین بهالگوریتم  . شود محسوب میچالش اساسی  

بینی  تواند موجب افزایش پیچیدگی مدل و کاهش دقت پیشبا این حال، تعداد زیاد متغیرهای ورودی می.  روند میکار  این منظور به

راهبردهای مختلف انتخاب    تأثیرهدف این پژوهش بررسی    .ا داردهنقش مهمی در بهبود عملکرد مدل،  رو، انتخاب ویژگیاز این  . شود 

مدل بر عملکرد  پیشویژگی  در  ماشین  یادگیری  جریان  های  ماهانه  کشکابینی  رویکرد  پلدختر  -ن رودخانه  دو  منظور،  بدین  است. 

   (RFECV)و حذف بازگشتی ویژگی مبتنی بر اعتبارسنجی متقاطع  (SFM)هاانتخاب ویژگی شامل روش مبتنی بر اهمیت ویژگی

با الگوریتمسازو  همراه  انتخاب ویژگی درونی برخی  الگوریتمو    کار گرفته شدبه ها  کار  تقویت  (RF)  جنگل تصادفی  هایعملکرد   ،

و    بررسیبینی دبی جریان  پیش  برای  (SVR)و رگرسیون بردار پشتیبان  (LASSO)، رگرسیون لاسو (XGBoost)شدید  گرادیان  

نتایج .  گردید مدل پایه کلیماتولوژی مقایسه  و با    ارزیابی  KGEو  R²  ،RMSE  ،MAEهای  در مراحل آموزش و آزمون با شاخص

  ارائه داد در فاز آزمون بهترین عملکرد را  SFM -RFمدل.  دارد   هاتوجهی بر عملکرد مدل قابل  تأثیرروش انتخاب ویژگی نشان داد 

(R²=0.926 و  KGE=0.934  )  توانایی  بیانگرکهSFM     در مقابل، مدلاستبینی  ثر و بهبود دقت پیشمؤمتغیرهای    شناساییدر . 

RFECV -RFهای علمی و تفسیرپذیر  تر و پایدارتر ارائه داد که برای تحلیل، ساختاری سادهاهمیت ی کمبا حذف تدریجی متغیرها

وبیشمستعد     XGBoostهمچنین.  است  ترمناسب بوده  در  ضعیف   SVRبرازش  را  داد   مجموعهاین  ترین عملکرد  نشان  .  داده 

های یادگیری ماشین در بازنمایی الگوهای پیچیده هیدرولوژیکی را نشان  نیز برتری الگوریتمبا مدل پایه کلیماتولوژی  نتایج  مقایسه  

تواند در  بینی و سادگی مدل داشته و میروش انتخاب ویژگی نقش مهمی در تعادل بین دقت پیش  آگاهانهانتخاب  ،  در مجموع   .داد

 .دگیری در مدیریت منابع آب بسیار مؤثر باشهای عملیاتی جریان و پشتیبانی تصمیمبینیبهبود پیش

 

 . یمدل پایه کلیماتولوژ ، یادگیری ماشین، جنگل تصادفی ، انتخاب ویژگی ، بینی جریانپیش ها: کلید واژه
 

 مقدمه  
از مپیش  در  فهلؤبینی دقیق جریان رودخانه یکی  های اساسی 

شمار  های هیدرولوژیکی بهریزی سامانه مدیریت منابع آب و برنامه 
نقش کلیدی   ،اطلاع از رفتار زمانی و مکانی جریان رودخانه. رودمی

از مخازن سدها، مدیریت خشکسالی، کنترل در بهره  برداری بهینه 
برق  تأمینسیلاب،   انرژی  تولید  و  کشاورزی  شرب،  ایفا  آب  آبی 

و    .کندمی آب  تقاضای  افزایش  به  توجه  اقلیمی، اثرات  با  تغییرات 
به   نیاز  و  یافته  افزایش  هیدرولوژیکی  الگوهای  در  قطعیت  عدم 

از   د.شوی قابل اعتماد بیش از پیش احساس می بینهای پیش روش
بینی دقیق سازی و پیش هایی که قادر به شبیهاین رو، توسعه مدل 

عنوان باشند به   های مدیریتیگیریو بهبود تصمیم  و   جریان رودخانه 

مهندسی آب و هیدرولوژی   هایمطالعه های مهم در  یکی از چالش 
به مدل   .مطرح است آماری سنتی که  و  طور گسترده  های فیزیکی 
اند، با وجود  بینی جریان رودخانه مورد استفاده قرار گرفته برای پیش 

از   بسیاری  در  قبول  قابل  نتایج  محدودیت هامطالعهارائه  با  های  ، 
هستند مواجه  فیزیکی  مدل   .متعددی  ش  معمولا های  ناخت  نیازمند 

داده  به  دسترسی  و  آبریز  حوضه  بر  حاکم  فرآیندهای  های  دقیق 
  در دسترس   گسترده و با کیفیت بال هستند که در بسیاری از مناطق 

مدل دیگر،  سوی  از  رگرسیون نیست.  مانند  آماری کلاسیک  های 
عمدتاا مدل   و خطی   زمانی،  سری  بودن،   های  خطی  فرضیات  بر 

داده  نرمال  ایستایی  توزیع  و  در  ها  توانایی محدودی  و  بوده  متکی 
متغیرهای هیدرولوژیکی   میانسازی روابط غیرخطی و پیچیده  مدل
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این محدودیت به دارند.  نظیر سیلاب ها  در شرایط حدی  و  ویژه  ها 
بینی شده و ضرورت  های خشکسالی منجر به کاهش دقت پیش دوره
پیشرفتهبه رویکردهای  استکارگیری  ساخته  آشکار  را  در    .تر 

روش سال  اخیر،  داده های  به های  ماشین  یادگیری  و  دلیل  محور 
طور گسترده توانایی بال در استخراج الگوهای غیرخطی و پیچیده، به 

 Mosavi etد )انبینی دبی جریان مورد توجه قرار گرفتهدر پیش 

al.,2018; Shen, 2018  .)اا اولیه در این حوزه عمدت  هایمطالعه  
های آماری سنتی و رگرسیونی متمرکز بودند. با این حال،  بر مدل 

های پیچیده و رخدادهای  ها در بازنمایی دینامیک ناتوانی این روش 
 Marco)  توجهی محدود ساخت طور قابلها را به حدی، کارایی آن

et al., 1993; Kisi, 2015)  .ماشین  الگوریتم یادگیری  های 
فرضیات سخت  به  نیاز  داده بدون  ساختار  درباره  به  گیرانه  قادر  ها، 

و  بوده  خروجی  و  ورودی  متغیرهای  بین  پنهان  روابط  یادگیری 
پذیری بالیی در مواجهه با رفتارهای غیرایستا از خود نشان  انعطاف 
مصنوعشبکه   .دهندمی عصبی  )های   Artificial Neuralی 

Networks: ANN) ابزارهای یادگیری  عنوان یکی از نخستین  به
پیش  برای  بهماشین  سیلاب  و  دبی  شدندبینی  گرفته  نتایج    .کار 

شبکه پژوهش این  که  است  داده  نشان  متعدد  به  های  قادر  ها 
سازی روابط پیچیده بین بارش، متغیرهای هیدرولوژیکی و دبی  مدل

هستند قبول  قابل  دقت  با  نظیر  .  خروجی  مسائلی  حال،  این  با 
های آموزشی و شبکه، نیاز به حجم بالی داده   حساسیت به ساختار

بیش محدودیتخطر  از  شمار  برازش  به  روش  این  اساسی  های 
 . Maier et al., 2010; (Yaseen et al., 2015)) روندمی

روش  توسعه  ادامه  داده در  الگوریتمهای  بر محور،  مبتنی  های 
 Supportماشین بردار پشتیبان )یادگیری با حاشیه بیشینه نظیر  

Vector Regression: SVR  )پیش به در  گسترده  بینی طور 
گرفتند.   قرار  توجه  مورد  رودخانه  نشان  های  مطالعهجریان  متعدد 

از اصل به SVR اند که داده  برخورداری  سازی ریسک  کمینه  دلیل 
تواند از  های نسبتاا کوچک و پرنویز می داده   ساختاری، در مجموعه
د  های عصبی مصنوعی برخوردار باشبه شبکه   پایداری بالتری نسبت

(Kisi et al., 2015.)   شدت به  با این حال، عملکرد این روش به
وابسته    هابندی داده انتخاب تابع هسته، پارامترهای تنظیمی و مقیاس

تواند به ناپایداری و کاهش  و عدم تنظیم مناسب این عوامل می   است
شود  منجر  تعمیم   ,.Zounemat-Kermani et (al)  قابلیت 

مدت  بینی کوتاه در پیش Yu et al.  (2006  )عنوان نمونه  . به2021
های چندساعته  در افق    SVM سطح جریان رودخانه نشان دادند که 

به نسبت  چندروزه  دارد ANN تا  بالتری    .Liu et al .دقت 
های خطی کلاسیک  را نسبت به مدل SVM برترینیز    (2014)

با وجود این دستاوردها،    .بلندمدت جریان گزارش کردندبینی  در پیش 
پیچیدگی تنظیم  SVR محدودیت و  رفتارهای حدی  بازنمایی  در 

از حوضه  را در بسیاری  آن  کاربرد عملی  پیچیده  ابرپارامترها،  های 
است ساخته  رویکردهای  .محدود  گسترش  ی  تجمیع با 

(Ensemble  ) تصمیم  مدل درخت  بر  مبتنی  جنگل  بههای  ویژه 
بینی  به یکی از ابزارهای اصلی پیش  (Random Forest) تصادفی

تجمیعی ساختار  شدند.  تبدیل  بر   RF هیدرولوژیکی  مبتنی 
ها، این الگوریتم را  استرپ و انتخاب تصادفی ویژگیگیری بوتنمونه

بیش  برابر  مدل در  امکان  و  ساخته  مقاوم  روابط  برازش  سازی 
برهم و  و  هاکنش غیرخطی  اقلیمی  متغیرهای  میان  پیچیده  ی 

می فراهم  را   نتایج.  کندهیدرولوژیکی 
 ANN در مقایسه با RF متعدد نشان داده است که  هایمطالعه  

پیش  SVR  و  در  بالتری  پایداری  و  دقت  جریان از  دبی  بینی 
است  ;Breiman, 2001; Mosavi et al.,2018) برخوردار 

(Tyralis et al., 2019.  الگوریتم آن،  موازات  تقویت  به  های 
نسل  به  LightGBM  و    XGBoostمانندگرادیان   عنوان 
گیری از اند که با بهره معرفی شده درختی  های  تری از مدل پیشرفته
سازی گرادیانی، توانایی بالیی در استخراج الگوهای پیچیده  بهینه
یر های اخپژوهش  .(Chen and Guestrin, 2016) ها دارندداده 

می  پیش به    XGBoostکه  دهندنشان  مسائل  در  دبی  ویژه  بینی 
دقت بالیی از خود نشان    با  عملکرد بسیار رقابتی و   جریان رودخانه

ها به تنظیم ابرپارامترها و  با این وجود، حساسیت این مدل   .دهدمی
بیش  مجموعه خطر  در  از  داده  برازش  هیدرولوژیکی  محدود  های 

آن چالش  . (Fang et al., 2024)  رودبه شمار می   هاهای اصلی 
بر توسعه مدل  بر ترکیب  های منفرد، پژوهش علاوه  های متعددی 

. اندهای یادگیری ماشین با رویکردهای هیبریدی تمرکز کرده روش
Tongal    وBooij  (2018  )  نشان دادند که جداسازی جریان به

هواشناسی    زمان از متغیرهایهای پایه و سطحی و استفاده هم مؤلفه
طور محسوسی بهبود  را به  RF و   SVR  ،ANN  تواند عملکردمی

های غیرخطی  نیز با ترکیب مدلFathian et al. (2019  ) .بخشد
با ساختارهای سری زمانی، به دقت بالتری  MARS و RF نظیر

 RF-SETAR های مستقل دست یافتند و ترکیبنسبت به مدل 

 Ni . در رویکردی مشابهمعرفی کردندعنوان کاراترین گزینه  را به 

et al. (2020  ) بندیبا تلفیق خوشه GMM    و XGBoost     نشان
رژیم  تفکیک  که  مدل دادند  از  پیش  هیدرولوژیکی  سازی  های 

پیش می قابلیت  دهدتواند  افزایش  را  ماهانه  جریان   .بینی 
Szczepanek (2022  ) های تقویت گرادیان برای  در مقایسه مدل

کننده کیفیت داده آموزشی و  جریان روزانه، بر نقش تعیینبینی  پیش 
نهایی   عملکرد  در  ابرپارامترها  اخیر    های مطالعه   .کرد   تأکیدتنظیم 

کننده اند که کیفیت انتخاب متغیرهای ورودی نقشی تعیین نشان داده 
بینی جریان رودخانه های یادگیری ماشین برای پیش در عملکرد مدل 

انتخاب متغیر Fang et al.  (2024  ) .دارد راهبرد  پنج  ارزیابی  با 
ماهه    بینی جریان یکدر پیش (RF-IVS) مبتنی بر جنگل تصادفی
مدل  چارچوب  در  فرRF  ،SVR  هایو  گاوسیآ،   و  (GP) یند 

LSTM روش که  دادند  پیش نشان  عملکرد  بر  مبتنی  بینی، های 
ی پیرسون و یهمبستگی جز  مانندنسبت به رویکردهای کلاسیک  

این  اطلا نتایج  برخوردارند.  بالتری  دقت  از  شرطی  متقابل  عات 
با راهبرد انتخاب رو به جلو و     RFپژوهش بیانگر آن بود که ترکیب

قادر است تعادلی مناسب میان کاهش ابعاد فضای ویژگی   GP مدل
دار دقت  و حفظ اطلاعات هیدرولوژیکی برقرار سازد و به بهبود معنی



 

 

ای نیز کارایی متفاوت  منطقه  هایطالعهمدر    .بینی منجر شودپیش 
برای الگوریتم است.  شده  گزارش  ماشین  یادگیری  های 
بر Elhallaoui Oueldkaddour   (2025  )مثال پژوهشی  در 

مقایسه  با    خشک مراکش  های جریان ماهانه در اقلیم نیمه روی داده 
در آن   SVR د کهننشان دا XGBoost و   SVR  ،RF  سه مدل
تواند در شرایط  داده خاص عملکرد بهتری ارائه کرده و می   مجموعه 

مدل  برای  مناسبی  جایگزین  داده  پیچیده کمبود  این  های  باشد.  تر 
های کند که برتری یک الگوریتم به ویژگیمی   تأکیدنتایج بار دیگر 

و   است  وابسته  ورودی  متغیرهای  کیفیت  و  زمانی  مقیاس  حوضه، 
فراتر    .تمامی شرایط بهینه دانست  توان یک مدل واحد را براینمی

گی انتخاب ویژ  های نظری نیز بر اهمیتاز انتخاب الگوریتم، پژوهش 
(Feature Selection  ) های  پذیری مدل در بهبود عملکرد و تعمیم

ماشین Elisseeff (2003  ) و    Guyon.اندکرده   تأکید  یادگیری 
ته لزوما موجب  بسنشان دادند که استفاده از تعداد زیاد متغیرهای هم 

تواند به کاهش قابلیت تعمیم منجر  شود و حتی می بهبود مدل نمی
کارگیری ر مطالعات اخیر حوزه هیدرولوژی نیز بر ضرورت به دگردد.  

و    هدفمندراهبردهای   تفسیرپذیری  افزایش  برای  ویژگی  انتخاب 
مدل تعمیم  داده قابلیت  است  تأکیدمحور  های  های  روش .  شده 
ویژگی   مانند  انتخاب  و    SelectFromModel (SFM)توکار 

اعتبارسنجی  روش بر  مبتنی  بازگشتی  حذف  مانند  پوششی  های 
-Recursive Feature Elimination using Crossمتقاطع )

Validation: RFECV  )بهرهبه درونی  دلیل  ساختار  از  گیری 
از  ؤای حداقلی و در عین حال ممدل، امکان شناسایی مجموعه  ثر 

می  فراهم  را  در  .  کنندمتغیرها  رویکردها  این    های مطالعهکاربرد 
به فزایندههیدرولوژیکی  استطور  یافته  گسترش  ها  گزارش .  ای 

در دقت  اندکی  کاهش  است  اگرچه ممکن  که  است  آن  از  حاکی 
طور  ایجاد شود اما در مقابل پایداری ساختاری و قابلیت تعمیم مدل به 

هایی که برای کاربردهای عملی  ویژگی؛  یابدقابل توجهی بهبود می
از اهمیت   بینی دقیق جریان رودخانه و مدیریت منابع آبیشپنظیر 

 Tyralis et al., 2019; Nearing et)  بالیی برخوردار هستند 

al., 2021.)   با مدل ویژگی  انتخاب   های عمیق در حوزه ترکیب 

Ma et al.   (2024  )با تلفیق  RFECV    باLSTM    دادند نشان
ای بهینه  تواند به مجموعه می   مؤثرکه حذف تکراری متغیرهای غیر

ویژگی پیش از  دقت  و  شده  منجر  به ها  را  ماهانه  رواناب  طور بینی 
افزایش دهد در  Zhang et al.    (2026  ) همچنین  .چشمگیری 

مدل  حوضه  SFM-MF قالب  داده  برای  دارای  و  کوچک  های 
که   کردند  گزارش  ویژگیمحدود  از  توسطاستفاده  برگزیده   های 

SFM   های پایه نظیرعملکرد مدل RF    و XGBoost   را به شکل
می  ارتقا  یافته محسوسی  این  انتخاب  دهد.  که  است  آن  بیانگر  ها 

ناپذیر پردازش، بلکه بخشی جدایییک مرحله پیش   صرفااویژگی نه  
ای قابل  هبا وجود پیشرفت  .سازی هیدرولوژیکی استاز فرآیند مدل

دهد که هنوز توافق جامعی درباره برتری  توجه، مرور ادبیات نشان می 
بینی دبی جریان وجود رویکردهای مختلف انتخاب ویژگی در پیش 

ای میان نوع الگوریتم،  ها به تعامل پیچیده ندارد و عملکرد نهایی مدل 

ویژگی و  اعتبارسنجی  راهبرد  ویژگی،  انتخاب  اقلیمروش  -یهای 
 رویکرد  دو   مقایسه  ویژهبه.  است  وابسته  حوضه  یکیهیدرولوژ
های  و در حوضه   ماهانه در مقیاس دبی   RFECV و  SFM پرکاربرد 

که این  کوهستانی ایران کمتر مورد توجه قرار گرفته است؛ در حالی 
های  های زمانی، چالش تأخیردلیل نوسانات شدید و وجود  مقیاس به 

مدلویژه برای  را  داده ای  اهای  میمحور  این    .کندیجاد  وجود  با 
اغلب  پیشرفت پابرجاست:  همچنان  جدی  پژوهشی  خلأ  یک  ها، 
اند و یا بر کاهش ابعاد، اما  یا بر افزایش دقت متمرکز بوده  هامطالعه

زمان به مبادله بنیادین میان دقت، پایداری  طور هم کمتر پژوهشی به
به  است؛  پرداخته  تفسیرپذیری  دبی  و  مقیاس  در    ماهانه ویژه 

غیرایستا،  حوضه  رفتار  که  کوهستانی  و  تأخیرهای  زمانی  های 
کند. در  های ماهانه ایجاد می ز داده رخدادهای حدی، چالشی فراتر ا 

علی نیز  پیش ایران  عملی  اهمیت  مدیریت رغم  و  سیلاب  بینی 
های مختلف  در چارچوب مدل  RFECV و   SFMمخازن، مقایسه
 .مغفول مانده است  تقریباایادگیری ماشین 

عملکرد چهار  ،  پژوهش حاضر با هدف پر کردن این شکافدر  
 و   RF  ،XGBoost  ،LASSO  شاملالگوریتم یادگیری ماشین  

SVR    ارزیابی   پلدختر-نایستگاه کشکا  ماهانهبینی دبی  برای پیش  
در چارچوب   RFECV و  SFM ویژگی  انتخاب  راهبرد  دو   و   شده

رویکردهای درونی انتخاب  با    همراه  بخشیk   اعتبارسنجی متقاطع
  اا صرفاند. نوآوری اصلی این مطالعه نه  مورد مقایسه قرار گرفته ویژگی  

ها بر اساس  معرفی یک مدل جدید، بلکه بازتعریف معیار برتری مدل 
همچنین  .  بینی و قابلیت تعمیم عملیاتی استتعادل میان دقت پیش 

های یادگیری ماشین، نتایج با  منظور سنجش ارزش افزوده مدل به
مدل  )پای  یک  شده  (  Baseline Modelه  مقایسه  کلیماتولوژی 

مدل پایه کلیماتولوژی امکان سنجش ارزش افزوده واقعی    که است
هدف اصلی این مطالعه، شناسایی  .  سازدیادگیری ماشین را فراهم می 

پیش  دقت  ارائه  ضمن  که  است  و  ساختاری  پایداری  از  بال،  بینی 
ابزاری قابل  قابلیت تعمیم مناسبی برخوردار بوده و بتواند به  عنوان 

 .ی منابع آب به کار گرفته شوداعتماد در مدیریت عملیات
 

 هامواد و روش
 منطقه مورد مطالعه

  لومترمربعیک  7/9502رودخانه کشهکان با وسهعت   زیحوضهه آبر
حوضهههه از    نیواقع شهههده اسهههت. ا  رانیا  یغرب  جنوب  هیه در نهاح

  5/12  حدود کرخه بوده و   زیحوضههه آبر  سههه  درجه  یهارحوضهههیز
  ییایجغراف تینظر موقع. از  شهودیم  درصهد از مسهاحت آن را شهامل

  33°  8ʹو  یشهرقطول   48°  59ʹتا   47°  12ʹحوضهه در محدوده    نیا
قرار دارد.    زاگرسی  هاکوه  یانیدر بخش م  عرض شمالی  34°  2ʹ  تا
قرار گرفته  لرستان  در استان یاسه یسه  ماتیحوضهه از لحا  تقسه   نیا

داده   اختصهاص  خوده  درصهد از مسهاحت کل اسهتان را ب  33اسهت و 
(.  Lorestan Regional Water Company, 2014)اسههت  

کننده  تأمینهای  ترین شهاخهعنوان یکی از مهمرودخانه کشهکان به
جریهان ورودی بهه رودخهانهه کرخهه، نقش کلیهدی در مهدیریهت منهابع  



 

 

 نیازهای کشههاورزی و زیسههت  تأمینآب منطقه، کنترل سههیلاب و  
  عنوانبه  پلدختر-نایسهتگاه هیدرومتری کشهکا. کندمحیطی ایفا می

کند  ایش میپ  را  حوضهه  اصهلی خروجی  پژوهش، این  مبنای ایسهتگاه
دسهت حوضهه، نماینده مناسهبی از رفتار  دلیل قرارگیری در پایینو به

موقعیهت محهدوده   ود.شههه یکپهارچهه هیهدرولوژیکی آن محسهههوب می
 نشان داده شده است. (1شکل )در  مطالعاتی

 

 هاداده 

های دو ایستگاه  های مورد استفاده در این مطالعه شامل دادهداده
ایستگاه هواشناسی می  نه  و  باشند که موقعیت مکانی  هیدرومتری 

  ( 2) و    ( 1)ها در جداول  و مشخصات آن  ( 1شکل )ها در  این ایستگاه 
است.   شده  مدل ارائه  متغیرهای  برای  از  بارش  پارامترهای  سازی 

P(t) ،P(t-1) ،P(t-2)  وP(t-3) گر ترتیب بیاناستفاده شد که به
قبل   ماه  سه  و  دو  یک،  جاری،  ماه  بارش  ایستگاه میانگین    در 

کاکارضا   بالدست  که  هیدرومتری  نظر  بهاست  در  ورودی  عنوان 
مدل، دبی ماهانه در ایستگاه هیدرومتری  گرفته شدند. متغیر هدف  

ماه سال  -کشکان بازه زمانی دی  در  تا شهریور ماه    1348پلدختر 
  زمانی بر مبنای ملاحظات  هایتأخیرانتخاب    استفاده گردید. 1403

هیدرولوژیکی و تحلیل وابستگی زمانی جریان انجام شد. استفاده از  
ایستگاه  به   دبی  با  کاکارضا  ورودی،  اطلاعات  عنوان  انتقال  هدف 

هیدرولوژیکی بخش بالدست به مدل صورت گرفت؛ زیرا این متغیر  
های  در زیرحوضه   رواناب-ش نمایانگر پاسخ تجمعی فرآیندهای بار 

  مقیاس   در  را  جریان  زمانی- یتواند الگوهای مکانبالدست بوده و می 
از ورود  به  .نماید  منعکس  تریمؤثر  طوربه   حوضه منظور جلوگیری 
مامی رکوردهایی که در هر  تهای ناقص،  قطعیت ناشی از داده   عدم

از   بودند  مفقود  داده  دارای  خروجی  یا  ورودی  متغیرهای  از  یک 
س از اعمال این کنترل کیفی، تعداد  د. پداده حذف گردیدن  مجموعه
ها در دسترس  زمان برای فرآیند آموزش و آزمون مدلنمونه هم   633
ها استفاده  برای آموزش و تست مدل  هادادهکه از این    گرفت  قرار
داده پیش   کلیه مراحل  شد. پیاده پردازش  انتخاب  هاسازی مدل ها،   ،

برنامه  زبان  از  استفاده  با  عملکرد  ارزیابی  و  پایتون   نویسیویژگی 
(Python  )سازی شامل  پنج ساختار مدل  در این مطالعه  .انجام شد

RF-RFECV  ،RF-SFM  ،SVR-SFM  ،LASSO  
توانایی روشبه   XGBoostو  ارزیابی جامع  یادگیری منظور  های 

دو   RF  برای مدل   .بینی دبی جریان توسعه یافتندماشین در پیش 
ویژگی   انتخاب  مستقل  کار  هبSFM و    RFECVشامل  رویکرد 

شد ویژگی  تا  گرفته  انتخاب  روش  مدل   تأثیر  پایداری  و  دقت  بر 
 ژگی صرفاا از طریق روشانتخاب وی  SVRدر مدل    .بررسی شود

SFM رگرسیون.  انجام گرفت LASSO    از  به برخورداری  دلیل 
صفر شدن ضرایب متغیرهای  از طریق  سازوکار ذاتی انتخاب ویژگی  

 د. اجرا ش خارجیبدون روش انتخاب ویژگی ت، اهمی کم 

صورت مستقیم و بدون اعمال روش به  نیز  XGBoostمدل  
ده قرار گرفت، زیرا این الگوریتم  انتخاب ویژگی خارجی مورد استفا 

طور ضمنی واسطه ساختار درختی و مکانیزم کاهش گرادیان، به به
داراست را  اهمیت متغیرها  ارزیابی  ارزیابی میزان  به   .قابلیت  منظور 

روش  از  استفاده  از  حاصل  عملکرد  بهبود  ماشین،  یادگیری  های 
مقایسه شد تا ارزش افزوده هر ساختار  پایه  ها با یک مدل  تمامی مدل 

 .  صورت کمی بررسی شودسازی به مدل
 

ویژگیمدل   بازگشتی  با حذف  تصادفی همراه    هاجنگل 

(RF-RFECV ) 

روش تجمیعی مبتنی بر درخت    الگوریتم جنگل تصادفی یک
گیری بر روی  بینی نهایی را از طریق میانگین پیش  تصمیم است که 

از مجموعه  تصمیم  درخت  ای  میهای  با  دهد.  انجام  الگوریتم  این 
و انتخاب تصادفی  (  bootstrapاسترپ )بوت گیریاستفاده از نمونه

در  ویژگی و  داده  کاهش  را  مدل  واریانس  گره،  هر  در  برابر  ها 
استبیش مقاوم  مدل و    برازش  در  بالیی  روابط  توانایی  سازی 

دارد  هیدرولوژیکی  پیچیده  و   ;Breiman, 2001)  غیرخطی 

Hastie et al., 2009  .)  در مدلRF-RFECV  منظور کاهش  به
از رویکرد   ابعاد فضای ویژگی و انتخاب مؤثرترین متغیرهای ورودی

  (RFECV)  ارسنجی متقاطعانتخاب ویژگی بازگشتی مبتنی بر اعتب
ایده اصلی روش حذف    .(Pedregosa et al., 2011)استفاده شد  

Guyon et al.   (2002  ) ها نخستین بار توسطبازگشتی ویژگی
صورت تدریجی و بر اساس میزان  ها بهمطرح شد که در آن ویژگی

می  حذف  زیرمجموعه اهمیت  تا  حاصل  شوند  متغیرها  از  بهینه  ای 
، عملکرد مدل در هر مرحله با استفاده  RFECV  چوبگردد. در چار 

شود تا انتخاب ویژگی بخشی ارزیابی میk   از اعتبارسنجی متقاطع 
  برازش   بر مبنای قابلیت تعمیم مدل صورت گیرد و از انتخاب بیش

در این  .  Kuhn and (Johnson, 2013))  شده جلوگیری شود 
شود و بر  متغیرها آموزش داده می با تمامی   RF ابتدا مدل  فرآیند

ویژگی اهمیت  معیار  کم اساس  می ها،  حذف  متغیر    گردد اثرترین 
(Breiman, 2001)  یابد تا  صورت بازگشتی ادامه می به   روند . این

بینی را در اعتبارسنجی  ها که بیشترین کارایی پیش ترکیبی از ویژگی
.  (Pedregosa et al., 2011) دهد انتخاب شودمتقاطع ارائه می 

ویژگی، حذف  چرخه  در  متقاطع  ارزیابی  از  نشت   خطر  استفاده 
( داده (  information leakageاطلاعات  و میان  آموزش  های 

-به دادهآزمون را کاهش داده و منجر به بهبود قابلیت تعمیم مدل  
مستقل    شود میهای 

 (Kuhn and Johnson, 2013) ای  . بنابراین انتخاب مجموعه
پایداری،   افزایش  به  منجر  ورودی،  متغیرهای  از  بهینه  و  حداقلی 

بینی دبی آن در پیش کاهش پیچیدگی مدل و بهبود قابلیت تعمیم  
 .  شودجریان می

 



 

 

 
Fig. 1- Study area 

 محدوده مورد مطالعه -1شکل 

 

 هواشناسی های مشخصات ایستگاه  -1جدول 

Table 1- Characteristics of meteorological stations  

Map 

Label  

Standard 

Deviation 

(mm) 

Mean 

(mm) 

Maximum 

(mm) 

Latitude 

(°N) 

Longitude 

(°E) 

Elevation 

(m) 
Station Row 

M1 53.30 23.2 355 33°31′18″ 46°59′09″ 1008 Veysian 1 

M2 52.94 24 334 33°49′44″ 47°09′59″ 1570 Sarabseidali 2 

M3 61.70 28 425.4 33°46′13″ 47°12′54″ 1531 Kakareza 3 

M4 53.23 24.5 458.5 33°57′37″ 47°14′30″ 1711 Darreh Tang 4 

M5 47.78 22 280 33°32′29″ 47°19′29″ 1291 Khorramabad 5 

M6 49.71 24 357 33°31′16″ 47°43′18″ 1788 Noorabad 6 

M7 48.40 16.4 298 33°33′24″ 48°12′56″ 1197 Kuhdasht 7 

M8 45.46 15 333 33°13′46″ 48°19′03″ 668 Poldokhtar 8 

M9 53.16 19 411.5 33°23′32″ 48°29′24″ 820 Afrine 9 

  

 های هیدرومتریمشخصات ایستگاه  -2جدول 

Table 2- Characteristics of hydrometric stations 

Standard 

Deviation 

(m3 s⁄ ) 

Mean 

(m3 s⁄ ) 

Maximum 

(m3 s⁄ ) 

Minimum 

(m3 s⁄ ) 

Latitude 

(°N) 

Longitude 

(°E) 

Elevation 

(m) 

Area 

(km2) 
River Station 

15.83 4.72 213.48 0.158 33°46′12″ 47°12′54″ 1527 1154 Harod Kakareza 

59.99 28.87 849.81 0 33°12′36″ 48°19′03″ 670 9268 Kashkan Poldokhtar 

 

 

 

 

 

عنوان مدل  ، الگوریتم جنگل تصادفی به RF-RFECVدر مدل
هم  یبینپیش  ویژگی  عنوانبه  و  اهمیت  ارزیابی  مورد  هسته  ها 

ابر پارامترهای مدل  .  (Tyralis et al., 2019)  استفاده قرار گرفت

درخت شامل   برگتعداد  در  نمونه  حداقل  و  بیشینه  عمق  با  ها،  ها 
 و معیار خطای   ی تنظیم شدندیفرض یا تنظیم جزمقادیر پیش 



 

 

 عنوان شاخص ارزیابی در مراحل حذفبه (  MSE)میانگین مربعات  

فرآیند، خروجی این  .  (Hastie et al., 2009)  کار رفتویژگی به
که  مجموعه  بود  اقلیمی  و  هیدرولوژیکی  متغیرهای  از  فشرده  ای 

کاهش داد و زمینه    ضمن حفظ بیشترین اطلاعات، پیچیدگی مدل را 
 .یابی به مدلی پایدارتر و تفسیرپذیرتر فراهم ساخترا برای دست

 

-RFر )مدل جنگل تصادفی همراه با انتخاب ویژگی توکا 

SFM ) 

این  د اهمیت   مدلر  بر  مبتنی  توکار  ویژگی  انتخاب  روش  از 

در ترکیب با الگوریتم جنگل تصادفی استفاده شد.   (SFM) متغیرها
به ویژگی  انتخاب  فرآیند  توکار،  رویکردهای  و  در  درونی  صورت 

می هم  انجام  مدل  آموزش  با  روشزمان  برخلاف  و  های شود 
اجرای مکرر مدل در چرخه  نیازمند  بازگشتپوششی،    ی نیستهای 

(Guyon and Elisseeff, 2003)  .  تصادفی جنگل  الگوریتم 
ویژگیبه اهمیت  برآورد  سازوکار  از  برخورداری  گزینهدلیل  ای  ها، 

پیاده  برای  می به  SFM سازیمناسب   ,Breiman) آیدشمار 

متغیر    .2001) هر  اهمیت  تصادفی،  جنگل  اساس    معمولادر  بر 
(  Gini/Variance Reductionا )همیزان کاهش ناخالصی گره
جایگش روش  مبنای  بر  )یا   (Permutation Importanceت 

می  خطای  .  شودمحاسبه  کاهش  در  بیشتری  سهم  که  متغیرهایی 
میپیش  دریافت  بالتری  اهمیت  دارند،  می بینی  و  توانند کنند 
ویژگیبه بهینه  زیرمجموعه  انتخعنوان   ,Breiman)  اب شوندها 

2001; Hastie et al., 2009; Liaw and Wiener, (2002  .
با تمامی متغیرها،   RF ، پس از آموزش اولیه مدلSFM  در چارچوب 

حذف    بودها از یک آستانه مشخص کمتر  هایی که اهمیت آنویژگی
می  بازآموزی  منتخب  متغیرهای  با  تنها  نهایی  مدل  و    شود شده 

(Pedregosa et al., 2011)  .  توان حفظ  ضمن  رویکرد  این 
بهبود تفسیرپذیری پیش  به  و  داده  را کاهش  پیچیدگی مدل  بینی، 

  RF-SFMمدل  مزیت اصلی   .(Molnar, 2020)د  کنکمک می 
روش به  نظینسبت  پوششی  کارایی  RFECV  رهای  محاسباتی  ، 

بسته و نویزی است، های هم بالتر و پایداری بیشتر در مواجهه با داده 
به  نیاز  بدون  و  مدل  درونی  ساختار  پایه  بر  ویژگی  انتخاب  زیرا 

 Guyon and)  گیردمی  جستجوی تکراری در فضای ویژگی انجام 

Elisseeff, 2003; Kuhn and Johnson, 2013)  .  این در 
از معیار اهمیت مبتنی بر  ، برای تعیین  مدل انتخاب ویژگی  آستانه 

شامل   RF کاهش واریانس خطا استفاده شد و ابرپارامترهای مدل
یی فرض یا تنظیم جزها و عمق بیشینه با مقادیر پیشتعداد درخت 
شدند فرآیند(Hastie et al., 2009)  انتخاب  خروجی   .RF-

SFM  مجموعه که  ،  بود  ورودی  متغیرهای  از  بهینه  بیشترین ای 
 بینی دبی جریان داشت و مبنای توسعه مدل نهاییسهم را در پیش 

RF-SFM  تقرار گرف. 

 

 مبتنی  ویژگی  انتخاب  با  همراه   پشتیبان  بردار  ماشین  مدل

 ( SVR–SFMمتغیرها ) اهمیت بر

 کاربرد ماشین بردار پشتیبان(  SVR)  رگرسیون بردار پشتیبان

پایه   بر  که  است  رگرسیونی  مسائل  کمینه در  ریسک  اصل  سازی 
می  انجام  عملکرد  (Vapnik, 1995)  شودساختاری  به  توجه  با   .

با کار  الگوریتم   SVR  پایدار و سهولت  از  به یکی  های  این روش 
پیش  در  ماشین  یادگیری  جریانکلاسیک  است ت  بینی  شده    بدیل 

Liu et al. 2014  ؛Ikram et al. 2022  .)  تابع رگرسیونیSVR  
 :بیان کرد (1) رابطه صورت توان بهمی  را

 
y=ωϕ(x)+b (1   )                                                               

.)ϕها و بایاس هستند و  ترتیب وزنبه  b و   ωکه   تابع نگاشت   (
  .کندرا به فضایی با بُعد بالتر منتقل می  xاست که فضای ورودی  

تعیین امکان برای   از پیش  تابع   𝜀  شده  پذیر کردن یک خطای  در 
تابع   رابطه  به غیرحساس  -ε  هزینهرگرسیون،  تعریف    (2)صورت 

 .شودمی
 

 Lε(d, y) = |d − y|ε = max⁡(0, |d − y| − ε) (2)        
 

بین مقادیر هدف    اختلافزمانی برابر با صفر است که    هزینه  تابع
d و مقادیر خروجیy     هدف باشد. مجاز خطای در محدوده SVR   

بوده  (  flatت )است که تا حد امکان تخ  بهینه  یافتن یک ابرصفحه
 ,Smola and Schölkopf) آن حداقل باشد هزینهو مقدار تابع 

مسئله  (.   2004 رو،  این    تواند می   سازی بهینهاز 

 شود:  نوشته( 3)رابطه  صورت به
 

min f =
1

2
‖ω‖2 + C∑ |d − y|ε

N
i=1 (3)                                 

تخت بودن تابع رگرسیون  ω‖2‖   کمینه شدن عبارت جریمه
یک ثابت است که توازن   C و   هانمونه اندازه    N.  کندرا تضمین می 

را    شده تعیین  پیش  از های بیش از آستانه بین تختی مدل و انحراف 
می  )کنمشخص  که  .(Hao and Bai 2023د  آنجا   SVR از 

ندارد، در    ویژگیاهمیت    معیارطور ذاتی سازوکار مستقیمی برای  به
 ها بر پایه یک مدل پشتیبان مبتنی بر درختاهمیت ویژگی  مدلاین  

تصادفی چارچوب  جنگل  قالب  در  و سپس  برای   SFM استخراج 
در این فرآیند،    کار گرفته شد.انتخاب زیرمجموعه بهینه متغیرها به 

هایی که اهمیت متغیرها برآورد و ویژگی  ابتدا اهمیت نسبی تمامی
   SVR شده بود حذف گردید، سپس مدل  ها کمتر از آستانه تعیینآن

شد داده  آموزش  منتخب  متغیرهای  با  در    .تنها  رویکردی  چنین 
به   هایمطالعه ترکیب  مختلف  برای  متداول  راهکار  یک  عنوان 
نتخاب  های اهای غیرخطی فاقد معیار اهمیت درونی با روشمدل

  . Guyon and Elisseeff, (2003)ت  ویژگی گزارش شده اس
 ، Cپارامترهای اصلی شامل  ،  RBF  با کرنل SVR هایدر نسخه 

ε    عرض کرنل  و (𝛾  هستند که ) ها به  کنترل گستردگی نگاشت داده
بالتر   بعُد  با  دارند فضای  عهده  بر   را 

 (Smola and Schölkopf, 2004).   این پژوهش انتخاب    در 
  شد انجام  و آزمون و خطا فرض مناسب این پارامترها با مقادیر پیش 



 

 

بهینه   عملکرد مدل  آموزش SFM کارگیریبه   گردد.تا  از   پیش 

SVR  به هم ویژگی، حساسیت مدل  ابعاد فضای  خطی  با کاهش 
اگرچه   .متغیرها را کاهش داده و پایداری عددی آن را بهبود بخشید

SVR  مجموعه نشان  داده   در  قبولی  قابل  عملکرد  کوچک  های 
دهد، اما حساسیت بالی آن نسبت به انتخاب پارامترها و تابع  می

به   نسبت  هیدرولوژیکی  پیچیده  مسائل  در  را  آن  پایداری  هسته، 
 دهد.های تجمیعی کاهش می مدل

 

 (LASSO)رگرسیون لاسو 

با اعمال    است که  یافتهتعمیم خطی    یک مدل   رگرسیون لسو
دهد  برخی ضرایب را به صفر کاهش می   جریمه بر ضرایب رگرسیون،

  . شودصورت توکار فراهم می و بدین ترتیب امکان انتخاب ویژگی به
این روش ضرایب رگرسیونی   برآورد می گونهبه   𝛽در  شوند که  ای 

مجمو  آنکه  بر  مشروط  گردد،  کمینه  باقیمانده  مربعات  ع  مجموع 
 برآورد ضرایب بیشتر نشود.  مطلق ضرایب از یک مقدار ثابت    مقادیر

𝛽 تواند بهشود که می محاسبه می مربعات حداقل با روش  معمولا-
 د: تعریف شو( 4)رابطه  ورت  ص

 
L(β)=‖Y-Xβ‖ (4         )                                             

 

و   Yهزینه،  تابع   L(β)که   هدف  مقادیر  ماتریس    X  بردار 
ها، یک  کنندهبینیبرای انتخاب پیش باشد.  می  ا همتغیرهای ورودی

اضافه   به آن  (5) صورت رابطه  به(  penalty termه ) عبارت جریم
 ت: شده اس
 

L(β) = ‖Y-Xβ‖ + λβ (5       )                                           
توازن بین    مثبت است. این پارامتر  جریمهپارامتر    λ  که در آن
برازش با  طوریبه   .کندکنترل میرا    سازی مدلو ساده  خطای  که 
تری میزان جریمه بر ضرایب بیشتر شده و مدل ساده    λافزایش مقدار

شود و تعداد بیشتری از ضرایب به سمت  با ضرایب کمتر حاصل می 
،  مدل لسوکه  زمانی(.  Kwon et al., 2017)  کنندصفر میل می

N  مسئله برآورد ضرایب    در نظر بگیردرا    آموزشی  جفت نمونه𝛽 
 ود: فرموله ش (6)  رابطه  صورتتواند بهمی

 

β = argmin {∑ (yi − β0 −
N
i=1

∑ βjxij
k
j=1 )

2
} ⁡⁡⁡⁡⁡⁡⁡⁡s. t⁡⁡⁡⁡⁡⁡⁡⁡ ∑ βj ≤ λk

j=1 (6)                       
زیرا این  ، باید دقت کافی صورت گیرد  λدر تعیین مقدار پارامتر

تعیین  نقش  حفظ  کننده پارامتر  و  اضافی  متغیرهای  حذف  در  ای 
به   مؤثرهای  کنندهبینیپیش  و  هم دارد  برآورد  طور  دقت  بر  زمان 

در این روش، ضرایبی که به سمت    .گذاردمی   تأثیرمانده  ضرایب باقی 
و  صفر میل می  بوده  نهایی  از مدل  متغیرها  آن  بیانگر حذف  کنند 

  شود انتخاب می   مؤثرهای  کنندهبینیای از پیش بدین ترتیب مجموعه 
(Chu et al., 2018 به لسو  رگرسیون  هم (.  عمل  طور  زمان 

اعث  دهد و این ویژگی بانتخاب ویژگی و برازش مدل را انجام می
 د.گردبرازش می بیش مؤثرافزایش تفسیرپذیری مدل و کنترل 

 

 (XGBoost)الگوریتم تقویت گرادیان شدید 

XGBoost  بهبود نسخه تصمیم  ای  درخت  الگوریتم  از  یافته 
تقویتی    :Gradient-Boosting Decision Tree)گرادیان 

GBDT  )باشدمی  (Chen and Guestrin, 2016  .) یادگیری
به یک   XGBoost باعث شده است کهاین روش  سریع و دقیق  

مدل جمله  از  داده  علوم  در  ماشین  یادگیری  برتر  سازی  مدل 
 Liu et al., 2022  ،Ko)  شناسی تبدیل شود هوا-هیدرولوژیکی

et al., 2020  ،Potdar et al., 2021)  .این   الگوریتم در 
درخت    Kهایبینیحاصل جمع پیش   ،الگوریتم، خروجی نهایی مدل
 شوند صورت تدریجی به مدل اضافه می تصمیم است که هر کدام به 

 :نوشت (7)رابطه  صورت  توان بهشده آن را می  بینیو مقادیر پیش 
 

y⁡=∑ fk(x)
K
k=1   (7       )                                                                

  برگ   هایبرگ و وزن T یک درخت با  متناظر با ساختار  fkکه  
ω  های اصلی  یکی از تفاوت.  باشدمیXGBoost   با GBDT   

 مدل  در  .کنندها از توابع هدف متفاوتی استفاده می این است که آن 

XGBoost   صورت  اضافه شده است که به نیز  جریمهیک عبارت
 د:شوبیان می  (8) رابطه 
 

Obj = ∑ l(yi, di) + ∑ Ω(fk)
K
k=1

N
i=1 (8)                              

 

آن   در  مقدار    اختلافکه    بوده   هزینهتابع    lکه  بین 
اندازه   dو مقدار هدف   yشدهبینیپیش  منظور  به .کندگیری میرا 

  .شود با بسط تیلور مرتبه دوم تقریب زده می  هزینهافزایش دقت، تابع  
که برای    است  fمجموع پیچیدگی هر تابع پایه  بیانگر    عبارت دوم،

تعریف    (9)رابطه  صورت  و به  رودبرازش به کار می جلوگیری از بیش 
 :شودمی

 

Ω(f) = γT +
1

2
𝜆‖𝜔‖2 (9)                                                       

ها  ترتیب تعداد برگهستند و به  پارامترهای جریمه  λ   و   γکه  
T    برگ  هایوزن  بزرگیو  ω  کنند )را کنترل میHao and Bai, 

برهم   XGBoostالگوریتم    .(2023 شناسایی  های  کنش قابلیت 
دارد. را  متغیرها  بین  مدل  پیچیده  پژوهش،  این     XGBoost در 

، زیرا این  به کار رفتروش انتخاب ویژگی خارجی  استفاده از  بدون  
طور ضمنی از طریق معیارهای اهمیت ویژگی و فرآیند الگوریتم به 

متغیرهای    تقویت نقش  می   مؤثر گرادیان،  ارزیابی  وجود  را  با  کند. 
-مطالعهدر بسیاری از   XGBoost عملکرد رقابتی و پایداری بالی

هیدرولوژیکی، حساسیت آن نسبت به تنظیم پارامترها و خطر    ایه
 .شودهای اصلی این الگوریتم محسوب می برازش از چالش بیش

 

 (Climatologyی )مدل کلیماتولوژ



 

 

برای    مدل پایهعنوان یک  در این پژوهش مدل کلیماتولوژی به 
کند  در نظر گرفته شد. این مدل فرض می  هاارزیابی عملکرد مدل 

پیش که   جریان  شده    بینیمقدار  با  دبی  برابر  زمانی  بازه  برای هر 
تاریخی جریان  ماه  میانگین  یا  آموزشی    طیها در همان روز  دوره 

عنوان دلیل سادگی و کاربرد گسترده به مدل کلیماتولوژی به .  است
رود  کار میبینی هیدرولوژیکی بهپیش   هایمطالعهیک مرجع پایه در  

تر، از جمله  های پیشرفته و امکان ارزیابی میزان بهبود عملکرد مدل
بینی مرجع فراهم  های یادگیری ماشین را نسبت به یک پیش روش
یافته با این مدل    های توسعه در نتیجه، مقایسه نتایج مدل   .کندمی

های پیشنهادی  زوده روشدهنده میزان ارزش اف تواند نشان پایه می 
پیش  باشددر  رودخانه  جریان   ,.Crochemore et al)   بینی 

2017; Costa et al., 2021.)    برخی روش هامطالعهدر  های  ، 
های آماری  یا مدل    (Persistence)پایه دیگری مانند مدل تداوم

ها  شوند که بررسی آن کار گرفته می سری زمانی نیز برای مقایسه به 
 در  تواند  می

 .آینده مدنظر قرار گیرد هایمطالعه
 

 معیارهای ارزیابی 

مدل  یابیارز  یبرا عملکرد  و  از    یشنهادیپ  هایدقت 
استاندارد  شاخص  ضرهای   Coefficient of)تعیین    بیشامل 

2RDetermination: (  ،خطا  مربعاتگین  انی م  شهیر  ( RMSE

Root Mean Squared Error:  ،)مطلق    نیانگیم   خطا قدر 
(Mean Absolute Error: MAE)    کارایی و  ضریب 

استفاده  Kling-Gupta Efficiency: KGE)  گوپتا-کلینگ   )
(. Gupta et al. 2009؛  Ghorbani et al. 2016)  گردید
و یک   صفر،،  صفر،  یک   بیترتبه  ارهایمع  نیا  ریمقاد  نیبهتر   یک 
براد.  هستن علاوه  مقدار  2Rی  به  بال نشان   یک ،  دقت    ی دهنده 

صفرو    ینیبش یپ پنشان  مقدار  مدل  شکست  در   یشنهادیدهنده 
(. Nagelkerke, 1991)   است   ن یانگی م  یریرپذییتغ  نییتع

ن  یهافرمول شاخص   یبرا  از یمورد  در    یهامحاسبه  نظر  مورد 
در   نیز چارچوب کلی پژوهش اند.ارائه شده  (13)تا  (10)  هایهمعادل 
 . شده است نشان (2) شکل

 

R2 = [
∑ (Moi−M̅o)(Mei−M̅e)
n
i=1

√∑ (Moi−M̅o)
2n

i=1 ∑ (Mei−M̅e)
2n

i=1

]

2

, 0 ≤ R2 ≤ 1⁡⁡ (10 )  

 

RMSE = √
1

n
∑ (Mei −Moi)

2n
i=1 ⁡ , 0 ≤ RMSE ≤ ∞⁡⁡ (11 )  

                                                                                      
MAE =

1

n
∑ |Mei −Moi|⁡,⁡⁡⁡⁡⁡⁡0 ≤ MAE ≤ ∞n
i=1  (12)          

                                                                                            
 

KGE = 1 − √(r − 1)2 + (
σei
σoi

− 1)
2

+(
M̅e

M̅o

− 1)

2

⁡⁡⁡⁡ 

⁡−∞ < KGE < 1  (13)                                                               

 

بال،   روابط  و  به  Meiو    Moiدر  مشاهداتی  مقادیر  ترتیب 
  M̅eو    M̅oهای زمانی،  تعداد گام  nام،  iمحاسباتی در گام زمانی  

ضریب   rترتیب میانگین مقادیر مشاهداتی و محاسباتی است. نیز به

σeiو  محاسباتی  و  مشاهداتی  همبستگی پیرسون بین مقادیر  

σoi
نسبت    

   محاسباتی به مشاهداتی است.  هایداده   انحراف معیار
 

 



 

 

 
Fig. 2- Overall methodological framework for monthly streamflow prediction using machine 

learning models and feature selection approaches 

های های یادگیری ماشین و روشبینی دبی ماهانه با استفاده از مدلشناسی پیشنهادی برای پیشچارچوب کلی روش -2شکل 

 انتخاب ویژگی 

 

 بحث نتایج و 
مدل به تعمیم  قابلیت  و  پایداری  دقت،  ارزیابی  های منظور 

پیش  در  یادگیری مختلف  ساختار  پنج  عملکرد  جریان،  دبی  بینی 
همراه یک مدل پایه کلیماتولوژی مورد بررسی قرار گرفت. ماشین به 

  ها در دو فاز آموزش و آزمون و با استفاده از معیارهای ارزیابی مدل
شده  . نتایج ارائه ارائه گردید  ( 3)نتایج در جدول    شد و   انجام ارزیابی 
ها تفاوت قابل توجهی در  دهد که رفتار مدلنشان می (3) در جدول

های مبتنی بر یادگیری مدلد. تمامی  تعادل میان دقت و پایداری دارن
اند. مراتب بهتر از مدل پایه کلیماتولوژی داشته ماشین عملکردی به 

منفی آزمون  KGE و   R²  مقادیر  فاز  در  کلیماتولوژی    برای مدل 
این مدل در بازتولید تغییرات دبی جریان    توان بسیار محدود   بیانگر

 تأییدای  عنوان یک خط مبنای مقایسه به   صرفاابوده و نقش آن را  
 د. گیرصورت تفصیلی مورد بحث قرار می که در ادامه به  کندمی

 

 RF-RFECV عملکرد مدل

-RF  لمدداده شده است  نشان    (3)جدول    طور که درهمان

RFECV    که  طوریدر فاز آموزش از دقت بالیی برخوردار بوده به
 =476/85  و مقدار خطایR² =954/0مقدار ضریب تعیین برابر با  

RMSE    942/31و= MAEفاز    دست آمده است. با این حال، دربه
   مقدارشود و  آزمون افت محسوسی در عملکرد مدل مشاهده می 

R²  و   675/0به یافته  بهبه MAE و  RMSE کاهش   ترتیب 

یافته   665/77و    673/155 شاخص  اند.افزایش  کاهش   همچنین 

KGE    در فاز آزمون، بیانگر    574/0  در فاز آموزش به  816/0  از
این اختلاف قابل    .است  آزمون  هایکاهش توان تعمیم مدل به داده 
می  نشان  فاز  دو  میان  که  توجه  بردهد  مبتنی  ویژگی   انتخاب 

RFECV   دست یافته    اگرچه به نقطه بهینه اعتبارسنجی متقاطع
است اما با حذف بخش قابل توجهی از متغیرهای ورودی، ساختاری  

است.   کرده  ایجاد  ساده  حد  از  می بیش  نشان  نتیجه  که    دهداین 
RFECV  تر و پایدارتر حرکت طور آگاهانه به سمت مدل ساده به
در و  به    نموده  وابستگی  کاهش  و  تعمیم  قابلیت  افزایش  ازای 

پیش  دقت  از  بخشی  همبسته،  یافتهبینی  متغیرهای   است.   کاهش 
پایداری  افزایش    کاهش پیچیدگی مدل و   باعثاگرچه این رویکرد  

شود اما بخشی از اطلاعات کلیدی لزم برای بازنمایی  ساختاری می 
و  کرده  حذف  را  رودخانه  جریان  پیچیده  دقت    دینامیک  نتیجه  در 

 RMSE درصدی 82  بینی کاهش یافته است. افزایش حدودپیش 

شدن  برابر  دو  از  بیش  م MAE و  آموزش  فاز  به  این  ؤنسبت  ید 
نمودار  نشان داده شده است    (3)طور که در شکل  همان  .مسئله است

نتایج عددی جدول    RF-RFECVپراکنش عملکرد مدل    ( 3) با 
متمرکز    y=xخوبی حول خط  همخوانی دارد. در فاز آموزش، نقاط به 

 R² شده و شیب رگرسیون نزدیک به واحد است که با مقدار بالی 

افزایش یافته و فاصله    مطابقت دارد. اما در فاز آزمون، پراکندگی نقاط
  ، مدل به بالی دبیویژه در مقادیر  شود؛ بهاز خط بهینه بیشتر می 

 و کاهش RMSE دهد که با افزایشنشان میتمایل  کم    برآورد



 

 

KGE   جدول است  (3) در  با   RF-RFECV مدل  .سازگار 
فرض های منتخب و تنظیمات پیش ای محدود از ویژگیزیرمجموعه 

ها برابر جنگل تصادفی آموزش دیده است در این مدل، تعداد درخت 
ه  حداقل نمون   و عمق بیشینه    در نظر گرفته شد.  فرض()پیش   100

   k=5تعیین شد. مقدار   10با استفاده از آزمون و خطا برابر  در برگ  
کار رفت که هم تعادل مناسبی بین  رای اعتبارسنجی متقاطع نیز به ب

کند و هم در مطالعات مشابه رایج دقت و هزینه محاسباتی ایجاد می 
اگرچه موجب     RFECV کاهش بعد فضای ویژگی از طریق.  است

هم  عددی  کاهش  پایداری  افزایش  و  ظرفیت  مدل  خطی  اما  شده 
روابط   بازنمایی  برای  بارش   غیرخطیمدل  دارای  میان    تأخیر های 

این   زمانی و دبی ماهانه را محدود ساخته است. بنابراین، عملکرد 
ای گونهای روشن از مبادله میان دقت و سادگی است؛ به نمونه   ،مدل

انتخ رویکرد  تهاجمیکه  ویژگی  توان  اب  محسوس  کاهش  به  تر 
 .بینی در فاز آزمون منجر شده استپیش 

 

 RF-SFM  عملکرد مدل

بهترین عملکرد کلی را در     RF-SFMمدل(  3)  جدول  طبق
ها ارائه داده است. این مدل در فاز آزمون به مقادیر  میان تمامی مدل

بالی است   KGE=934/0و   2R=926/0  بسیار  یافته  که  دست 
پیشنشان مقادیر  بین  مناسب  بسیار  تطابق  و شده    بینیدهنده 

ه نظر  از  می ممشاهداتی  بایاس  و  واریانس  مقادیر  .  باشدبستگی، 

بیانگر   MAE = 967/43و  RMSE =067/74  پایین خطا شامل 
کاهش   و  جریان  دبی  تغییرات  دامنه  بازتولید  در  مدل  بالی  توان 

میان معیارهای آموزش و آزمون    کم بینی است. فاصله  خطای پیش 
توانسته بدون بیش نشان می تعادلی مطلوب  دهد که مدل  برازش، 

(  3)طور که در شکل همان .میان دقت و قابلیت تعمیم برقرار نماید
درجه در    45نقاط در اطراف خط    پراکندگینشان داده شده است  

جریان  سازی دبی  نمودار آزمون بیانگر توانایی مناسب مدل در شبیه 
و شیب رگرسیون نزدیک به واحد،   y=xتمرکز نقاط حول خط    .است
  .دهد در بازنمایی رفتار واقعی جریان را نشان می RF-SFM توانایی
های منتخب  ویژگی  ای ازاستفاده از زیرمجموعه  با RF-SFM مدل

شده    باعثآموزش دیده است. این سازوکار  SFM   و راهبرد توکار
ای غنی از متغیرهای ورودی، گیری از مجموعه که مدل ضمن بهره

برای  مناسبی  ظرفیت  و  کند  اجتناب  غیرضروری  پیچیدگی  از 
های دارای تأخیر زمانی و دبی بازنمایی روابط غیرخطی میان بارش 

باش داشته  درخت  د.ماهانه  تعداد  مدل،  این  برابر  در    100ها 
بیشینه  ،  فرض()پیش  برگ  حداق  و عمق  در  نمونه  از  ل  استفاده  با 

  بنابراین تعیین شد.    پنجنیز برابر     kو مقدار   10آزمون و خطا برابر  
های  ای موفق از ترکیب قدرت یادگیری مدل نمونه   RF-SFMمدل

ای  عنوان گزینهتواند به تجمیعی با انتخاب ویژگی هدفمند است و می
پیش  برای  اعتماد  مقابل  جریان  دبی  عملیاتی  پیشنهاد  بینی  اهانه 

 .شود
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Fig. 3- Scatter plot of observed and simulated values from streamflow prediction models in the 

training and testing phases 

بینی دبی جریان در فاز آموزش و آزمون های پیشمدل  از حاصل   محاسباتی و مشاهداتی مقادیر پراکنش نمودار -3شکل 

 

 بر اساس معیارهای آماری در فازهای آموزش و آزمون جریان بینی دبیهای پیشمدلتحلیل نتایج  -3جدول 

Table 3- Analysis of the results of streamflow prediction models based on statistical criteria in the 

training and testing phases 

Test  Train 
Method 

KGE MAE RMSE 2R  KGE MAE RMSE 2R 

0.574 77.665 155.673 0.675  0.816 31.942 85.476 0.954 RF-RFECV 

0.934 43.967 74.067 0.926  0.814 23.252 87.276 0.953 RF-SFM 

0.048 78.196 246.922 0.182  -0.092 80.035 378.169 0.109 SVR-SFM 

0.765 46.402 94.876 0.879  0.966 38.695 78.300 0.962 LASSO 

0.629 47.988 118.039 0.813  0.998 3.517 4.737 1 XGBoost 

-0.216 106.606 275.388 -0.017  -0.195 102.245 390.771 0.048 Climatology 

 

 SVR-SFM  عملکرد مدل

ترین عملکرد را در  ضعیف   SVR-SFMمدل (3)طبق جدول 
  داده است. مقادیر بسیار پایین   ارائه های یادگیری ماشین  میان مدل 

182/0=2R  048/0 و=KGE  در فاز آزمون، همراه با خطای بال  
(922 /246=RMSE  ،)  شکل در  نقاط  گسترده  و    (3)پراکندگی 

آن  زیاد  ایده فاصله  خط  از  در  نشانآل  ها  مدل  این  ناتوانی  دهنده 
روابط غیرخطی پیچیده بین متغیرهای هیدرولوژیکی و دبی    ییبازنما

است ایده  .جریان  از خط  نقاط  زیاد  توان  y=xآل  فاصله  کاهش   ،

میپیش  تأیید  را  مدل  مدل    .کندبینی  ضعیف  را   SVRعملکرد 
 توان به سه عامل اصلی نسبت داد: می
 بینی جریان رودخانه ماهیت حدی و بسیار غیرخطی پدیده پیش -
 ها به انتخاب پارامترها و مقیاس داده SVRحساسیت  -
هسته   - اثرات    RBFمحدودیت  پیچیده  ترکیب  بازنمایی  در 

 بارش، رطوبت خاک و تأخیرهای زمانی 
رغم کارایی در مسائل  علی  SVR  این نتایج بیانگر آن است که

کوچک  ابعاد  مجموعهبا  برای  غیرخطی  داده   تر،  رفتار  دارای  های 
دارد  محدودی  عملکرد  بال،  نوسانات  و  مسائل    شدید  در  و 



 

 

عملکرد   اغلب  حدی،  رفتار  و  بال  ویژگی  تعداد  با  هیدرولوژیکی 
 با توجه به حساسیت  های تجمیعی دارد.تری نسبت به مدل ضعیف 

SVR   کرنل عرض  پارامتر  پارامتر  ،  (𝛾)   به  این    مقدار از  برای 
به  ضفرپیش  که  شد  ویژگیاستفاده  اساس  بر  خودکار  های طور 

داده می   یآموزش  هایآماری  این  تعیین  بهگردد.  افزایش    رویکرد 
برازش در مقایسه با انتخاب  و کاهش خطر بیش   مدل   قابلیت تعمیم 
 و  C مانند سایر ابرپارامترهای مدل  .کار گرفته شدبه  γ مقادیر ثابت

ε    در نظر گرفته شد  1/0و    1ترتیب  آزمون و خطا بهبا استفاده از  نیز .  
قبل از آموزش، ابعاد فضای ویژگی را کاهش داده   SFM استفاده از

خطی متغیرها را کم و پایداری عددی آن را  و حساسیت مدل به هم 
 .افزایش داده است

 

 LASSO  عملکرد مدل

جدول   می  (3)نتایج  کهنشان  عملکرد   LASSOمدل    دهد 
پیش د پایداری    نسبتاا مقادیرر  است.  کرده  ارائه  جریان  دبی   بینی 

879/0= R²    0/ 765و= KGEدهد که این  در فاز آزمون نشان می
مدل توانسته الگوی کلی تغییرات دبی را تا حد مناسبی بازتولید کند. 

  MAE = 402/46و  RMSE =876/94  با این حال، مقادیر بالتر 
سازی  محدودیت این مدل در شبیه   بیانگر   RF-SFMمدل  به  نسبت

است جریان  دبی  شدید  تغییرات  و  غیرخطی  نتایج  .  رفتارهای  این 
پیچیدگی    ش  در کاه LASSO دهد که با وجود توانایینشان می 

بیش کنترل  و  ساده مدل  و  خطی  ماهیت  باعث    برازش،  آن  شده 
بهمی جریان  غیرخطی  الگوهای  از  برخی  مدل شود  سازی  درستی 
های ساده  ای مناسب برای تحلیل گزینه  LASSO  نوند. بنابراینش

های غیرخطی تجمیعی  و تفسیرپذیر است اما دقت آن نسبت به مدل
نشان  (  3)طور که در شکل  همان  .و انتخاب ویژگی توکار، کمتر است

است   شده  مشاهداتیداده  و  محاسباتی  مقادیر  پراکنش   نمودار 

LASSO تمرکز نقاط حول خط   بیانگر  y=x  است که با مقادیر 

R²  و KGE 01/0برابر    همخوانی دارد. ضریب جریمه(  3)  جدول  
های  فرض و بررسی که با توجه به مقادیر پیش   در نظر گرفته شد

گردید انتخاب  مدل  نتایج،  اولیه  محدود.  اما  پایدار   عملکرد 

LASSO   میرا میارائه  نشان  و  برای کند  مدل  این  که  دهد 
ای ساده و قابل تفسیر  دبی جریان ماهانه، گزینه  بینی عملیاتیپیش 

جریان  غیرخطی  و  شدید  تغییرات  دقیق  بازنمایی  برای  اما  است 
 .ترین انتخاب نیستمناسب 

 

 XGBoost  عملکرد مدل

جدول  همان در  که  است    ( 3)طور  شده  داده  مدل  نشان 
XGBoost    است   داشتهبالترین میزان برازش در فاز آموزش را  

(1=2R  ،998/0 =KGE )    که بیانگر توان بسیار بالی این الگوریتم
. با این حال، کاهش عملکرد در فاز  استهدر یادگیری ساختار داده 

خطاها (  2R  ،629 /0=KGE=813/0)   آزمون افزایش    و 
(039 /118= RMSE  988/47و=MAE  )بروز  نشان دهنده 

می بیش قابل   .باشدبرازش  عملکرد  اختلاف  بین    های داده   توجه 

و  XGBoost دهد که پیچیدگی بالیآموزش و آزمون نشان می
می  پارامترها  تنظیم  به  آن  مجموعهحساسیت  در  های داده   تواند 

این نتیجه    .کاهش قابلیت تعمیم شود  باعثهیدرولوژیکی محدود  
که  می  تأکید الگوریتم کند  مجموعه  حتی  در  نیز  قدرتمند  های 
بیش داده  مستعد  پرنوسان،  و  محدود  هیدرولوژیکی  برازش  های 

درهمانهستند.   که  است    (3)شکل    طور  شده  داده  نمودار  نشان 
دهد نشان می XGBoost پراکندگی مقادیر محاسباتی و مشاهداتی

اند، اما  متمرکز شده  y=xخوبی حول خط که در فاز آموزش نقاط به 
مقادیر   و برخی  یافته  افزایش  نقاط  پراکندگی  فاز آزمون  بالی  در 

 و افزایش KGE اند که با کاهشبرآورد شده  صورت کم به  دبی،

RMSE   و MAE  مدل  ی  پارامترها  .خوانی داردهم  (3) در جدول
درخ تعداد   100برابر     هات شامل 

  0/ 1  نرخ یادگیری  ، ششبرابر  عمق بیشینه هر درخت    فرض(،)پیش 
پارامترجریمه    .در نظر گرفته شد  یک ( برابر  λها )و جریمه وزن برگ

در نظر گرفته شد تا هیچ محدودیتی برای    صفربرابر  ( نیز  γها ) برگ
های جدید اعمال نشود و مدل توانایی کامل در یادگیری  ایجاد برگ 
داده  باشدساختار  داشته  آموزش  فاز  در  اساس  ا  .ها  بر  مقادیر  ین 

از تنظیمات پیش  اند تا  انتخاب شده   آزمون و خطافرض و  ترکیبی 
.  شود   ایجادرازش  بتعادل مناسبی بین دقت آموزش و مدیریت بیش

اند دقت بالیی در آموزش ایجاد کنند  این تنظیمات پیچیده توانسته 
با وجود دقت بالی آموزش، محدودیت مجموعه داده باعث شد مدل  

، نشان  نتایجاین  .در فاز آزمون همان عملکرد آموزش را حفظ نکند
-می  تأکید است و     XGBoostقدرتمند اما حساس  دهنده عملکرد

کهک پیش ا  ند  برای  مدل  ماهانه،  ین  جریان  دبی  عملیاتی  بینی 
نیازمند  علی آموزش،  در  بال  دقت  تنظیم    توجهرغم  در  ویژه 

 .برازش استابرپارامترها و مدیریت بیش 
 

 مدل کلیماتولوژی 

ها  ترین عملکرد را در میان تمامی مدل مدل کلیماتولوژی ضعیف 
  مقادیر   است  نشان داده شده  (3)طور که در جدول  همان نشان داد.  

017/0-=R²  ،388/275=RMSE  ،606/106= MAE  216/0و -
= KGE    نشاندر آزمون  در  فاز  مدل  این  کامل  ناتوانی  دهنده 

کند ین نتیجه تأیید میا  .بازتولید دامنه و نوسانات دبی جریان است
مدل  از ساختار  که  فراتر  معناداری  اطلاعات  ماشین  یادگیری  های 

داده  ساده  استخراج می زمانی  در شکل  همانکنند.  ها  که    ( 3) طور 
 تقریباا نمودار پراکندگی نقاط مدل کلیماتولوژی  نشان داده شده است  
ندارد که ضعف    y=xخوانی معناداری با خط  افقی است و هیچ هم 
دهد. این  وضوح نشان میسازی دبی جریان را به این مدل در شبیه 
کند که این مدل تنها بر اساس میانگین بلندمدت دبی  نتایج تأیید می 

سالی  کند و بنابراین قادر به بازنمایی نوسانات بین در هر ماه عمل می 
رفتارهای   جریان  و  و  حدی  پیش نیست  در برای  جریان  بینی 

با توجه    .های کوهستانی و با دینامیک پیچیده، نامعتبر استحوضه 
عنوان ، مدل کلیماتولوژی صرفاا به (3)و شکل    (3)به نتایج جدول  

های یادگیری ماشین مورد  خط مبنا برای مقایسه عملکرد سایر مدل 



 

 

این بین  واضح  تفاوت  قرار گرفت.  و سایر مدل   استفاده  های مدل 
می  نشان  الگوریتم پیشرفته،  که  توانایی   هایدهد  ماشین  یادگیری 

بینی  ها را دارند و در پیش استخراج الگوهای غیرخطی و پیچیده داده
طور شفاف  این مقایسه به  د.کنندبی ماهانه کارایی بالتری ارائه می 

ی را نشان  های ساده زمانبرتری ذاتی یادگیری ماشین نسبت به مدل
بهمی صرفاا  را  مدل  این  از  استفاده  و  توجیه  دهد  مبنا  خط  عنوان 
به   کند.می آنکه روش کلیماتولوژی  پایه  با وجود  عنوان یک روش 

ارزیابی اولیه عملکرد مدل  ها مورد استفاده قرار گرفت، ساده برای 
تر نظیر  های آماری متداول های یادگیری ماشین با روش مقایسه مدل 

میهمدل زمانی  سری  درای  درک    های مطالعه  تواند  به  آینده 
مدل جامع  این  کارایی  از  پیش تری  در  منجر  ها  رودخانه  دبی  بینی 
 ود.ش

های یادگیری ماشین  لزم به ذکر است که توانایی بالی مدل
داده  و غیرخطی در  پیچیده  روابط  های هیدرولوژیکی، در استخراج 

پیچیده در صومدل با ساختار  رت عدم کنترل مناسب ممکن  های 
برازش باشند. در چنین شرایطی، مدل ممکن است  است مستعد بیش

داده  در  موجود  بهالگوهای  را  آموزش  در  های  اما  بگیرد  یاد  خوبی 
داده  به  عملکرد ضعیف تعمیم  جدید  دهد.  های  نشان  این تری  در 
خش  ها به دو بها، داده منظور ارزیابی توانایی تعمیم مدلپژوهش به 

ها بر روی مجموعه  آموزش و آزمون تقسیم شدند و عملکرد مدل
نتایج نشان داد که اگرچه برخی  .  داده آزمون مورد ارزیابی قرار گرفت

  Random Forestبرازش داشتند، اما مدل  ها تمایل به بیش مدل
پایدار و قابل قبولی در مجموعه داده آزمون    نسبتااتوانست عملکرد  

مدل بررسی  حال،  این  با  دهد.  ساده ارائه  رویکردهای های  یا  تر 
یابی به تعادل بهتر  آینده برای دست های مطالعهتواند در ترکیبی می 

  بینی و سادگی مدل مورد توجه قرار گیرد.میان دقت پیش 

 

 هادر انتخاب ویژگی RFECVو  SFMمقایسه  

به  مطالعه  این  انتخاب  نتایج  رویکرد  دو  که  داد  نشان  وضوح 
مدل  به  منجر  می   کاملاا های  سازیویژگی،  روش متفاوتی  شوند. 

SFM    بیشترین دقت متغیرهای مرتبط،  از  تعداد بیشتری  با حفظ 
به پیش  موضوع  این  داد.  ارائه  را  مدل  بینی  عملکرد  در  -RFویژه 

SFM  2=926/0که بالترین مقدار    مشهود استR   در مرحله آزمون
اهمیت    های کمبا حذف اکثر ویژگی(. در مقابل  3را ثبت کرد )جدول  

  RFECVترین متغیرها،  ای از مهم و نگه داشتن تنها زیرمجموعه 
به سمت مدل حداقلی    . این رویکردکندمدلی ساده و پایدار ایجاد می 

بینی در فاز  که کاهش قابل توجه دقت پیش   تر حرکت کردهو باثبات 
می (  2R=675/0)  آزمون توجیه  نشان  کندرا  رفتاری  تفاوت  این   .
که  می برای    RFECVدهد  که    هاییمطالعهبیشتر  است  مناسب 

تفسیرپذیری، کاهش بعد و پایداری ساختار مدل در اولویت قرار دارد  
یابی به حداکثر دقت  انتخاب مناسبی برای دست SFMکه  در حالی
دهد که انتخاب مدل  این نتایج نشان میبینی عملیاتی است.  پیش 

انجام شود: برای پیش  بینی عملیاتی با باید بر اساس هدف نهایی 
ویژگی در سازی پایدار و کم برای مدل،  RF-SFMبیشترین دقت،  

علمی  تحلیل  تحل،  RF-RFECVهای  و  یل برای  خطی  های 
های بسیار منعطف با  شود و برای مدلانتخاب می   LASSOساده،

این    .شودکار گرفته میبه   XGBoostبرازش،ریسک بالی بیش 
سازی دبی جریان، یک  دهد که در مدلوضوح نشان می مقایسه به 

بنیادی میان دقت پیش  و تفسیرپذیری وجود  مبادله  پایداری  بینی، 
 .  تانتخاب رویکرد مناسب وابسته به اهداف پژوهش اسو  دارد 

 

 دیاگرام تیلور

ها شامل  زمان سه جنبه اصلی عملکرد مدل منظور ارزیابی هم به
همبستگی، واریانس نسبی و خطای کلی از نمودار تیلور استفاده شد.  

مقایسه بصری مدل این   اساس سه شاخص  نمودار امکان  بر  را  ها 
شده    آماری شامل ضریب همبستگی پیرسون، انحراف معیار نرمال

عنوان یکی از ابزارهای  کند و بهفراهم می و خطای میانگین مربعات  
مدل  ارزیابی  در  می استاندارد  شناخته  هیدرولوژیکی    شود های 

(Taylor, 2001)  . به موقعیت نقطه  نزدیکی هر  این نمودار،  در 
داده مرجع بیانگر عملکرد بهتر مدل از نظر بازتولید الگوی تغییرات  

طور که در  نهما  .(Gleckler et al., 2008)  دبی جریان است
( است  4شکل  شده  داده  نشان  ترین  نزدیک   RF-SFMمدل ( 

موقعیت را به نقطه مرجع دارد و بیشترین همبستگی و انحراف معیار  
این امر توانایی بالی این مدل در  .  مشابه با مشاهدات را داراست

را نشان  زمان دامنه نوسانات و ساختار زمانی دبی جریان  بازنمایی هم 
 و   R²  مبنی بر مقادیر بالی  (3)ا نتایج عددی جدول  و ب  دهدمی

KGE   مدل    است.سازگاری مقابل،  اگرچه    RF-RFECVدر 
می نشان  قبولی  قابل  نقطه همبستگی  از  بیشتری  فاصله  اما  دهد، 

دلیل  کننده کاهش بخشی از اطلاعات مؤثر به   مرجع دارد که منعکس
پیشین نیز   هایمطالعههاست؛ رفتاری که در  حذف تهاجمی ویژگی

روش استبرای  شده  گزارش  حداقلی   Kuhn and)  های 

Johnson, 2013  .)مدلXGBoost     انحراف دارای  نمودار  در 
بزرگ  که  معیار  است  مرجع  از  محسوس  فاصله  و  واحد  از  تر 

بیشنشان احتمال  و  حد  از  بیش  واریانس  می دهنده  باشد؛  برازش 
ر صورت تنظیم نامناسب  های گرادیان تقویتی دای که در مدل مسئله 

است رایج   .(Chen and Guestrin, 2016)  ابرپارامترها 
مناسبی     LASSOمدل اگرچه همبستگی  و  دارد  میانی  موقعیتی 

است  کرده  به   ایجاد  ماهیاما  کامل  ت  دلیل  بازنمایی  به  قادر  خطی 
نبودهغیررفتارهای   دبی   .(Tibshirani, 1996)  است  حدی 

بهضعیف  مربوط  عملکرد  پای   SVR-SFMمدل  ترین  مدل   ه و 
کلیماتولوژی است که با همبستگی پایین و انحراف معیار نامتناسب،  

سازی روابط غیرخطی پیچیده حوضه تأیید  در شبیه را  ها  ناتوانی آن 
تأیید میبه.  کندمی تیلور  انتخاب  طور کلی، تحلیل نمودار  کند که 

ها دارد؛ لای در موقعیت مدکننده روش انتخاب ویژگی نقش تعیین
با حفظ اطلاعات بیشتر، به نقطه مرجع     SFMکه رویکردطوری به

پیش نزدیک برای  و  شده  مناسب تر  عملیاتی  در بینی  است،  تر 
ساده   RFECVکهحالی مدلی  از  به سمت  بیشتر  فاصله  با  اما  تر 

و   دقت  میان  مبادله  اصل  با  یافته  این  است.  کرده  حرکت  مرجع 



 

 

مدل در  دارد سازی  تفسیرپذیری  همخوانی    هیدرولوژیکی 
(Molnar, 2020).   

شده و   مقایسه دبی مشاهده  نیز  (5) نمودار سری زمانی شکل  
کشکا  بینیپیش  ایستگاه  در  را  می -نشده  نشان  دهد. پلدختر 
فصلی    RF-SFMمدل روندهای  و  زمانی  الگوی  است  توانسته 

بازه  اغلب  در  و  کند  بازتولید  مناسبی  دقت  با  را  تغجریان  ییرات  ها 
مقادیر   مناسب  تطابق  نماید.  دنبال  را  دبی  کاهشی  و  افزایشی 

دهنده توانایی مدل در استخراج روابط  ، نشانیمحاسباتی با مشاهدات
 . گیری مؤثر از متغیرهای ورودی استحاکم بر رژیم جریان و بهره 

ریزی و مدیریت  تواند برای برنامه بینی دقیق، میاین توانایی پیش 
ارزشمند های رودخانه حوضه منابع آب در   متغیر، بسیار  رژیم  با    ای 

 .باشد

 

 
Fig. 4- Taylor diagram for comparing the performance of streamflow prediction models 

 بینی دبی جریان های پیشتیلور برای مقایسه عملکرد مدل دیاگرام -4شکل 

 

 
Fig. 5- Comparison of the time series of observed and predicted streamflow by the RF-SFM model in 

the testing phase 

 آزمون  فازدر  RF-SFM شده توسط مدل بینیشده و پیش مقایسه سری زمانی دبی مشاهده  -5شکل 
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 گیری نتیجه
شامل   ماشین  یادگیری  روش  چندین  عملکرد  پژوهش،  این  در 

تصادفی،   رگرسیونXGBoostجنگل   ، LASSO   بردار ماشین  و 
دبی  پیش  برایپشتیبان   کشکا  ماهانهبینی    مورد   پلدختر-نرودخانه 
بهبود   در  ویژگی  انتخاب  نقش  بررسی  منظوربه.  گرفت  قرار  ارزیابی
مدل دقت تعمیم  قابلیت  و  پایداری  ویژگی ،  انتخاب  رویکرد  دو  ها، 

SFM   و  RFECV  شد به گرفته  پایه    کار  مدل  یک  با  نتایج  و 
های مبتنی نتایج نشان داد که تمامی مدل  ید.کلیماتولوژی مقایسه گرد

مراتب بهتر از مدل پایه کلیماتولوژی  بر یادگیری ماشین عملکردی به 
استخراج الگوهای  در    محور های دادهبیانگر توان بالی روش دارند که  

مدل  در میان  است.  رودخانه  جریان  بر  حاکم  غیرخطی  و  ، هاپیچیده 
یابی به  بهترین عملکرد کلی را ارائه داد و با دست RF-SFM مدل

در فاز آزمون توانست تعادلی مطلوب میان   KGE و R²  مقادیر بالی
دهد  عمیم برقرار کند. این موضوع نشان می بینی و قابلیت تدقت پیش 

در کنار ساختار تجمیعی  ،  های مؤثرای غنی از ویژگیکه حفظ مجموعه 
جنگل تصادفی، نقش کلیدی در بازنمایی دینامیک پیچیده دبی جریان  

بینی در فاز  با وجود کاهش دقت پیش   RF-RFECVدر مقابل،    .دارد 
 RFECV ای کهگونهبه   ئه دادتر و پایدارتر اراآزمون، ساختاری ساده 

اهمیت، به سمت مدلی حداقلی و با  بسته و کم با حذف متغیرهای هم 
 و  SFM کند. از این رو، انتخاب میانقابلیت تعمیم بالتر حرکت می 

RFECV است؛ وابسته  مطالعه  نهایی  هدف   که طوریبه   به 

RFECV    و  کم ویژگی  های تفسیرپذیر و برای تحلیلSFM    برای
 LASSO مدل  .تر استردهای عملیاتی با حداکثر دقت مناسبکارب

عملکردی نسبتاا پایدار و قابل قبول از خود نشان داد، اما ماهیت خطی  
شبیه  در  محدودیت  موجب  تغییرات  آن  و  غیرخطی  رفتارهای  سازی 

 شدید دبی جریان شد.  
آموزش برازش تقریباا کاملی ارائه    ازاگرچه در ف    XGBoost مدل

نشان آزمون  فاز  در  عملکرد  افت  اما  این  داد،  بالی  دهنده حساسیت 
های  داده   برازش در مجموعه پارامترها و بروز بیش ابر  الگوریتم به تنظیم

مدل ضعیف  عملکرد  همچنین  است.  محدود  -SVR هیدرولوژیکی 

SFM های دارای رفتار  ه که این روش در مواجهه با داد   نیز نشان داد
مدل به  نسبت  کمتری  کارایی  بال،  نوسانات  و  شدید  های  غیرخطی 

طور کلی، نتایج این مطالعه  به  .تجمیعی مبتنی بر درخت تصمیم دارد
ها  طور مطلق برتر از سایر روش دهد که هیچ مدل واحدی به نشان می

مدل نهایی  عملکرد  و  راهبنیست  الگوریتم،  نوع  از  ترکیبی  به  رد  ها 
های این پژوهش  انتخاب ویژگی و هدف کاربردی وابسته است. یافته

سازی و روش انتخاب ویژگی در  بر اهمیت انتخاب آگاهانه ساختار مدل 
عنوان راهنمایی  تواند به بینی دبی جریان رودخانه تأکید داشته و میپیش 

بینی دقیق، پایدار و قابل تعمیم در  های پیش عملی برای توسعه مدل 

بهرهیریت  مد گیردبرداری  و  قرار  استفاده  مورد  آب  در    .منابع 
آپژوهش مدل به   تی،های  ادغام  کارگیری  عمیق،  یادگیری  های 
سنجشداده  حوضه  از  های  فیزیکی  متغیرهای  و  توسعه    و   دور 

انتخاب ویژگی می تواند به بهبود دقت و قابلیت رویکردهای ترکیبی 
مدل پیش تعمیم  جریان  های  دبی  ارزیابی بینی  همچنین  شود.  منجر 

مدل  تحت  پایداری  درک  سناریوهایها  متفاوت،  زمانی  و   اقلیمی 
فراهم خواهد    های هیدرولوژیکیها در سامانه تری از عملکرد آن جامع 
 آورد.

 

 تضاد منافع نویسندگان 
دارند که هیچ گونه تضاد منافعی  نویسندگان این مقاله اعلام می 

 در خصوص نگارش و انتشار مطالب و نتایج این پژوهش ندارند.    

 

 منابع مالی 
نویسندگان هیچ گونه حمایت مالی برای تحقیق، تالیف و انتشار  

 این مقاله دریافت نکردند. 
 

 هادسترسی داده
داده  و   دیتول  یهامجموعه  مطالعه    لی تحل  ای  شده  در طول  شده 

نو از  معقول،  در دسترس    سندهیحاضر، در صورت درخواست  مسئول 
 هستند. 
 

 مشارکت نویسندگان 

تجزیه و    ها،داده  آوری مریم میربیک سبزواری، جمع  نویسنده اول: 

 ها، نگارش مقاله. تحلیل داده

  تحلیل   و   پوده، استاد راهنمای اول، تجزیهحسن ترابی   نویسنده دوم: 

 .هاداده

بررسی   نویسنده سوم:  دوم،  مشاور  استاد  دولتشاهی،  باقر    محمد 

 نتایج. 

استاد راهنمای دوم، اصلاح    آبی،امیر حمزه حقی  نویسنده چهارم: 

 مقاله.

 عباس ملکی، استاد مشاور اول، بررسی مقاله.  نویسنده پنجم: 

 

 تشکر و قدردانی 
تشکر  این  به و  تقدیر  مراتب  مقاله  نویسندگان  از  وسیله  را  خود 

دلیل در اختیار قرار دادن آمار و  ای استان لرستان به شرکت آب منطقه 
 یند. نمااطلاعات مورد استفاده در این پژوهش ابراز می 
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Abstract  
Accurate prediction of river flow remains a major challenge in hydrological systems due to nonlinear 

relationships and temporal variability governing streamflow behavior. Machine learning algorithms are 

increasingly used for this purpose because of their strong capability in modeling complex nonlinear interactions 

among hydrological variables. However, when a large number of input predictors are used, model complexity, 

computational cost, and the risk of overfitting increase, highlighting the importance of applying effective feature 

selection methods. 

This study evaluates the impact of different feature selection strategies on the performance of machine 

learning models for monthly streamflow prediction of the Kashkan–Poldokhtar River. Two feature selection 

approaches SelectFromModel (SFM), based on model-derived feature importance, and recursive feature 

elimination with cross-validation (RFECV) were implemented alongside the inherent feature-handling 

mechanisms embedded within certain algorithms. Four machine learning models, including Random Forest (RF), 

Extreme Gradient Boosting (XGBoost), Least Absolute Shrinkage and Selection Operator (LASSO), and Support 

Vector Regression (SVR), were trained and tested. Their performances were evaluated using R², RMSE, MAE, 

and KGE metrics and compared with a climatology baseline. Results show that feature selection significantly 

influences the predictive capability of machine learning models. The RF–SFM model achieved the best testing 

performance (R² = 0.926, KGE = 0.934), demonstrating the effectiveness of SFM in identifying key predictors 

and improving forecast accuracy. The RF-RFECV model produced a simpler and more stable structure by 

iteratively removing less important features, making it suitable for interpretation and scientific analysis. XGBoost 

showed a tendency toward overfitting, while SVR exhibited the weakest performance on this dataset. Comparison 

with the climatology baseline confirmed the superiority of machine learning methods in representing complex 

hydrological dynamics. 

Overall, selecting appropriate feature selection strategies is essential for balancing predictive accuracy and 

model simplicity and can improve operational streamflow forecasting and support water resources management. 

 

Introduction 

Accurate streamflow prediction is essential for water resources management, reservoir operation, 

and mitigation of flood and drought impacts. Traditional statistical models are limited by linear 

assumptions and data stationarity, reducing their ability to capture nonlinear behaviors and extreme 

events. In contrast, machine learning algorithms have gained widespread attention for streamflow 



 

 

forecasting due to their ability to extract complex patterns and adapt to non-stationary processes, 

although their performance strongly depends on input data quality and feature selection (Mosavi et al., 

2018; Shen, 2018). This study focuses on monthly streamflow prediction at the Kashkan-Poldokhtar 

River station in Iran, comparing two feature selection strategies, SelectFromModel (SFM), Recursive 

Feature Elimination with Cross-Validation (RFECV), along with an embedded feature selection 

approach within four machine learning algorithms RF, XGBoost, LASSO, and SVR to evaluate a 

balance between predictive accuracy and operational generalization. 

 

Methodology 

The Kashkan river catchment (7,950.2 km²) located in southwestern Iran, is a sub-basin of the 

Karkheh River. Monthly precipitation data from nine meteorological stations and streamflow data from 

two hydrometric stations were used. The input variables included current and lagged precipitation for 

up to three previous months P(t), P(t−1), P(t−2), P(t−3) and upstream streamflow at the Kakareza 

station, while the target variable was monthly streamflow at the Kashkan-Poldokhtar station. The study 

period spans from december 1969 to september 2024, resulting in 633 samples after data quality 

control. All preprocessing and modeling procedures were implemented in Python. 

Five machine learning approaches were evaluated, including Random Forest combined with recursive 

feature elimination (RF-RFECV), Random Forest with SelectFromModel (RF-SFM), Support Vector 

Regression with feature selection (SVR-SFM), LASSO regression, and XGBoost. In addition, a 

climatology-based baseline model. 

Random Forest (RF) is an ensemble tree-based algorithm used for modeling nonlinear relationships 

while minimizing overfitting (Breiman, 2001). The RF-RFECV model combines Random Forest with 

recursive feature elimination to select an optimal subset of predictors (Guyon et al., 2002). RF-SFM 

utilizes Random Forest for both prediction and embedded feature selection by prioritizing key variables 

(Molnar, 2020). In the SVR-SFM approach, feature importance is ranked to select the most relevant 

inputs for training the Support Vector Regression (SVR) model (Smola and Schölkopf, 2004). LASSO 

regression employs regularization to perform automatic feature selection and coefficient shrinkage 

(Kwon et al., 2017). XGBoost is a gradient-boosted decision tree algorithm optimized for high 

predictive accuracy and model complexity control (Chen and Guestrin, 2016). Finally, the climatology 

model uses historical monthly mean streamflow as a baseline to evaluate the performance gains of the 

machine learning models (Crochemore et al., 2017). 

 

Results and Discusspn 

Table (1) indicates that machine learning models significantly outperformed the baseline 

climatology model in predicting monthly discharge at the Kashkan-Poldokhtar station. Based on R² 

and KGE, the RF-SFM model showed the best performance, accurately capturing seasonal flow 

patterns (R² = 0.926, KGE = 0.934). The RF-RFECV model was simpler but less accurate (R² = 0.675). 

LASSO was stable but limited in representing nonlinear flow behavior (R² = 0.879). XGBoost 

overfitted the training data (R² = 1) and underperformed during testing (R² = 0.813). Both SVR-SFM 

and the climatology model exhibited the lowest accuracy. Overall, feature selection with SFM 

preserved informative variables and improved predictions, whereas RFECV produced simpler models 

with reduced accuracy. These results highlight the critical role of combining the choice of machine 

learning algorithm and feature selection method to achieve a balance between predictive accuracy and 

model generalization. 

 
Table 1- Analysis of the results of streamflow prediction models based on statistical criteria in the 

training and testing phases 

Test  Train 
Method 

KGE MAE RMSE 2R  KGE MAE RMSE 2R 

0.574 77.665 155.673 0.675  0.816 31.942 85.476 0.954 RF-RFECV 



 

 

0.934 43.967 74.067 0.926  0.814 23.252 87.276 0.953 RF-SFM 

0.048 78.196 246.922 0.182  -0.092 80.035 378.169 0.109 SVR-SFM 

0.765 46.402 94.876 0.879  0.966 38.695 78.300 0.962 LASSO 

0.629 47.988 118.039 0.813  0.998 3.517 4.737 1 XGBoost 

-0.216 106.606 275.388 -0.017  -0.195 102.245 390.771 0.048 Climatology 

 

Conclusions 

This study evaluated several machine learning models, including Random Forest, XGBoost, 

LASSO, and SVR, for monthly streamflow prediction in the Kashkan-Poldokhtar River. Two feature 

selection methods, SFM and RFECV, were also tested. All ML models outperformed the baseline 

climatology model. RF-SFM achieved the best balance between accuracy and generalization, while 

RF-RFECV produced a simpler and more stable model. LASSO and SVR showed limitations in 

capturing nonlinear flow patterns, and XGBoost was prone to overfitting. Overall, model choice and 

feature selection should align with the study’s objectives, highlighting the importance of informed 

model design for accurate and robust streamflow prediction. 
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