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 انتشار:                  پذیرش:   بازنگری:   دریافت:

 هچکید
ای  محیطی، کاربرد گستردهدلیل قابلیت بالای کنترل جریان، کاهش انرژی و سازگاری زیستپهن مستطیلی بهسرریزهای گابیونی لبه

های آزمایشگاهی و با های هیدرولیکی دارند. در این پژوهش، ضریب دبی جریان عبوری از این نوع سرریزها بر اساس دادهدر سازه

،  RF  ،SR  ،SVRبدین منظور، پنج مدل یادگیری ماشین مبتنی بر رگرسیون نظیر  بینی شد.  های یادگیری ماشین پیشفاده از مدل است

GBoostX    وatBoostC    های  شد. نتایج نشان داد که مدلداده  توسعهatBoostC  وXGBoost   بینی  در پیش را  دقت    نبالاتری

 آموزش  های خام برایداده  درصد 80  نظیر بندیکه تقسیم   نشان دادها دهند. تحلیل کلی عملکرد مدلمقادیر ضریب سرریز ارائه می

و    909/0  با  برابرترتیب  به   2R با  CatBoostو      XGBoost  هایطوری که  مدلبه  . به همراه داشته است بسیار خوبی   نتایج  مدل

در تمامی    SVRو    RF ،  SR  هایمدلاما    . نتایج را به همراه داشته است بهترین     019/0و  0/ 830  با  معادل  RMSE، و    996/0

نشان داد که نسبت آموزش    GEP  ترین عملکرد را داشتند. همچنین استخراج رابطه تجربی با استفاده از الگوریتمسناریوها ضعیف

 ای در دقت معادله نهایی دارد.کنندهنقش تعیینمدل و آزمون 
  

 .XGboost،CatBoost ، GEPسرریز گابیونی، جریان آزاد، یادگیری ماشین،  ها: کلید واژه

 

 مقدمه 
متخلخل    تیواسطه ماهبه   یونیگاب  یزهایسرر  یکیدرولیرفتار ه

  ی زهایصلب دارد. برخلاف سرر  ی زهایبا سرر  یها، تفاوت اساسآن
ا  ،یمعمول : شودی م  م یبه دو بخش مجزا تقس  انیها جرسازه   ن یدر 

عبور    از داخل بدنه متخلخل سازه  ینفوذ  انیتاج و جر  یاز رو   انیجر
  ش ی ، موجب افزاونیسطح گاب  یذات  یدر کنار زبر  ،یژگیو   نی. اکندمی

. شودیم  یجنبش  یو استهلاک مؤثر انرژ  انیجر  یآشفتگ  ریچشمگ
طراح که    نیتریدی کل  یدب  بیها، ضرسازه   نیا  یدر  است  پارامتر 

به داخل    انی. نفوذ جرگذاردی م  ریتأث  انیعبور جر  تیبر ظرف  ماًیمستق
 ریفشار ز  عی سطح آب و توز  لیبر پروف  ریعلاوه بر تأث  ز،یسرر  هبدن

صلب    ی زهایبا سرر  سهیدر مقا  ه یتخل  بیسازه، منجر به کاهش ضر
حال،    نیبا ا  .(Esmaili et.al, 2026)  گرددی با هندسه مشابه م

  ده یچیپ  تیماه  لیدلبهها  سازه   نیا  ی دب  بیضر  قیدق  ینیبش یپ
وابستگ  انیجر و  پارامترها  ی متخلخل  به  هندس  یآن  و   ی متعدد 
مصالح و   یبنددانه   دست،ن ییپا  بیارتفاع تاج، ش  رینظ  یکیدرولیه

عمدتاً    نیشیپ  هایهمطالع دشوار است.  ار یبالادست بس  انیجر  طیشرا
رفتار ف مزا  یکیزیبر شناخت  ها متمرکز  سازه   نیا  کیاکولوژ  یایو 

نشان    Kumar et. al  )5(202عنوان نمونه، پژوهش  اند. به بوده
شده، بستر دگرگون  یدارا  یها در رودخانه   یونیگاب  یزهایداد که سرر

  . دارند  یستیو بهبود تنوع ز  انیعبور ماه  ل یدر تسه  ییسزاهنقش ب
Pallavi    وHarashit  (2018)  از  ویژگی عبوری  جریان  های 
صورت تجربی مطالعه کردند.  روی سرریزهای گابیونی را بهدرون و 

متر،    7/4دو مدل  سرریز از نوع گابیونی و صلب در کانالی  به طول  
ها  متر استفاده بررسی کردند. ابعاد مدل   3/0متر و ارتفاع    21/0عرض  

ارتفاع   با مشخصات  بود  نوع گابیونی و صلب یکسان  برای  سرریز 
بندی با  متر و دو نوع دانه 1/0ر و طول مت 21/0متر، عرض   105/0

برای بررسی   ریزهسنگعنوان مصالح  متر بهمیلی   20و    16متوسط  
بر کاهش سرعت استفاده شد. نتایج نشان   هادانهسنگتأثیر اندازه  

به   نسبت  جریان  سرعت  کاهش  در  گابیونی  سرریزهای  که  داد 
یش قطر مصالح،  سرریزهای صلب مؤثرتر بودند. علاوه بر این، با افزا

  Jiang et.al (2018)هد آب بالای سرریز گابیونی کاهش یافت. 
به بررسی اثر زاویه بالادست بر رفتار جریان، ضریب دبی و ناحیه 

ذوزنقه تخت  سرریزهای  در  از  جدایش  استفاده  با  ای 
یافته   OpenFOAMافزارنرم که  پرداختند.  بود   آن  از  حاکی  ها 

تأثیر مستقیم بر ضریب دبی و الگوی جدایش دارد و  زاویه بالادست  
شود. هر دو مدل توجه رفتار جریان میتغییر آن موجب تغییر قابل

کردند     SST k–ω و    k–ε آشفتگی ارائه  بخشی  رضایت   نتایج 
خطای کمتر نشان    و  اندکی برتری     k–ω SST که  مدلطوری  به

سرریزهای    Shariq et.al  (2022)  .داد روی  بر  پژوهشی  در 
مستغرق   جریان  و  آزاد  جریان  شرایط  تحت  صلب  و   گابیونی 

ها پروفیل سطح آب بر روی آزمایشگاهی انجام دادند. آن   هایهمطالع
های مختلف بررسی کردند و نتیجه  سرریز صلب و گابیونی با تخلخل 

یب گرفتند که نسبت افت انرژی به ارتفاع تاج سرریز گابیونی بر ضر
است. تأثیرگذار  اثر شیب   ، Biabani et.al  (2022)  دبی سرریز 



 

 

های تخلخل بر نحوه جریان، ضریب  دست و ویژگیبالادست و پایین 
دبی و اتلاف انرژی در سرریزهای گابیونی بررسی کردند. نتایج نشان 

بالادست، ضریب دبی کاهش می  با کاهش شیب  اما  داد که  یابد، 
ها ضریب دبی بیشتری نسبت به  حالت  سرریزهای گابیونی در همه

اتلاف   ورودی،  دبی  افزایش  با  همچنین  دارند.  صلب  سرریزهای 
حدود   تا  کر  درصد  45انرژی  پیدا    Doustkam et.alد.  کاهش 

تاج    عملکرد،  (2024) با  تخت  متخلخل  سرریزهای  هیدرولیکی 
نتایج شیب کردند.  ارزیابی  مستغرق  و  آزاد  جریان  شرایط  در  دار 

آزمایشگاهی نشان داد که اعمال شیب در تاج سرریز باعث افزایش  
  درصد   38که شیب بالادست  طوریشود؛ به توجه ضریب دبی می قابل 

د بهتری  نسبت به نوع صلب عملکر  درصد  28دست  و شیب پایین
دار نسبت به تغییرات سطح  داشت. همچنین سرریزهای با تاج شیب

پایین  حساس آب  دقیقدست  تجربی  روابط  و  بودند  برای  تر  تری 
  بینی ضریب دبی و کاهش دبی در جریان مستغرق ارائه شد. پیش 

Alomari et.al  (2023)  با دبی  ضریب  تخمین  بررسی  به   ،
سرریزهای لبه  روی  عمق  از  مستطیلی    استفاده  پهن  لبه  گابیونی 

درصدی در ضریب    5/10دهنده افزایش  پرداخته است. نتایج نشان
،  Haghiabi et.al  )18(20  دبی نسبت به سرریزهای صلب است.

پرسپترون  عصبی  شبکه  از  استفاده  با  مثلثی  سرریز  دبی  ضریب 
  ( ANFIS)و سیستم استنتاج فازی عصبی تطبیقی  (  MLP)چندلایه  

های خطا  با شاخص   ANFISمورد بررسی قرار دادند. نتایج مدل  
بسیار    03/0و ریشه میانگین مربعات خطا    97/0یین  بشامل ضریب ت

نشان داد    ANFISبا مدل    MLPمناسب بود. مقایسه نتایج مدل  
حال ساختار مدل  که هر دو مدل عملکرد بسیار مناسبی دارند، بااین 

ANFIS  است.  بهینه کاربرد    ،Akbari et.al  )19(20تر 
با تاج بلند با   محاسبات نرم در تخمین ضریب سرریز کلید پیانویی

روش از  ،  MLP  ،GPR  ،SVM  ،GRNNهای  استفاده 

های خطی چندگانه و غیرخطی بررسی کردند. نتایج این  رگرسیون
عنوان یک روش جدید و مؤثر  به  GPRمطالعه نشان داد که روش  

 2R، 011/0برابر    RMSE بینی ضریب دبی سرریزها بابرای پیش 
ها بهترین نتایج  معرفی شد و در مقایسه با سایر روش   992/0برابر  

های یادگیری ماشین  های اخیر، استفاده از مدلرا ارائه داد. در سال 
پیش  نیز  برای  گابیونی  سرریزهای  هیدرولیکی  عملکرد  بینی 

عنوان روشی قوی  به   SVMهای مبتنی بر  یافته است. مدل افزایش 
ها در  شوند. این مدل غیرخطی شناخته میهای  برای مدیریت داده 

رودخانهپیش  دبی  و  رواناب  داشته بینی  کاربرد  کاربرد  ها  اما  اند، 
هایی  مدل ها در سرریزهای گابیونی محدود بوده است.مستقیم آن

بینی دقیق ضریب قادر به پیش   XGBoostو    CatBoostمانند  
د عملکرد  دبی و نسبت دبی عبوری هستند و در شرایط جریان آزا

روش به  نسبت  می بهتری  ارائه  سنتی   دهند.های 
Seif et.al  (2024)،    که استفاده  ابتکاری    هایروشبا   فرا 

پهن  پیش لبه  سرریزهای  برای  مستغرق  جریان  دبی  ضریب  بینی 
-MLPبررسی کردند. عملکرد مدل ترکیبی  ( PBCWs)متخلخل  

GNDO  مدل برنامه MLPهای  با  ژن،  بیان  و    (GEP)  ریزی 

مقایسه شد. نتایج نشان داد    (SNR)  رگرسیون غیرخطی استاندارد 
ترکیبی   مدل  جذر    MLP-GNDOکه  خطای  به  دستیابی  با 
مربعات   مقدار    022/0و    021/0میانگین  با    2Rو  و    0/ 964برابر 

داده   ترتیببه  954/0 مجموعه  از  برای  آزمایشی،  و  آموزشی  های 
است.    SRو    MLP  ،GEPهای  مدل داشته  بهتری  عملکرد 

Rahmanshahi et al  (2024)  عملکرد دقیق  بررسی  به   ،
متخلخل خاکریز  سرریزهای  و    (PEWs) هیدرولیکی   پرداخته 

سازه   دلیلبه  این  در  جریان  عصبی  پیچیدگی  شبکه  ترکیب  ها، 
متاهیورستیک جدید   (MLP) پرسپترون چندلایه الگوریتم  پنج  با 

برای  GWO و    GNDO  ،RUN  ،SMA،  WOAشامل   را 
آزاد  پیش  دبی  ضریب  یعنی  کلیدی  شاخص  سه  ،  (FDC)بینی 

 و ضریب کاهش دبی در شرایط غرقاب (MLI) شاخص حد مدولار

(SDRF)   مدل که  داد  نشان  نتایج  است.  کرده   معرفی 

GNDO-MLP     سایر به  نسبت  و  داشته  را  عملکرد  بهترین 
و حتی روش کلاسیک  الگوریتم    Levenberg-Marquardtها 

بهبود چشمگیری در دقت و کاهش عدم قطعیت ارائه کرده است، 
های  ای که توانست روابط غیرخطی پیچیده جریان در سازه گونهبه

 سازی کند.را باقابلیت اعتماد بالا مدل متخلخل 
Nourani et.al  (2021)  در پژوهشی با هدف تخمین دقیق ،

پهن لبه  سرریزهای  در  دبی  داده  ضریب  ابتدا  های غیرمتخلخل، 
شبیه  از  حاصل  نرمعددی  با  جریان   ANSYSافزارسازی 

FLUENT   و روش حجم محدود (FVM)   را تولید کرده و سپس
هوش   مدل  مصنوعیدو  عصبی  شبکه  و   (ANN) مصنوعی 

را توسعه داده است. برای ارتقای   (GPR) رگرسیون فرایند گاوسی
های کار گرفته شد و مدل به  (HHO)ها، الگوریتم  عملکرد این مدل 

معرفی شدند. نتایج نشان    GPR-HHOو   ANN-HHOترکیبی  
ها دقت بالاتری  نسبت به سایر مدل  ANN-HHO دادند که مدل

بینی ضریب دبی دارد و توانسته است روابط غیرخطی پیچیده  در پیش 
های بالادست  ، شیبℎ/𝐿𝑟  ،ℎ/𝑃)   مانند  بین پارامترهای هندسی

سازی  دست و شیب تاج( و ضریب دبی را با خطای کمتر مدل و پایین
 کند.

Azma et.al  )3(202،   هیدرولیکی عملکرد  بررسی  به 
دلیل تخلخل، جریان پرداخته است که به سرریزهای لبه پهن گابیونی

می  عبور  نیز  بدنه  داخل  از  تاج،  از  عبور  بر  داده علاوه  های  کند. 
مطالع  از  موجود  مدل   هایهآزمایشگاهی  آموزش  برای  ها  پیشین 

الگوریتم  و  شد  و  استفاده  ماشین  یادگیری   ensembleهای 

boosting      شاملXGBoost،  CatBoost    وGradient 

Boosting  های پایه مانند با مدلRF  وSR  مقایسه شدند. نتایج
مدل   که  دادند  تخمین    CatBoostنشان  در  را  عملکرد  بهترین 

بدنه از  ت (𝑄𝑖𝑛/𝑄𝑡) نسبت جریان عبوری    982/0یین  ببا ضریب 
مدل نیز  دبی  ضریب  تخمین  در  و    CatBoostهای  داشته 

بسیار دقیق عمل کردند،    0/ 992و    994/0  ترتیببه  XGBoost و 
ترین نتایج را درخت تصمیم ضعیف  های ساده مانندکه مدل درحالی 

 ارائه دادند. 



 

 

Nourani et al  (2023)،   مدل ماشین  از  یادگیری  های 
بینی ضریب دبی در سرریزهای گابیونی لبه  شده برای پیش نظارت 

نشان نتایج  است.  کرده  استفاده  مستطیلی  بالای  پهن  دقت  دهنده 
است. و شبکه عصبی در پیش  SVM هایمدل بینی ضریب دبی 

Tiwari et al  (2023) های مختلف یادگیری ماشین برای  ، مدل
کرد هوادهی سرریزهای گابیونی لبه پهن مستطیلی  بینی عملپیش 

نشان  نتایج  قراردادند.  شبکه موردبررسی  برتر  عملکرد  های  دهنده 
 بینی کارایی هوادهی است.عصبی عمیق در پیش 

Hameed et al  (2025)،   مدل از  استفاده  ترکیبی به  های 
سرریزهای   در  عبوری  دبی  و  دبی  ضریب  تخمین  برای  تقویتی 

نشان نتایج  است.  پرداخته  مستطیلی  پهن  لبه  دقت گابیونی  دهنده 
 بینی پارامترهای هیدرولیکی است. های ترکیبی در پیش بالای مدل 

Shakeri yousefi et al  (2025)،   پیش بررسی  بینی به 
اتلاف پایین  دقیق  گابیونی  بندهای  دست سرریزها  انرژی در سیل 

 (GEP)  ،(SVR)پرداخته است. سه مدل یادگیری ماشین شامل  
چهار   (ANN) و   که  دادند  نشان  نتایج  شدند.  مقایسه  و  توسعه 

پرش،   متوالی  عمق  هیدرولیکی،  پرش  اولیه  عمق  کلیدی  پارامتر 
اولیه   از گابیون و عدد فرود  تأثیر را بر  عمق جریان پس  بیشترین 

بهترین نتایج را   GEP اتلاف انرژی دارند. در ارزیابی عملکرد، مدل
با و  ت ارائه کرد  پایین 936/0یین  بضریب   003/0 و خطای بسیار 

 توجهی بهتر عمل کند. طور قابل به SVR و  ANN توانست از
 Khatibi et.al  (2014)،    اتلاف آزمایشگاهی  مطالعه  در 

 نویسی بیان ژنبرنامه  ای، عملکردانرژی در سرریزهای گابیونی پله 

(GEP)  های عصبی مصنوعی  را در کنار شبکه(ANN)   بررسی
روابط   دقیق  بازنمایی  به  قادر  روش  این  که  دادند  نشان  و  کرده 

 هیدرولیکی پیچیده میان متغیرهای جریان است. 
پژوه ازجمله،  همچنین سایر   ،kim et al  (2014)  شگران 

Salmasi    و  Abraham   (2020)،al  Salmasi  et  

(2021)،  Rahmanshahi   و  Shafai Bejestan (2020)،   
Azamathulla  et al  (2010) ،  Roushangar et al  

برنامه  ،20)14( مناسب  ژنعملکرد  بیان  پژوهش نویسی  های  در 
پهن،  در سرریز مستطیلی لبه ضریب دبیآزمایشگاهی از جمله برآورد  

قوسی، ضریب سرریز گابیونی  دبی سرریزهای  اوجی، ضریب  های 
انرژی در بلوک پلکانی، افت  انرژی سرریزهای  دار،  های شیبافت 

پیش بستر،  فرسایش  زبری،  کانالضریب  در  سرعت  های  بینی 
 مرکب، را تأیید کردند. 

های  عنوان مدلبه های مختلف یادگیری ماشین  تاکنون، مدل 
صلب   سرریزهای  مختلف  انواع  دبی  ضریب  برآورد  برای  جانشین 

گرفته  قرار  استفاده  از  .  اندمورد  محدودی  تعداد  تنها  حال،  این  با 
ای  اند و هیچ مطالعه بر سرریزهای گابیونی تمرکز داشته  هایهمطالع

عبوری نداده   جریان  قرار  بررسی  مورد  را  متخلخل  سرریزهای  در 
و  است.   محاسبه  با  مرتبط  عملی  مشکلات  از  ناشی  امر  این 

جریاناندازه  نوع  این  یک  گیری  کمبود  به  نهایت  در  که  هاست 
هایی منجر شده  گیریاعتماد برای چنین اندازه ی قابل داده  مجموعه 

منظور  های داده مبنا به هدف از این پژوهش استفاده از مدلاست.  
پهن مستطیلی، های گابیونی لبهبرآورد ضریب دبی گذرنده از سرریز

های آزمایشگاهی انجام  ها با داده مقایسه نتایج حاصل از این مدل 
از   استفاده  با  مزبور  پارامتر  برای  رابطه  استخراج  نهایت  در  و  شده 

 باشد. می (GEP)الگوریتم بیان ژن 
توسعه    ،یو عدد  یشگاهیگسترده آزما  هایهمطالعرغم انجام  به 
با  سازه   نیا  یدب   بیضر  نیتخم  یبرا  قیدق  یهامدل ها همچنان 

به    ن یماش  ی ریادگی  یهاکاربرد مدل  راً یرو است. اخروبه   تیمحدود
  ی در مهندس  ده، یچیو پ  یرخطیروابط غ  ییبالا در بازنما  ییتوانا  لیدل
عملکرد    یاسه یمقا  یحال، بررس  نی است. با ا  افتهی  سعهتو  کیدرولیه

پ  نینو  یهامدل کنار     یتجمع  یریادگیبر    یمبتن  شرفتهیو  در 
متخلخل،    طیبا مح  یزهایسرر  یبرا  حیصر  یلیاستخراج روابط تحل

  یقاتیاساس، شکاف تحق  نیفن محدود است. بر ا  اتیهمچنان در ادب
 قیدق  ینیبش ی پ  یبرا  نامبچارچوب جامع داده  کی حاضر، عدم وجود  

شرا  یدب  بیضر و  تخلخل  توأمان  اثر  گرفتن  نظر  در    ط یبا 
 است.   یکینامیدرودیه

راستا ا  یدر  کردن  علم  نیپر  تما  ینوآور  ،یخلأ  وجه   زیو 
ترک در  حاضر  از  ی هاداده   بیپژوهش   هایهمطالع   حاصل 

مدل   گاهیشیآزما ارزداده   نینو  یهابا  بر  علاوه  تا  است    ی ابیمبنا 
  ح، یصر  یاضیرابطه ر  کیمتخلخل،    یزهایدر سرر  انیرفتار جر  امعج
  ت یارائه گردد که قابل  یدب  بیبرآورد ضر  ی و با دقت بالا برا  نینو

 را داشته باشد.  یمهندس یهای در طراح میاستفاده مستق

 

 هامواد و روش
 تحلیل ابعادی 

توان های هیدرولیکی را نمیروابط حاکم بر بسیاری از پدیده 
تئوری  مستقیماً یا  سیالات  عمومی  قوانین  مانند  از  موجود،  های 

تحلیل   برای  کرد.  استخراج  ممنتوم،  و  انرژی  جرم،  بقای  قوانین 
هیدرولیکی جریان در سرریزهای گابیونی، ابتدا تلاش شد با استفاده  

اس  بر  و  ابعادی  تحلیل  پارامترهای  از  باکینگهام،  تئوری  اس 
بعدی برای محاسبه ضریب سرریز تعیین شوند. چندین رابطه  بدون

ارائه   مستطیلی  پهن  لبه  سرریزهای  در  جریان  دبی  محاسبه  برای 
دبی جریان روی یک سرریز لبه پهن    رابطهشکل کلی    .شده است

 .باشدمی  (1)معادله   صورت به
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 ( رابطه  )1در  و   )2  ،)(𝐻)    آب  اختلاف سطح  بین  ارتفاع 

 انرژی مخصوص و   H4   ،(𝐻𝑜)  بالادست و تاج سرریز که در فاصله 

(𝑃)  .به شکل    ارتفاع سرریز است بر    ثرؤممتغیرهای   (،1)باتوجه 
عمق آب بالادست    در شرایط جریان آزاد به   (𝐶𝑑)ضریب سرریز  

(𝐷)  ، طول سرریز(𝐿)قطر متوسط مصالح سنگی ،(𝑑50)  عرض ،



 

 

اصلی  بالادست(𝐵)کانال  در  جریان  سرعت   ،(𝑉𝑢)  تخلخل  ،
ثقل   ،(𝜑)ذرات  واحد  (𝑔)شتاب  جرم  جت لز(𝜌) مایع  حجم ، 

به  (𝜇) دینامیکی که  میاست  زیر  تابعی  رابطه  یک  توان صورت 
 نوشت: 

 
𝐶𝑑 = 𝑓(𝐵, 𝐻, 𝑃, 𝐿, 𝑉𝑢, 𝐷, 𝜌, 𝜇, 𝑔, 𝑑50, 𝜑)     (3               )  
 

گرفتن   نظر  در  متغ  (𝐿)و    (𝑉𝑢)،  (𝜌)با  عنوان    ی رهایبه 
بدون بعد را   یبر حسب پارامترها (𝐶𝑑)  یبرا یرابطه تابع ،یتکرار

 :نوشت ریز صورتبه توانیم
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 آشفتگی جریان   دلیلبه با توجه به اینکه در شرایط جریان آزاد  
توان می   ناچیز است لذا   بر پارامترهای هیدرولیکی  نیروی لزجت  اثر
رینولدز  از   کردآن صرف  (Re)عدد  می   .نظر  نتیجه بنابراین  توان 

صورت  گرفت که ضریب دبی سرریز گابیونی در شرایط جریان آزاد به 
زیر   بعد  بدون  پارامترهای  از  چارچوب  .  استتابعی  ترتیب،  بدین 

انتخاب   برای  لازم  مدل نظری  ورودی  یادگیری    هایمتغیرهای 
 .ماشین فراهم گردید

 

𝐶𝑑 = 𝑓(
𝐻

𝐿
,

𝐻

𝑃
, 𝐹𝑟,

𝑑50

𝑃
, 𝜑)   (6      )                                              
 

 تجهیزات آزمايشگاهی 

طول  آزمایش به  آزمایشگاهی  کانال  یک  در  متر،   هفتها 
آزمایشگاه هیدرولیک  متر در  سانتی  60متر  و ارتفاع  سانتی  50عرض  

گروه علوم ومهندسی آب دانشگاه فردوسی مشهد انجام شده است  
ای شیشهبه منظور امکان روئیت جریان،  های فلوم  (. دیواره2)شکل  

ثابت و برابر   سنج  است. آبراهه مجهز به دبی  001/0و شیب فلوم 
گیری جریان و سیستم اینورتر برای تنظیم برای اندازه  ولتراسونیکا

عرض آبراهه و مجموعه شبکه  باشد. سرریز مستطیلی همریان میج
کننده ورودی جریان، و نیزدریچه کشویی برای کنترل عمق آب  آرام 

لیتر بر   60  پایاب در انتها می باشد. حداکثر دبی تولیدی توسط پمپ
  گیری پروفیل سطح آب از عمق سنج مکانیکی با ثانیه است. اندازه

استفادمیلی ±  1/0 پژوهش  متر  دراین  شد.  سرریز    هشته  مدل 
های مختلف اندازه متوسط  ها با محدوده آزمایش گابیونی بررسی شد.  

تعیین  دانه سنگ برای  همچنین  انجام شد.  دبی  و  سرریز  ها، طول 
سنگ متوسط  استاندارد  دانهاندازه  روش  از  استفاده    ASTMها 

 گردید. 
آزمایش را نشان  ها مورد  بندی سنگدانه ( منحنی دانه3شکل )

دانه  دهد.می یکنواختی  سنگدانهضریب  برابر  بندی    با که    31/1ها 
عنوان مصالح  ب  3/1در حدود یک تا  ندی  بتوجه به معیار یکنواختی دانه 
 .  (Heravi et.al, 2024) یکنواخت در نظر گرفته شد 

رو  این  معیار هندسی  می  از  انحراف  تأثیر  از  با اطمینان  توان 
کرد نظر  صرف  گابیون  ذرات  اندازه  ) توزیع  جدول  در  مدل  1.   )

ارائه   پارامترهای هیدرولیکی  سریزهای مورد استفاده در آزمایش و 
 شده است.  

 
Fig. 1- Hydraulic parameters in a rectangular Broad-Crested gabion weir 

 ی لیهن مستطپلبه ی ون یگاب زي در سرر یکیدرولیه یپارامترها -1شکل 



 

 

 
Fig. 2- Laboratory channel and speed measuring instrument 

 گیری سرعت کانال آزمايشگاهی و ابزار اندازه  -2شکل 
 

 
Fig. 3 - The used grading curve 

 بندی مورد استفادهمنحنی دانه -3شکل 

 

 های سرريز محیط متخلخل مورد استفادهمدل -1جدول 

Table 1- Porous media overflow models used 

Range Dimension Parameters 

10-60 L/s Intake discharge, 𝑄 

300,600 mm Length, 𝐿 

200 mm hight , 𝑃 

10.8, 18.5, 28.4, 37.8 mm Grain size, 𝑑50 

28.6, 34.5, 36, 41 dimensionless Porousity, 𝜑  

 
 های داده مبنا استفاده شدهمدل

های ویژه مدلو به (Ensemble) های تجمیعیکاربرد مدل  
پیشرفته  و  مانندجدیدتر  به  CatBoost و  XGBoost تری  نیز 
رو، در این مقاله  محدود بوده است. از این   هاه مطالعتعداد محدودی از  

مدل  برخی  پایه شامل  از  پشتیبان  رگرسیونهای    (SVR)  بردار 

از جمله جنگل  به است؛  استفاده شده  همراه چندین مدل تجمیعی 
،  baggingعنوان یک مدل تجمیعی مبتنی بر  به  (RF)تصادفی  

  دل مختلف مبتنی بر تقویت دو م ، و (SR)تجمیعیرگرسیون مدل 
Boosting   مدل مدل  XGBoost شامل  و   ،oostCatB   

ادامه مدلمی در  استفاده تشریح شدهباشد که  برای  های مورد  اند. 
برای مدلمدل پایتون  نویسی  برنامه  زبان  از  بر  های  سازی  مبتنی 

  pandasل  های اصلی شام های رگرسیونی به کمک کتابخانهدرخت

های یادگیری ماشین از جمله  و کتابخانه  2.3.1نسخه    numpyو  
scikit-learn    1.8.0نسخه ،  RandomForestRegressor، 

sklearn.svm،  CatBoostRegressor    زبان    1.2.8نسخه و 
نسخه  برنامه متلب  مدل  2018نویسی  و    SVRهای  برای 

XGBoost  .استفاده شد 

 

 Random Forest  (RF)مدل

ای از  یک روش گروهی است که مجموعه  جنگل تصادفیمدل  
و   Bootstrap برداریهای رگرسیونی را با استفاده از نمونهدرخت 

ویژگی تصادفی  می انتخاب  تولید  روش  .کندها  کاهش   این  با 
مقاوم برای مسائل رگرسیونی واریانس و افزایش پایداری، تخمینی  

می  فراهم  نمونه .  کندغیرخطی  اختصاص  با  امر  و این  داده  های 



 

 

همچنین  زیرمجموعه  و  آموزشی  مجموعه  از  مختلف  ویژگی  های 
های گیری بر اساس ویژگیها در درخت تصمیمتقسیم زیرمجموعه 
از  𝑇𝑏  های یادگیریبرای آموزش درخت شود.مختلف حاصل می   ،

استرپ استفاده  های بوت موزشی اصلی برای تولید نمونههای آداده 
می می نمونهشود.  بوت توان  نمونه های  با  را  جدید  استرپ  های 

درخت    Bو    x  ،های ورودیجایگزین کرد. با استفاده از بردار داده 
بوت نمونه  هر  برای  متمایز  می رگرسیون  ساخته   شوند. استرپ 

  Bهای  بینیپیش   گیری ازهای جنگل تصادفی با میانگین بینیپیش 

از   شوند.تولید می   𝑇𝑏(𝑥)درخت رگرسیون،   استفاده  با  هر درخت 
و یک زیرمجموعه ویژگی در هر  ها  داده   از  تصادفییک زیرمجموعه  

 : ها کاهش واریانس استشود. معیار اصلی تقسیم گرهساخته می   گره
 

𝛥𝑉 = 𝑉𝑎𝑟(𝑡) − (
𝑁𝐿

𝑁
𝑉𝑎𝑟(𝑡𝐿) +

𝑁𝑅

𝑁
𝑉𝑎𝑟(𝑡𝑅)) (7)     

 
𝑡𝐿 ،ره والد: گt  در این رابطه، , 𝑡𝑅 های فرزند چپ و گرهبرابر   

𝑁𝐿 ،  راست ،𝑁𝑅  Var(𝑡𝑅)  ،های چپ و راستها در گره تعداد نمونه  

مقدار بهبود حاصل از   Δ𝑉د و  های فرزنواریانس گره Var(𝑡𝐿)  و 
می باشند که در حالت مقدار بشینه گره انتخاب خواهد    تقسیم گره

برابر میانگین مقادیر هدف    xخروجی هر درخت برای ورودی    د.ش
 :در برگ مربوطه است

 
𝑇𝑏(𝑥) = 𝑦

𝑙𝑒𝑎𝑓
(8                                                                   )  

 
𝑦

𝑙𝑒𝑎𝑓
های قرارگرفته در برگ مربوط  میانگین مقادیر هدف نمونه   

 : هاستبینی نهایی مدل برابر میانگین خروجی تمام درختبه و پیش 
 

𝑦⏜ =
1

𝐵
∑ 𝑇𝑏(𝑥)𝐵

𝑏=1 (9)                                        

  

 Stacked Regression (SR) مدل
یک چارچوب یادگیری تجمیعی است که در   گرسیون انباشتهر

پایه مدل  چند  داده  به  آن  روی  مستقل    داده   آموزش  اصلیطور 
 بالا  سطح  مدل-متا  یک  ورودی  عنوانبه   هاآن  خروجی  و   شوندمی

برای جلوگیری    .(Roustaei, 2024)  گیردمی   مورد استفاده قرار
بیش  مدلاز  خروجی  پیشبرازش،  طریق  از  پایه  های  بینیهای 

از  تاییبرون استفاده  با  تولید  K-Fold Cross-Validation و 
 :𝐱𝑖شود. برای هر نمونه  می

 

𝑧(𝑖,𝑚)
𝑂 = 𝑓𝑚

(−𝑘)
(𝑥𝑖), 𝑥𝑖 ∈ 𝐹𝑜𝑙𝑑𝑘 (10)                       

 

𝑧𝑖,𝑚در این رابطه  
O   خروجی مدل پایه𝑚   برای نمونه𝑖   که مدل

𝑓𝑚  ،آموزش دیده Fold از  خارج روی داده  
(−𝑘)

که    𝑚مدل پایه   
 Fold𝑘  ،آموزش دیده 𝑘شماره  Fold جزها به Fold  روی همه

  ها   Fold  تعداد𝐾  و    Cross-Validation   اُم داده در-𝑘بخش  

از  است.   حاصل  پیش ماتریس  ویژگیبینیاین  مجموعه  های ها 
 . بیندکند که متامدل روی آن آموزش می جدیدی ایجاد می 

 

𝑍 = [

𝑍1,1 𝑍1,2 … 𝑍1,𝑀

𝑍2,1 𝑍2,2 … 𝑍2,𝑀

⋮ ⋮ ⋱ ⋮
𝑍𝑁,1 𝑍𝑁,2 … 𝑍𝑁,𝑀

]   (11       )                        

 
 (SVR)  تیبانبردار پشرگرسیون  مدل 

پشتیبان بردار  ماشین  از   (SVM) الگوریتم   یکی 
برای  روش ابتدا  در  که  است  ماشین  یادگیری  قدرتمند  های 
رگرسیونیطبقه فرم  به  گسترش  با  بعدها  اما  یافت،  توسعه   بندی 

(Support Vector Regression)    مدل در  سازی  توانست 
در    .روابط غیرخطی و پیوسته نیز عملکرد بسیار مطلوبی داشته باشد

تن تابعی است که بتواند با  یاف SVR حالت رگرسیونی، هدف اصلی
ای که اختلاف بین  گونه ها عبور کند، بهکمترین خطا از میان داده 

تجاوز    (𝜀)  شده از یک مقدار مجازبینیشده و پیش مقادیر مشاهده 
 :شودصورت زیر تعریف می به  SVR فرم عمومی مدل. نکند

 
𝑓(𝑥) = ⟨𝑤, 𝜙(𝑥)⟩ + 𝑏 (12)                                    

 
ابع  ت  𝜙(𝑥)عرض از مبدأ، و    𝑏ها،  بردار وزن   𝑤که در آن،  

داده  (Mapping Function) نگاشت که  فضای  است  از  را  ها 
انتقال می بالاتر  بُعد  با  ویژگی  به یک فضای   دهد. هدفورودی 

SVR سازی تابع زیر استکمینه: 
 

𝑚𝑖𝑛
𝑤,𝑏,𝜉𝑖,𝜉𝑖

∗

1

2
‖𝑤‖2 + 𝐶 ∑ (𝑛

𝑖=1 𝜉𝑖 + 𝜉𝑖
∗) (13)                   

 
 با قیود:

 

{

𝑦𝑖 − ⟨𝑤, 𝜙(𝑥𝑖)⟩ − 𝑏 ≤ 𝜀 + 𝜉𝑖
∗

⟨𝑤, 𝜙(𝑥𝑖)⟩ + 𝑏 − 𝑦𝑖 ≤ 𝜀 + 𝜉𝑖

𝜉𝑖 , 𝜉𝑖
∗ ≥ 0

(14)                 

 
پارامتر تنظیمی است که    𝐶حد مجاز خطا و    در این روابط، 

انتخاب  .  کندرا تعیین می   𝜖تر از  میزان مجازات برای خطاهای بزرگ 
دارد. در این پژوهش از   SVR نقش مهمی در عملکرد تابع کرنل

سازی  استفاده شده است که قابلیت مدل (RBF)   کرنل شعاعی پایه
می  فراهم  را  متغیرها  بین  پیچیده  و  غیرخطی  و  کروابط  برای  ند 

استفاده    ورودیبر اساس متغیرهای   و (𝐶𝑑) بینی ضریب دبی پیش 
اعتبارسنجی و   𝜀  و   𝐶  ،𝛾پارامترهای کلیدی شامل    د.ش از طریق 

داده بهینه بین  تطابق  بهترین  تا  شدند  تنظیم  تجربی  های  سازی 
مقادیر پیش مشاهده  و  داد  بینیشده  نتایج نشان  شده حاصل گردد. 

سازی روابط غیرخطی و رفتارهای  یی در مدل توانایی بالا SVR که
 .پیچیده جریان دارد



 

 

 )Extreme Gradient Boosting) XGBoost مدل

پیشرفته   XGBoostمدل از  پرکاربردترین  یکی  و  ترین 
است   (Ensemble Learning) های یادگیری تجمیعیالگوریتم

  (Gradient Boosting) افزایش گرادیانی چارچوب  که بر پایه 

است یافته  با    .(Szczepanek, 2022)  توسعه  الگوریتم  این 
مجموعه  تدریجی  درخت ترکیب  از  تصمیمای   Decision) های 

Trees) سازد که در هر مرحله  صورت افزایشی، مدلی قدرتمند می به
می  پیش سعی  خطاهای  مدلکند  کند بینی  اصلاح  را  قبلی   های 

(Piraei et.al, 2023)،واقع در   .XGBoost   به کارگیری با 
 Functional Gradient)  فرآیند گرادیان نزولی در فضای تابع

Descent)  ،ای از توابع  بینی را در بین مجموعه ترین تابع پیش بهینه
می پیدا  پیش .  کندپایه  کلی،  حالت  مرحله در  در  مدل  م ا𝑡ٌی  بینی 

 :شودصورت زیر تعریف می به
 

𝑦̂𝑖
(𝑡) = 𝑦̂𝑖

(𝑡−1) + 𝜂𝑓𝑡(𝑥𝑖)                                    )15(   
 

𝑦̂𝑖که در آن،  
(𝑡)

ام  -𝑖ی  شده برای داده بینیمقدار پیش   

شده در همان  درخت تصمیم ساخته  𝑡  ،𝑓𝑡(𝑥)ی  در مرحله

است که میزان   (Learning Rate) نرخ یادگیری  𝜂مرحله، و  

الگوریتم در   .کندمدل نهایی کنترل میتأثیر هر درخت را بر 

 : شودسازی تابع هدف زیر آموزش داده می هر تکرار با کمینه
 

𝛤(𝑡) = ∑ 𝑙 (𝑦𝑖 , 𝑦̂𝑖
(𝑡−1)

+ 𝑓𝑡(𝑥𝑖)) + 𝛺(𝑓𝑡)𝑛
𝑖=1            )16( 

 

,𝑙(𝑦در این رابطه،   𝑦̂)  است که اختلاف بین مقادیر   تابع زیان
 Ω(𝑓𝑡)عبارت .  کندگیری میاندازه شده را  بینیشده و پیش مشاهده 

است که پیچیدگی مدل را کنترل کرده و از   کنندهی تنظیمنیز جمله 
می بیش جلوگیری  به برازش  جمله  این  تعریف  کند.  زیر  صورت 
 .شودمی

 

𝛺(𝑓𝑡) = 𝛾𝑇 +
1

2
𝜆 ∑ 𝑤𝑗

2𝑇
𝑗=1                                       )17( 

 

  Category Boosting(CatBoost) مدل

الگوریتم  CatBoostمدل   از  پیشرفتهیکی  یادگیری های  ی 
طور خاص  است که به    Gradient Boostingیماشین از خانواده 
  مدل این  های پیچیده و غیرخطی توسعه یافته است.برای کار با داده 
ای های افزایش گرادیان، با ترکیب تدریجی مجموعه مانند سایر مدل 

بارز  قوی میمدلی   های تصمیم ضعیفدرخت از   ویژگی  اما  سازد، 
 برازشهای پیشرفته برای جلوگیری از بیش آن، استفاده از تکنیک 

ین مدل  . ا(Elshaarawy, 2025)و بهبود پایداری آموزش است
  شود تا تابع زیان صورت افزایشی ساخته می در حالت رگرسیونی، به 

کند تابعی  تلاش می  این مدل  ،در حالت رگرسیون  به حداقل برسد.
و مقادیر  (y) را پیدا کند که تفاوت بین مقادیر واقعی  F(x)  مانند
 را به حداقل برساند. (⏜𝑦) بینی شدهپیش 

 

𝐹(𝑥) = ∑ 𝜂. ℎ𝑡(𝑥𝑖)
𝑇
𝑖=1  (18)                                          

 
نرخ  :𝜂،   هاتعداد کل درخت  :T  ،بردار ورودی  X  هدر این معادل

کند هر درخت چقدر در نتیجه نهایی  است که تعیین می   یادگیری
این فرآیند  . است tخروجی درخت شماره   th(x)و  سهم داشته باشد

می پیروی  ریاضی  ساختار  یک  آن  از  اجزای  به  ادامه  در  که  کند 
 شود. پرداخته می

 :است زیر  هدف اصلی کمینه کردن تابع زیانتابع هدف: -1
 

𝐿𝑜𝑠𝑠(𝑦, 𝑦̂) = √
1

𝑛
∑ (𝑦𝑗 − 𝑦̂𝑖)

2𝑛
𝑖=1 (19)                  

 

   برازشعلاوه بر این، برای کنترل پیچیدگی مدل و جلوگیری از بیش
 :شودنیز به تابع هدف اضافه می جریمه  ابعیک ت

 
𝑂𝑏𝑗 = ∑ 𝐿(𝑦𝑖 , 𝑦𝑖̂) + 𝛺(𝑓) (20)                                 

 

های درخت و مقادیر  مربوط به تعداد برگجریمه   𝛺(𝑓)که در آن 
 .هاستآن
افزایشی:    -2 بهپیشفرآیند  را  نهایی  مجموعه بینی  از  صورت  ای 

 صورت زیر است:ام به   tبرای گام  سازد.های کوچک میدرخت 
 

𝑦𝑖̂
(𝑡) = 𝑦𝑖̂

(𝑡−1) + 𝜂. ℎ𝑡(𝑥𝑖) (21 )                                

 

𝑦𝑖̂
(𝑡−1)  مرحله قبلیبینی تجمعی تا پیش  ،𝜂   نرخ یادگیری که

درخت جدیدی که   ℎ𝑡(𝑥𝑖)،  کنداثر هر درخت جدید را کنترل می
 .موزش دیده تا خطای مرحله قبل را جبران کندآt در مرحله 

 t(h( برای اینکه مدل بداند درخت جدیدمحاسبه گرادیان:  -3

استفاده  بینی قبلی  را چگونه بسازد، از مشتق تابع زیان نسبت به پیش 
 :نامیمکند. این مقدار را باقیمانده می می
 

ℎ(𝑥) = ∑ 𝑤𝑗
2𝑑

𝑗=1 . 1(𝑥 ∈ 𝐿𝑒𝑎𝑓𝑗) (22)                     

 

d:  عمق درخت ،  𝑤𝑗  :بر در  برای هر   ام.  jگ  مقدار خروجی 
کند که در یک ترتیب هایی استفاده می، مدل فقط از نمونهiنمونه  

 :اندگرفته قرار  i تصادفی قبل از

 
𝛥𝑦𝑖 ≈ 𝑎𝑣𝑔(𝑦𝑖 − 𝑦𝑗̂)𝑓𝑜𝑟𝜎(𝑗) < 𝜎(𝑖) (23)                   

 
این یعنی برای تخمین ضریب دبی سرریز، مدل در هر مرحله  

از شبیه سعی می از دانش به دست آمده  های  سازی کند با استفاده 
های سازی فعلی را اصلاح کند بدون اینکه داده قبلی، خطای شبیه 

 . باعث فریب مدل شوندتکراری 
 
 
 



 

 

 بیان ژن مدل یبرا یشنهادیپ قیمورد استفاده در تحق یرهایشرح متغ. 2جدول 
Table2. Description of the variables used in the proposed investigation to formulate GEP  

Values Description Variables 

+, -, *, /, Inv, Sqrt, 3Rt Functional set G1 

30 Chromosomes Number G2 

8 Head Size G3 

3 Number of Genes G4 

32 Size of Gene G5 

+ Connecting Function G6 

RMSE Fitness Function G7 

0.00546 Inversion Rate G8 

0.00138 Mutation Rate G9 

0.00277 One-point recombination Rate G10 

0.00277 Two-point recombination Rate G11 

0.00141 Stumbling Mutation G12 

0.00277 Gene recombination Rate G13 

0.00546 Root insertion sequence transposition Rate G14 

0.00277 Gene Transportation Rate G15 

0.00755 Uniform Gene Recombination G16 

 ( GEP) بیان ژن الگوريتم
نوع  انیب  مدل   از   یبیترک  که  است  یتکامل  تمیالگور  یژن 

  (GP)یکیژنت  یسینوو برنامه  (GA) ک یژنت  تمیالگور  یهاتیقابل
  ی هاروش   رینسبت به سا مدل   نیا یاصل  تیمز.  شودی محسوب م

  است   ریتفس  قابل  و   یاضیر   حیصر  یهامدل   دیتول  ن،یماش  یریادگی
  فراهم   را   رها یمتغ  ان یم  دهی چیپ یرخطیغ  روابط   ییشناسا  ییتوانا  که
 ن یا  بالا،  یریپذانعطاف  و   دقت  همچون  ییایمزا  وجود  با.  سازدیم

  مستعد   موارد  یبرخ  در  و   بوده   پارامترها  ق یدق  میتنظ  ازمند ین  روش
مورد    یپارامترها ریمقاد. است برازشش یب و  دهیچی پ یهامدل دیتول

در    ه از جمله اندازه جمعیت، تعداد نسل و توابع مورد استفادهاستفاد
  تم یتوجه به دقت روش الگور  با  آمده است.  (2) مطالعه در جدول    نیا

نرم  کیژنت تخمبه  GeneXproToolsافزار  از  روابط    نیمنظور 
  استفاده   یپارامترها  نیب  رابطه  نییتع  یافزار مذکور برااز نرم  ،یتجرب
 .شد

 
 ها داده  ل یو تحل پردازششیپ

مدل  آموزش  از  نتایج پیش  صحت  از  اطمینان  جهت  ها، 
داده  شناسایی  نمره  آزمایشگاهی،  روش  از  استفاده  با  پرت  های 

 هایی که مقدار انجام شد. در این راستا، نمونه  (Z-score) استاندارد

Z-score   بازه  آن از  خارج  داده  (3،    -3)ها  عنوان  به  های بود، 
های  در مرحله بعد، اگرچه مدل  .ناهنجار شناسایی و حذف گردیدند

به طور   RFو     XGBoost،CatBoostشامل    مبتنی بر درخت
ذاتی نسبت به مقیاس متغیرها حساس نیستند، اما به منظور بهبود  

تسهیل همگرایی    و   Stacked Regression  عملکرد مدل ترکیبی
بهینه فرآیند  داده در  تمامی  هدف،  توابع  ورودی  سازی  های 

نجام شد.  (  24با استفاده از رابطه )استانداردسازی شدند. این فرآیند  
مقایسه بستر  ایجاد  بر  علاوه  اقدام  تمامی  این  برای  یکسان  ای 

متاویژگی احتمالی  سوگیری  از  ساختار  ها،  در    Stacking  مدل 

 .دهدرا افزایش می  d(C( جلوگیری کرده و دقت تخمین ضریب دبی 
 

𝑧 =
𝑥−𝜇

𝜎
(24)                                                                 

 

انحراف    𝜎ها و  میانگین کل داده   𝜇  مقدار داده مدنظر،  xدر این رابطه  
 . ها استمعیار داده

 

 های ارزيابی شاخص

مدلمنظور  به عملکرد  کمی  توسعه  ارزیابی  رگرسیونی  های 
  شده، از چهار شاخص اصلی شامل ریشه میانگین مربعات خطا داده 

(RMSE) میانگین خطای مطلق ،  (MAE)یینب، ضریب ت (R²) 

استفاده     (NSE)ساتکلیف - کارایی نشو  (SI) و شاخص پراکندگی
یابی  ها ترکیب مناسبی از معیارهای دقت عددی، ارزاین شاخص   .شد

  . کنندنسبی خطا، توان تبیینی مدل و پایداری عملکرد را فراهم می
بالاتر   R² و  NSE  ،ترپایین  SIو  RMSE،MAE ر  مقادیهرچه  
 د.بینی مقادیر تجربی هستندهنده عملکرد بهتر مدل در پیش نشان

 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑ (𝑦𝑚𝑒𝑎

𝑖 − 𝑦𝑝𝑟𝑒
𝑖 )

2𝑛
𝑖=1 (25)                      

 

𝑀𝐴𝐸 −
100

𝑁
∑ |𝑦𝑚𝑒𝑎

𝑖 − 𝑦𝑝𝑟𝑒
𝑖 |𝑛

𝑖=1 (26)                           

 

𝑅2 = 1 −
∑ (𝑦𝑚𝑒𝑎

𝑖 −𝑦𝑝𝑟𝑒
𝑖 )

2𝑛
𝑖=1

∑ (𝑦𝑚𝑒𝑎
𝑎𝑣𝑔

−𝑦𝑝𝑟𝑒
𝑖 )

2𝑛
𝑖=1

(27)                              

 

𝑁𝑆𝐸 = 1 −
∑ (𝑦𝑚𝑒𝑎

𝑎𝑣𝑔
−𝑦𝑝𝑟𝑒

𝑖 )
2𝑛

𝑖=1

∑ (𝑦𝑚𝑒𝑎
𝑖 −𝑦𝑝𝑟𝑒

𝑎𝑣𝑔
)

2
𝑛
𝑖=1

(28)                               

 

𝑆𝐼 =
𝑅𝑀𝑆𝐸

1

𝑛
∑ 𝑦𝑖

𝑛
𝑖=1

(29)                                                  



 

 

آن  در  ypre  اتی، مقادیر مشاهد  yi  که 
i    و ymea

i   ترتیب به 
اندازه  و  تخمینی  𝑦𝑚𝑒𝑎  .گیری شده هستندمقادیر 

𝑎𝑣𝑔    وn    ترتیب به 
اندازه دامق پارامترهای  به  مربوط  میانگین  شده  ر  تعداد  و  گیری 

 .دهدا نشان می رها گیریاندازه 
 

 نتايج و بحث 
ضریب    طور که اشاره شد، هدف از این مطالعه تخمین همان

های  با استفاده از مدل   گابیونی  در سرریزهای لبه پهن(  dC)  سرریز
پشتیبان،   بردار  ماشین  انباشته،  رگرسیون  تصادفی،  جنگل 

XGBoost     وCatBoost  در مطالعه   ست.مبتنی بر رگرسیون ا
های مورد  مجموع دادهآزمایش اجرا شد که    230حاضر، در مجموع  

  ت یبا توجه به حساس  .مورد است  920  سازیدر بخش مدل  استفاده
 یهایژگی و   ینسب  تیها، اهمیژگیو و   یورود  یهامدل ها به داده

ی در شکل  دب  بیضر  نیتخم  ی مختلف برا  یهامدل  یبرا  یورود
  (𝑑50)بندی طور که مشخص است، دانهشده است. همان ارائه( 4)

حساسیت کمتری در تابع هدف مدنظر دارند    (𝜑)و تخلخل ذرات  
در   (dC) سرریزسپس ضریب لذا از متغییرهای ورودی حذف شدند. 

مدل  از  یک  به   هاهر  نتایج  از  استفاده  با  شد.  آمده،  دست استخراج 
های هوشمند تخمین زده شد. سپس، عملکرد  با مدل  سرریز ضریب

مدل  از  یک  ضریب  هر  تخمین  در  فوق  هوشمند  با    سرریزهای 
 قرار گرفت. ارزیابی مورد استفاده از پارامترهای مؤثر 

به عنوان متغیر هدف )خروجی(    dC  ر این پژوهش، پارامترد
ها نسبت به حجم  مدل انتخاب شد. به منظور ارزیابی حساسیت مدل 

ترین ساختار برای آموزش، مجموعه  های ورودی و انتخاب بهینهداده 
بندی گردید. های آزمایشگاهی در چهار سناریوی مختلف تقسیم داده 

،  60،  50امل  )شها های متفاوتی از کل داده در این سناریوها، نسبت

مابقی    (درصد  80و    70 و  برای مرحله آموزش در نظر گرفته شد 
فرآیند داده  یافت.  اختصاص  آزمایش مدل  و  اعتبارسنجی  ها جهت 

آموزش و آزمون در هر سناریو به صورت مجزا اجرا شد تا تأثیر حجم  
ها برای  انتخاب دادهها سنجیده شود.  بینی مدلداده بر دقت پیش 

صور  به  می آموزش  انتخاب  تصادفی  این  شد.  ت  از  حاصل  نتایج 
  ست. ارائه شده ا  (3)های آماری در جدول  ها بر اساس شاخص ارزیابی 

ب مدل   در  پرپارامترهایها  بهینه  ریمقاد روش ها   gridراساس 

search  که تعداد درختان در شبکه    ی طوردست آمد. بهبهRF   برابر  
   ،  مدل rbfبا کرنل    1/0برابر    𝜀با    SVRو عمق چهار، مدل    300

CatBoost    و یادگیری  نرخ  درختانبا  انتخاب    عمق  ساختار   و 
ترت  تصادفی به  شبکه   با  بیدر  مدل  65/0و    6،  08/0  برابر  و   ،

XGBoost   باشد. یم 194عمق   35/0با نرخ یادگیری 
 XGBoostدو مدل     (3)ها در جدول  باتوجه به نتایج خروجی مدل 

ها به آموزش نسبت  درصد داده  80در حالت تخصیص    CatBoostو  
بهترین   962/0و    960/0به ترتیب   ،2R  ها با شاخصبه سایر مدل

دارند. را  مدل    بنابراین  عملکرد    CatBoostو    XGBoostدو 
های آزمایشگاهی مربوط به ضریب نوسانات و رفتار داده   نداتوانسته

علت نوسانات انتخاب  ، که  دنبینی کندبی را با دقت بالاتری پیش 
های آزمایشگاهی بسیار کم  تصادفی داده است. تفاوت مدل با داده

ها بسیار منطبق بر یکدیگر هستند. فقط در چند نقطه محدود،  و داده
قابل شمیمشاهده  اختلافات جزئی   شکل    .پوشی استچشمود که 

شاخص  5) مقایسه    )NSE  نسبت تقسیمدر  مختلف   بندی  های 

میداده نشان  را  شبکه  مدلهای  که  و   XGBoostهای  دهد، 
CatBoost ها دارند. تری نسبت به سایر مدلدقت مناسب 

 

 
 

 
Fig. 4- Sensitivity analysis of input features with respect to the objective function 

 تابع هدف نسبت به  ورودی یهایژگي وتحلیل حساسیت  -4شکل 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fig. 5 - Comparison of Nash-Sutcliffe index in different network data partitioning ratios 

 های شبکهبندی داده های مختلف تقسیمدر نسبت ساتکلیف-نشمقايسه شاخص  -5شکل 

 

 استفاده مورد های مختلف ی ارزيابی مدلهاشاخص  -3جدول 

Table 3- Evaluation indicators of different models used 

 

÷
 Network 

size % 

All Train Test 

R2 MAE RMSE SI R2 MAE RMSE SI R2 MAE RMSE SI 

R
F 

50-50 0.807 0.057 0.144 0.160 0.934 0.029 0.082 0.093 0.690 0.083 0.186 0.202 

60-40 0.903 0.045 0.102 0.113 0.951 0.032 0.076 0.081 0.791 0.063 0.131 0.156 

70-30 0.915 0.040 0.095 0.106 0.939 0.032 0.084 0.093 0.843 0.058 0.117 0.132 

80-20 0.937 0.034 0.082 0.091 0.945 0.029 0.078 0.087 0.898 0.083 0.095 0.104 

SR
 

50-50 0.771 0.173 0.156 0.173 0.821 0.072 0.142 0.277 0.712 0.108 0.168 0.192 

60-40 0.856 0.137 0.124 0.137 0.892 0.054 0.107 0.225 0.801 0.080 0.145 0.159 

70-30 0.890 0.120 0.108 0.120 0.889 0.058 0.119 0.133 0.893 0.052 0.076 0.088 

80-20 0.895 0.161 0.145 0.161 0.890 0.092 0.152 0.213 0.899 0.084 0.116 0.136 

SV
R

 

50-50 0.646 0.092 0.209 0.232 0.918 0.061 0.084 0.096 0.563 0.124 0.284 0.310 

60-40 0.831 0.090 0.155 0.173 0.872 0.081 0.156 0.171 0.743 0.102 0.154 0.175 

70-30 0.846 0.078 0.140 0.155 0.875 0.076 0.130 0.144 0.787 0.085 0.160 0.180 

80-20 0.851 0.076 0.147 0.164 0.834 0.076 0.154 0.168 0.882 0.080 0.116 0.139 

X
G

B
R

 50-50 0.928 0.033 0.089 0.103 0.980 0.002 0.005 0.005 0.812 0.065 0.126 0.144 

60-40 0.925 0.048 0.092 0.102 0.984 0.031 0.047 0.052 0.833 0.073 0.134 0.148 

70-30 0.952 0.026 0.071 0.079 0.983 0.014 0.046 0.051 0.827 0.054 0.110 0.125 

80-20 0.990 0.019 0.038 0.042 0.994 0.013 0.026 0.029 0.960 0.041 0.065 0.076 

C
B

R
 

50-50 0.828 0.031 0.135 0.150 0.997 0.001 0.0005 0.020 0.716 0.062 0.190 0.212 

60-40 0.976 0.021 0.050 0.056 0.998 0.009 0.0140 0.015 0.893 0.038 0.077 0.087 

70-30 0.913 0.031 0.096 0.106 0.994 0.014 0.0228 0.026 0.799 0.070 0.171 0.178 

80-20 0.996 0.008 0.019 0.022 0.999 0.004 0.0054 0.006 0.962 0.026 0.042 0.05 

 

 

با درنظر گرفتن نسبت آموزش  (  3) و جدول    (6شکل ) باتوجه به  
تمام نقاط داده    CatBoost  و   XGBoostهای  ها، مدل روی کل داده

رضا سطح  %  یبخشت یدر  دقت  مدل رندیگمی   قرار ±  10از   .
XGBoost  در   درصد  0/2دقت، با اختلاف    یارهایاز نظر تمام مع  

  جه ینت  توانیم  جه،یدر نت.  کندیبهتر عمل م  CatBoost، از  2R  مقدار
ها بهتر عمل کرده  مدل  ریاز سا  CatBoostگرفت که اگرچه مدل  

 باً یو کاهش تقر  2R  مقدار  درصد  0/2  شیبا افزا  XGBoost  اما  است،
توجهRMSE  مقدار  درصدی  25 قابل  عملکرد  به    ی،  نسبت 

XGBoost  .ها   درصد داده  80آموزش    همچنین برای  داشته است
ترتیب  به  NSE   با شاخص آمار  XGBoostو    CatBoostهای  مدل

مدل  95/0و    93/0برابر   برای  ترتیب به  RF  ،SR  ،SVRهای  و 
 باشد.  می 74/0، 80/0، 76/0



 

 

 
prediction dC20) split in -Results of training of the considered models with the (80 -Fig. 6 

 dCبینی ر پیشمدنظر برای کل داده ها د هایمدل شآموز نتايج -6کل ش

 



 

 

 یافته های توسعه منظور ارزیابی دقیق و مقایسه کارایی مدلبه
RF  ،SR  ،SVR ،XGBoost     وCatBoost   بینی ضریب  در پیش

اندازه   ، d(C(  یدب مقادیر  پراکندگی  برابر  گیرینمودارهای  در  شده 
ها( و تست  داده   درصد  80) شده برای فاز آموزش  بینیمقادیر پیش 

ارائه شده است. بر اساس میزان   (7)در شکل    ها(داده درصد    20)
ها در مواجهه با  پذیری و عملکرد مدل توانایی تعمیم  پراکندگی نقاط

بندی مورد مطالعه را دسته های  مدلرایی  توان کاهای حدی، می داده 
ترین رفتار محاسباتی را  پایدارترین و دقیق  CatBoost  مدل  د.کر

ها به نمایش گذاشته است. انطباق کامل و فشرده  در کل پهنای داده 
 دهنده ضریب تبییننقاط مربوط به هر دو فاز آموزش و تست، نشان

 2R    محاسباتی است. نکته حائز بسیار بالا و کمترین میزان خطای
بینی دقیق اهمیت در عملکرد این مدل، توانایی ممتاز آن در پیش 

برآوردی در مرزها  یا کم  برازشمقادیر حدی بدون بروز پدیده بیش 
را در دقت پیش  XGBoost مدل.  است بینی جهش چشمگیری 

تقریباً به    های آموزشدهد. در این الگوریتم، انحراف داده نشان می 
فرضی   خط  بر  کاملاً  و  رسیده  همچنین، شده مماس  صفر  اند. 

فاز  داده  ناچیز حول خط    آزمونهای  خطای  و  بالا  بسیار  تراکم  با 
شده  توزیع  تعمیم تعادل  قدرت  که  تأیید  اند  را  مدل  بالای  پذیری 

آزمون   در  RF  مدل  کند.می و    شرایط  جزئی  انحراف  دچار 
این ای م برآوردیکم  از گرایش ذاتی درخت شود که  های مر ناشی 

ها در نقاط مرزی است؛ اگرچه  تصادفی مجزا به سمت میانگین داده 
 .پایدارتر است  SVR ساختار کلی آن در مقایسه با

های کوچک تا متوسط عملکرد قابل  در بازه داده   SVR  مدل 
،  عبور از محدوده  d(C(1<افزایش پارامتر هدف  قبولی دارد، اما با  

فاز تست دچار انحراف خطی موازین شده و تا حدودی روند    نتایج
دهنده حساسیت بالای  کنند که نشانها را گم میصعودی واقعی داده 

هسته پارامترهای  تنظیمات  به  الگوریتم  روابط   این  با  مواجهه  در 
است غیرخطی  انباشته  .شدیداً  رگرسیون  مدل  نهایت،   (SR)  در 

شده به ثبت  های بررسی امی روشترین کارایی را در میان تمضعیف 
  dCر مواجهه با مقادیر د رسانده است. الگوریتم انباشته در فاز تست

شدید شده است. این رفتار   شدگی افقی و پراکندگیکاملاً دچار پهن 
تعمیم ثابت می  و  نگاشت  در  ترکیب رگرسیونی  مدل  دهی کند که 
های شدید  های هیدرولیکی حاکم بر ضریب دبی در جریانپیچیدگی

ناتوان   حدی  شرایط  می .استو  که  همچنین  گرفت  نتیجه  توان 
دادهپیش تقسیمبینی  نسبت  به  مدل  هر  در  دادهها  برای  بندی  ها 

و   دارند.  آموزش  وابستگی  برتر  آزمون  را   XGBoostعملکرد 
های غیرخطی  کنش برهم  توان به توانایی این مدل در استخراج می

ویژگی و  سرریز  پارامترهای هندسی  داد؛    هایمیان  نسبت  جریان 
 ای دارد. موضوعی که در سرریزهای متخلخل اهمیت ویژه

)شک ویولنی(  8ل  دبیبینیپیش مقادیر   نمودار  ضریب   شده 

 )d(C    کشیده تصویر  به  ماشین  یادگیری  الگوریتم  پنج  توسط  را 
زمان چگالی توزیع فراوانی و محدوده  است. این نمودار به طور هم 

داده  پیش گسترش  میبینیهای  نشان  را  که  همان   .دهدشده  طور 

می  عمده مشاهده  بخش  مدل شود،  تمامی  چگالی  بدنه  از  ها  ای 
متمرکز شده است   2/1تا   5/0ها( در محدوده  یض ویولن)قسمت عر

های  ها در بازه متراکم داده دهنده همگرایی بالای الگوریتم که نشان 
ها در پهنای دم  آزمایشگاهی است. با این حال، تفاوت اصلی مدل 

می آن بالایی نمایان  مدل ها  دو  که  جایی  و    CatBoost  شود؛ 
XGBoost  پتانسیل ممتاز  5/2بالاتر از   با کشیدگی دم تا مقادیر ،

خود را در ردیابی و بازسازی توزیع مقادیر حدی و سقف ضریب دبی 
تر، های کوتاه با داشتن دم   SRو    SVR  هایکنند. مدلاثبات می 

دهند محدودیت ساختاری خود را در بازتولید مقادیر بزرگ نشان می 
پیش  مقادیر  دارند  تمایل  میانگبینیو  سمت  به  را  داده شده  ها ین 

یافته  توزیعی،  تحلیل  این  کنند.  نمودارهای  فشرده  از  حاصل  های 
را کاملاً   های تقویت گرادیانپراکندگی مبنا بر برتری مطلق مدل 

-( شاخص3ول )آمده از جددست دیاگرام تیلور، نتایج به.کندتایید می
 .کندسازی می را تأیید و بصریای آماری  ه

تحلیل تطبیقی در فضای تیلور همسو با  (  9باتوجه به شکل ) 
شاخص  می  RMSEو    MAEهای  نتایج  مدل    .دهدنشان 
XGBoost     همبستگی ثبت  از  با  معیار  99/0بیشتر  انحراف   ،

های  و کمترین خطا، به عنوان مدل بهینه، مکانیزم  32/0 یافتهتطبیق
شبیه  بالاترین  با  را  گابیونی  سرریز  در  جریان  اراپه  سازی  پیچیده 

شاخصمی در  تنها  نه  مدل  این   و     MAE هایکند؛ 

RMSE  با نیز  تیلور  در نمودار  بلکه  را ثبت کرده،  مقادیر  کمترین 
میزان   بالاترین  ثبت  و  مشاهداتی  معیار  انحراف  دقیق  بازتولید 

پذیری بالای خود را در مقایسه  همبستگی، پایداری و قدرت تعمیم 
اثبات رسانده است که گویای    هب (SR) انباشتهبا مدل رگرسیون  

العاده آن در تخمین ضریب دبی سرریز است.  دقت محاسباتی فوق
مدل  مقابل،  سمت  بیش   CatBoost  های  در  چالش  برآورد با 

ضعیف  RFو    واریانس همبستگی  ثبت  در  با  متوسط  دقت  و  تر 
به دلیل ناتوانی    SRگیرند، در حالی که مدل  های بعدی قرار میرتبه

و خطای بسیار بالا، کاملاً فاقد کارایی   سازی واریانسشبیه شدید در  
 است.  لازم

با توانایی بالا در ارزیابی   XGBoost در این پژوهش، مدل
دست یابد. در مقایسه    99/0 روابط غیرخطی توانست به ضریب تبیین

با استفاده از مدل    Azma et.al   (2023)  گذشته،  هایعهبا مطال 
دقت    مذکور می  992/0به  نشان  که  بودند  الگوریتم  رسیده  دهد 

در     XGBoostیساختاریافته  بهتری  عملکرد  پژوهش  این  در 
   CatBoostتونایی مدلبینی متغیرها داشته است. همچنین،  پیش 

پژوهشگران، نتایج  سایر  با  مقایسه    و   Azma et.al  (2023)  در 

et.al Hassanian Shirvan  (2025)   مدل    که از  استفاده  با 
اما    995/0و    994/0  دقتبه   مذکور  یافتند،  پژوهش حاضر    دست 

تبیینتوانست   که    996/0  ضریب  یابد  به  با  دست  تعداد  توجه 
تر( به این کارایی رسیده است  های بهینههای کمتر )ورودیویژگی

 .تر استصرفهکه از نظر محاسباتی به 
 



 

 

      

    
 

         

 
 

Fig. 7- Results of different classific ations of training the models considered in Cd prediction 

  dCبینی پیش در 20- 80 نسبت برایمدنظر  هایمدل آموزش نتايج -7شکل 



 

 

 
Fig 8. Violin plot of predicted values for the discharge coefficient 

 شده ضريب دبی بینیمقادير پیش نمودار ويولنی - 8 شکل 

 

 
 

dTaylor diagram illustrating the performance of machine learning models in predicting C -Fig. 9 

 dCبینی های پیشمدل دياگرام تیلور عملکرد  -9شکل 

 
از   ادامه  بهره  GeneXproTools افزارنرم در  از  با  گیری 

برنامه  بیان ژنتکنیک  رابطه  به (GEP) نویسی  تا  گرفته شد  کار 
ها به  در حالت تخصیص داده  .عد تعیین گرددبمیان پارامترهای بی 

مقادیر    07و    80 آموزش،  آماریشاخص درصد    ، (2R)  های 

(RMSE)  ،MAE    0/ 106،    955/0به ترتیب    درصد   80برای نسبت  
  0/ 061و    084/0،  942/0درصد به ترتیب    70و برای نسبت    055/0و 



 

 

  ( 29)درصد و معادله    80برای نسبت آموزش    28دست آمد. معادله  هب
با تخصیص آموزش  باشد. ها می درصد داده 70برای نسبت آموزش 

تحلیل آماری   استخراج شد.   (30) ها در این مدل معادله به کل داده
معادلا دقت  ارزیابی  لبه سرریزبرای    ت برای  گابیونی  پهن  های 

داده   مستطیلی آموزش  تخصیص  مختلف  شد.   هادرشرایط    انجام 
برای تمامی داده ها آموزش    (32)   معادله عملکرد  ،  (a)  (10)   شکل

درصد    80برای تمامی    (31)   معادله  عملکرد  (b)  (10)دیده ، شکل  

برای    30  معادله  عملکرد  ،  (c)  (10)   شکلداده های آموزش دیده و  
رجه بالایی  با دکه    دهدرا نشان میدرصد داده ها آموزش دیده    70

که تقریباً طوری به  اند،قرار گرفته  (1:1از انطباق با خط کامل )خط  
  معادله   از  استفاده   با  محاسبه  هنگام   هاداده   مجموعه  از  درصد   95

 .دهندنشان می ±15 محدوده در خطاهایی( 32)
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dPerformance of the GEP model for the entire training data in predicting C -Fig. 10  

 dC بینیپیشهای آموزش در  برای کل داده  بیان ژن عمکلرد مدل -10شکل 

 

 



 

 

 گیری نتیجه

پهن مستطیلی به دلیل برخورداری سرریزهای گابیونی لبه
گیری دقیق دبی، کنترل مؤثر هایی نظیر قابلیت اندازه از ویژگی 

سازه مقاومت  انرژی،  کاهش  و  و  جریان  بالا  سازگاری ای 
گستردهزیست کاربرد  کانالمحیطی،  در  رودخانه ای  و ها،  ها 
در این پژوهش،    های هیدرولیکی کوچک تا متوسط دارند. سازه

یادگیری   بر  مبتنی  مصنوعی  هوش  مدل  پنج  پایداری  و  کارایی 
رگرسیون  ماشین  بر  مدل    RF  ،SR  ،SVRشامل  مبتنی  های و 

پیشرفته گرادیان  قالب    CatBoost و XGBoost تقویت  در 
داده  درصد    50و    60،  70،  80چهار سناریوی تخصیص داده  

  بینی ضریب دبی پیش  در راستایمدل  آموزش  های خام جهت  
(𝐶𝑑) یافته قرار گرفت.  مقایسه  و  ارزیابی  کلیدی  مورد  های 

ثیر مستقیمی بر توانایی  أهای آموزش تنشان داد که حجم داده
-80طوری که سناریوی تفکیک هها دارد، بپذیری مدلتعمیم

ترین بستر را برای استخراج الگوهای غیرخطی حاکم  بهینه  20
الگوریتم میان  در  نمود.  فراهم  هیدرولیکی  جریان  های  بر 

های رگرسیون انباشته و ساختارهای تقویت  یافته، مدلتوسعه 
مند برتری قاطعی در تخمین ضریب دبی  گرادیان به طور نظام 

-میان، مدلنسبت به رویکردهای سنتی نشان دادند؛ در این  
با کسب    80-20در سناریوی     CatBoostو    XGBoostهای  

 در فاز آزمون  962/0 و  960/0به ترتیب    الاترین ضریب تبیینب
داده 996/0و    987/0 کل  خطای  در  میزان  کمترین  و  ها 

بدون  042/0  و  041/0  ساختاری را  عملکرد  پایدارترین   ،
همچنین استخراج معادله  ارائه داد.   برازشمواجهه با پدیده بیش
نشان داد نیز    GEPالگوریتم  به کمک    بُعدمیان پارامترهای بی

ها بر تولید یک معادله دقیق تاثیرگذار  که نسبت آموزش داده
 خواهد بود. 

 تضاد منافع نويسندگان 
می اعلام  مقاله  این  تضاد  نویسندگان  گونه  هیچ  که  دارند 

و   پژوهش  منافعی در خصوص نگارش  این  نتایج  و  انتشار مطالب 
 ندارند.

 

 منابع مالی 
نویسندگان هیچ گونه حمایت مالی برای تحقیق، تالیف و انتشار این  

 مقاله دریافت نکردند
 

 ها دسترسی به داده 

های تولید شده و یا تحلیل شده در طول مطالعه  مجموعه داده
دسترس  حاضر، در صورت درخواست معقول، از نویسنده مسئول در 

 هستند. 
 

 مشارکت نويسندگان 

ها، سید علیرضا اسماعیلی، انجام آزمایش  نویسنده اول:

داده اولیه  تحلیل  و  مدلتجزیه  کدنویسی  یادگیری  ها،  های 
 ماشین، نگارش مقاله. 

دوم: نتایج  نویسنده  بررسی  حیدری،  و    مجید 

 نهایی مقاله. اصلاحاصلاح مقاله،  بررسی و ، هاکدنویسی

،  اصلاح مقالهو    بررسی  ،سعید گوهری  نویسنده سوم: 

 اصلاح نهایی مقاله.
 

 تقدير وتشکر
های  مدیر ها و حمایتهمکاری  بدین وسیله نویسندگان مقاله از

های گروه علوم و مهندسی آب  و سرپرست مجموعه آزمایشگاه   گروه
 نمایند. میتشکر و قدردانی   دانشگاه فردوسی مشهد
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Abstract 
Broad-crested rectangular gabion weirs are used as an effective means of regulating flow to an 

impoundment while conserving large amounts of energy and preventing adverse ecological impacts in 

hydraulic structures. This study aimed to develop various machine learning algorithms to estimate the 

coefficients of discharge for free-flowing water over the through-weir. Many of the machine learning 

regression algorithms were created from experimental data: RF, SR, SVR, XGBoost, and CatBoost, to find 

the best fit to model the coefficients of discharge from the dataset, with CatBoost and XGBoost providing 

the best overall performance. The total dataset was split so that 20% was used to test how well the models 

were performing, and the remaining 80% was used to train the models to provide the most accurate measure 

of performance for the models. The XGBoost model provided the best performance with an R2 of 0.96, NSE 

of 0.95, and RMSE of 0.029. The performance of the Simple Regression and Support Vector Regression 

models was less than desirable for each condition observed in comparison to that of the XGBoost model’s 

performance. Finally, the 80:20 ratio of training-testing data sets was shown to be a large contributor to the 

predictive accuracy of the empirical relationship of the final equation produced by the GEP models. 

 

Introduction 

Among the various types of weirs, broad-crested gabion weirs have received considerable 

attention in hydraulic engineering research and design owing to their excellent structural stability 

and reliable discharge-measurement capability. The hydraulic behavior of these structures differs 

substantially from that of conventional impervious weirs due to their porous composition and the 

occurrence of internal flow through the gabion matrix. As porous hydraulic structures, gabion weirs 

permit flow both over the crest and through the body of the weir, resulting in more complex flow 

patterns and hydraulic interactions. In addition to their hydraulic functionality, gabion weirs offer 

several practical advantages, including relatively low construction costs, ease of installation, 

structural flexibility, and strong environmental compatibility. These attributes have contributed to 

their widespread use in river restoration, stream stabilization, erosion control, and ecological 

habitat enhancement projects. 

Despite these advantages, the hydraulic performance of gabion weirs under varying flow 

conditions remains insufficiently understood and warrants further investigation. In particular, 

critical hydraulic parameters such as the discharge coefficient, flow distribution mechanisms, and 
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the influence of porosity on overall hydraulic behavior require comprehensive and systematic 

evaluation. Alomari et al. (2023) investigated the estimation of the discharge coefficient of 

rectangular broad-crested gabion weirs based on upstream flow depth and reported that the 

discharge coefficient increased by approximately 10.5% relative to conventional rigid weirs. In 

recent years, machine learning techniques have increasingly been applied to predict the hydraulic 

performance of gabion weirs. For instance, Tiwari et al. (2023) assessed several machine learning 

approaches for predicting the aeration efficiency of rectangular broad-crested gabion weirs and 

found that deep neural network models provided the highest predictive accuracy. Similarly, 

Hameed et al. (2025) employed hybrid reinforcement-based modeling approaches to estimate both 

the discharge coefficient and flow rate of rectangular broad-crested gabion weirs, demonstrating 

the effectiveness of hybrid intelligent models in predicting complex hydraulic parameters. Against 

this background, the primary objective of the present study is to develop and evaluate data-driven 

models for predicting the discharge coefficient (𝐶𝑑) of rectangular broad-crested gabion weirs. The 

predictive capabilities of the proposed models are assessed against experimental laboratory 

measurements, and an explicit empirical formulation for 𝐶𝑑 is subsequently derived using the Gene 

Expression Programming (GEP) algorithm to provide a practical and interpretable predictive tool 

for hydraulic engineering applications. 
 

Methodology 

The laboratory experiments were conducted in a rectangular glass-sided flume measuring 7.0 

m in length, 0.60 m in width, and 0.50 m in depth at the Hydraulics Laboratory of the Hydraulic 

Structures Research Group, Ferdowsi University of Mashhad. A total of eight rectangular broad-

crested gabion weir models were tested under a wide range of hydraulic and geometric conditions, 

including varying mean aggregate sizes, crest lengths, and discharge rates. To predict the free-flow 

discharge coefficient (𝐶𝑑), five regression-based machine learning algorithms were implemented: 

Random Forest (RF), Stacked Regression (SR), Support Vector Regression (SVR), Extreme 

Gradient Boosting (XGBoost), and CatBoost. The predictive performance of the developed models 

was comprehensively assessed using five widely adopted statistical evaluation metrics, namely the 

Root Mean Square Error (RMSE), Mean Absolute Error (MAE), coefficient of determination (R²), 

Scatter Index (SI), and Nash–Sutcliffe Efficiency (NSE). 

 

Results and Discussion 

The discharge coefficient (𝐶𝑑) was selected as the target variable for model development. The 

compiled dataset was primarily divided into training (80%) and testing (20%) subsets. To further 

evaluate model robustness and predictive sensitivity, additional data-partitioning scenarios with 

training proportions of 70%, 60%, and 50% were also considered. Based on the statistical 

performance metrics, the XGBoost model developed under the 80:20 training-to-testing ratio 

exhibited the best overall performance, achieving a coefficient of determination (R²) of 0.960, a 

root mean square error (RMSE) of 0.065, a mean absolute error (MAE) of 0.041, and a scatter 

index (SI) of 0.076. A reduction in the size of the training dataset resulted in a noticeable decline 

in predictive performance, with R² values decreasing to 0.827, 0.833, and 0.812 for the 70%, 60%, 

and 50% training scenarios, respectively. Under the baseline 80:20 data-partitioning framework, 

the CatBoost model ranked second and demonstrated comparable predictive capability, achieving 

R², RMSE, MAE, and SI values of 0.962, 0.042, 0.026, and 0.050, respectively. In contrast, the 

Random Forest (RF), Stacked Regression (SR), and Support Vector Regression (SVR) models 

exhibited lower predictive accuracy under the same data allocation, with R² values of 0.898, 0.899, 

and 0.882, respectively. Their performance deteriorated further when the training proportion was 

reduced to 50%, yielding R² values of 0.690, 0.712, and 0.563, respectively.  

These results clearly indicate that the predictive capability of machine learning models is 

strongly influenced by the adopted data-partitioning strategy. The superior performance of the 

gradient-boosting algorithms, particularly XGBoost and CatBoost, can be attributed to their 

enhanced ability to capture the highly nonlinear relationships between weir geometry, hydraulic 

parameters, and flow characteristics, which are essential for accurately modeling discharge 

behavior over porous gabion weirs (see Fig.1). 



 

 

 

         
Fig. 1- Results of testing of the considered models with the (80-20) split in 𝑪𝒅 prediction 

 

Fig. (2) presents the Taylor diagram, which provides a graphical validation of the statistical 

performance metrics obtained for the investigated machine learning models. As shown, the 

comparative assessment in Taylor space is in close agreement with the trends identified from 

the MAE and RMSE analyses. The XGBoost model, characterized by a correlation coefficient 

greater than 0.99, a normalized standard deviation of 0.32, and the lowest root-mean-square 

error, exhibited the highest predictive performance, demonstrating an exceptional capability to 

capture the complex hydraulic flow processes governing gabion-weir behavior. This model not 

only achieved the lowest MAE and RMSE values but also displayed superior robustness and 

generalization ability by closely reproducing the observed variability and attaining the highest 

correlation coefficient in the Taylor diagram. Relative to the Stacked Regression (SR) model, 

these results highlight the outstanding predictive accuracy and computational efficiency of 

XGBoost for estimating the discharge coefficient (Cd) of gabion weirs. 

In contrast, the CatBoost model showed a tendency to overestimate the variance, whereas the 

Random Forest (RF) model ranked lower due to its comparatively weaker correlation and 

moderate predictive accuracy. The SR model exhibited the poorest performance among the 

investigated approaches, failing to adequately reproduce the observed variability and producing 

relatively large error distributions, thereby limiting its applicability for accurate discharge-

coefficient prediction in this hydraulic context. 

 

 
dpredicting CTaylor diagram illustrating the performance of machine learning models in  -Fig. 2 

 



 

 

Following the development of the black-box predictive models, Gene Expression Programming 

(GEP) was employed using GeneXproTools software to derive explicit empirical equations based 

on the governing dimensionless parameters. The GEP models developed for the entire dataset (Eq. 

1), as well as for the 80% (Eq. 2) and 70% (Eq. 3) training-data scenarios, demonstrated satisfactory 

predictive performance. For the 80% training scenario, the model achieved R², RMSE, and MAE 

values of 0.955, 0.106, and 0.055, respectively, whereas the corresponding values for the 70% 

training scenario were 0.942, 0.084, and 0.061. Finally, an explicit predictive equation was 

established by training the GEP algorithm using the complete dataset, thereby providing a 

generalized empirical formulation for estimating the discharge coefficient. 
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𝐻
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+
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𝐻

𝐿
+ 𝐹𝑟 + 0.1805 𝐹𝑟 (

𝑃

𝐻
)

1.5

 

 

(3) 

 

Conclusions 

Rectangular broad-crested gabion weirs are extensively utilized in open channels, natural rivers, 

and small- to medium-scale hydraulic structures owing to their reliable discharge measurement 

capability, effective flow regulation, favorable energy dissipation characteristics, structural 

stability, and environmental compatibility. In the present study, the predictive performance and 

robustness of five regression-based machine learning models, namely Random Forest (RF), 

Stacked Regression (SR), Support Vector Regression (SVR), and the advanced gradient-boosting 

algorithms XGBoost and CatBoost, were systematically evaluated and compared under four data-

partitioning scenarios with training proportions of 50%, 60%, 70%, and 80% to predict the 

discharge coefficient (𝐶𝑑) of gabion weirs.  

The results demonstrated that the size of the training dataset exerts a substantial influence on 

model generalization capability, with the 80:20 training-to-testing ratio providing the most 

effective framework for capturing the inherent nonlinear hydraulic flow behavior. Among the 

investigated models, the gradient-boosting algorithms consistently outperformed the conventional 

machine learning approaches in estimating the discharge coefficient. Notably, the XGBoost and 

CatBoost models developed under the 80:20 data-partitioning scenario exhibited the highest 

predictive accuracy and stability, with no evidence of overfitting, achieving the highest coefficients 

of determination and superior overall predictive performance. Furthermore, the development of 

explicit empirical equations using Gene Expression Programming (GEP) confirmed that the data-

partitioning strategy plays a critical role in determining the accuracy, reliability, and predictive 

robustness of the resulting governing formulations. 
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